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RESOLUCAO DE CORREFERENCIAS EM LINGUA PORTUGUESA: PESSOA,
LOCAL E ORGANIZACAO

RESUMO

Resolucdo de correferéncias é um processo que consiste em identificar as diversas formas que uma
mesma entidade nomeada pode assumir em um determinado texto. Em outras palavras, esse
processo consiste em identificar determinados termos e expressdes que remetem a uma mesma
entidade. A resolucdo automatica de correferéncia textual estd inserida num contexto muito
importante na area de Processamento da Linguagem Natural (PLN), pois varios sistemas
necessitam dessa tarefa, como, por exemplo, a extracdo de relacdo entre entidades nomeadas. O
nivel de processamento linguistico depende do conhecimento de mundo, e isso ainda é um desafio
para a area. A necessidade crescente por ferramentas de PLN e a escassez de recursos livres para a
lingua portuguesa motivaram trabalhar com essa lingua nesta dissertacdo de mestrado. O presente
trabalho teve por objetivo desenvolver uma ferramenta open source para a resolucdo de
correferéncias em lingua portuguesa, tendo como foco as categorias de entidades nomeadas
Pessoa, Local e Organizacdo. Optou-se por essas trés categorias por essas serem as mais relevantes
para a maioria das tarefas de PLN, pelo fato de tratarem entidades mais especificas e de interesse
comum. Além disso, sdo as categorias mais exploradas em trabalhos voltados a resolucdo de
correferéncia. Escolheu-se trabalhar apenas com recursos open source pelo fato de a maioria dos
trabalhos para a lingua portuguesa utilizar recursos proprietdrios. Isso acaba limitando a
disponibilidade da ferramenta e, consequentemente, o seu uso. A metodologia utilizada é baseada
em aprendizado de maquina supervisionado. Para tal, o uso de features que auxiliem na correta
classificacdo de pares de sintagmas como correferentes ou ndo-correferentes é fundamental para,
posteriormente, agrupa-los, gerando cadeias de correferéncia. Embora ainda existam muitos
desafios a serem resolvidos, os resultados do sistema descrito nesta dissertagdo sdo animadores,

guando comparados indiretamente, por meio de uma mesma métrica, ao atual estado da arte.

Palavras-Chave: Resolucdo de Correferéncia, Processamento da Linguagem Natural, Entidades

Nomeadas, Aprendizado de Maquina.






COREFERENCE RESOLUTION IN PORTUGUESE: PERSON, LOCATION AND
ORGANIZATION

ABSTRACT

Coreference resolution is a process that consists in identifying the several forms that a specific
named entity may assume on certain text. In other words, this process consists in identifying
certain terms and expressions that refer certain named entity. The automatic textual coreference
resolution is in a very important context in the Natural Language Processing (NLP) area, because
several systems need its tasks, such as the relation extraction between named entities. The
linguistic processing level depends on the knowledge about the world, and this is a challenge for
this area, mainly for the Portuguese language. The growing necessity of NLP tools and the lack of
open source resources for Portuguese have inspired the research on this language, and they
became the focus of this dissertation. The present work aims at building an open source tool for the
Coreference resolution in Portuguese, focusing on the Person, Location and Organization domains.
These three categories were chosen given their relevance for most NLP tasks, because they
represent more specifically entities of common interest. Furthermore, they are the most explored
categories in the related works. The choice for working only with open source resources is because
most of related works for Portuguese uses private software, which limits his availability and his
usability. The methodology is based on supervised machine learning. For this task, the use of
features that help on the correct classification of noun phrase pairs as coreferent or non-coreferent
are essential for grouping them later, thus building coreference chains. Although there are still
many challenges to be overcome, the results of the system described in this dissertation are

encouraging when compared indirectly, by using the same metric, to the current state of the art.

Key-words: coreference resolution; Natural Language Processing; named entities; machine

learning.
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1. INTRODUCAO

1.1. Motivacéao

Com o crescimento da tecnologia, o acesso a informagao ficou muito mais facil e agil. Toda
essa facilidade, tanto de insercdo de informacdo na web quanto de acesso, culminou em uma
grande sobrecarga de conteldo, requerendo ferramentas que tratem todo este “acumulo de
informacdes” de forma mais eficiente. Dado esse cendrio, as ferramentas computacionais
existentes precisam aprimorar-se e adequar-se as novas necessidades. Uma dessas necessidades é
a compreensao da linguagem natural por sistemas computacionais. Esse tipo de compreensdao em
nivel computacional ndo é uma tarefa facil. Prover conhecimento auténomo a uma maquina, de
forma que essa consiga “compreender” o significado semantico existente em determinado
conteudo textual é um dos desafios da area de PLN.

Uma das tarefas de PLN que depende desse tipo de compreensdo textual é a resolugao de
correferéncias. Resolugcdo de correferéncias € um processo que consiste em identificar as diversas
formas que uma mesma entidade nomeada pode assumir em um determinado texto. Em outras
palavras, esse processo consiste em identificar determinados termos e expressdes que remetem a
uma mesma entidade. Na sentenca: “Natdlia passou no vestibular. A estudante estd muito feliz
com a noticia”, podemos afirmar que “A estudante” é uma correferéncia de “Natdlia”. Apds a etapa
de identificacdo, é possivel agrupar essas entidades, formando, assim, cadeias de correferéncia. A
resolucdo de correferéncias é uma tarefa relevante e também um grande desafio para a drea de
linguistica computacional. E, tratando-se da lingua portuguesa, esse desafio é ainda maior. Isto é, a
qguantidade de recursos para a lingua portuguesa na area de PLN é bem limitada, se comparada
com a quantidade de recursos que temos disponiveis para o inglés.

Existem muitos trabalhos voltados a tal assunto, porém grande parte dessas producdes
cientificas estd voltada a lingua inglesa. Anualmente, competicdes como a CoNLL [CON11] sdo
realizadas, visando motivar o desenvolvimento de sistemas que resolvam cadeias de correferéncia,
focando principalmente no inglés. A CoNLL disponibiliza um corpus chamado Ontonotes [PRA11]
com as anotacdes de correferéncia (gold mentions). Esse corpus serve para medir a precisdo dos
sistemas desenvolvidos pelos candidatos.

No ambito da lingua portuguesa, temos o HAREM [FRE10][HAROS8]. Assim como a CoNLL, o

HAREM é uma atividade de avaliacdo conjunta com o intuito de incentivar as pesquisas na area de
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Processamento da Linguagem Natural, mas com foco na lingua portuguesa. Em 2008, uma tarefa
relacionada ao reconhecimento de relacdes entre entidades nomeadas foi proposta pela primeira
vez. O HAREM disponibiliza um corpus com as anotacdes de correferéncia com o mesmo propdsito
da CoNLL: avaliar os sistemas desenvolvidos. O grande contraste entre esses dois corpora esta no
tamanho deles. O corpus do Ontonotes possui 1,3 milhdes de anotagdes, divididas em varias
camadas, como: camada sintatica, camada de proposicoes, entidades nomeadas, correferéncia e
word sense disambiguation (WSD). J& o corpus do Harem [FRE10] possui pouco mais de 290 mil
anotacdes. Isso nos da uma ideia da diferenca em relagdo a quantidade de recursos para as duas
linguas. A caréncia de recursos para a lingua portuguesa é um dos desafios e também uma forte
motivacdo deste trabalho. Outro ponto importante é que em uma busca por trabalhos
relacionados a resolucdo de correferéncias dentro do dominio mencionado, ndo foram
encontrados muitos trabalhos que visem esses dominios especificos — e, quando visam, em sua
maioria utilizam recursos proprietarios. Neste trabalho optou-se pela utilizacdo de apenas recursos

open source.

1.2. Objetivos

O presente trabalho tem por objetivo desenvolver um modelo e um recurso que possibilite
resolver correferéncias para a lingua portuguesa a partir de documentos de texto livres de
anotacao, tendo como foco trés categorias especificas de entidades nomeadas: Pessoa, Local e
Organizacdo. Optou-se por essas trés categorias por essas seremas mais relevantes para a maioria
das tarefas de PLN, pelo fato de tratarem entidades mais especificas e de interesse comum. Além

disso, sdo as categorias mais exploradas em trabalhos voltados a resolugao de correferéncia.

1.3. Metodologia

Para a concepcgao deste trabalho, inicialmente foi realizado uma revisdo da literatura,
buscando por trabalhos voltados a resolucdo de correferéncias que trouxessem diferentes
abordagens. Essas abordagens podem ser classificadas em: aprendizado supervisionado,
aprendizado ndo supervisionado e baseada em regras deterministicas. Apds o estudo dessas
diferentes abordagens, optou-se por utilizar aprendizado de maquina supervisionado. Optamos
por essa metodologia pelo fato de ser bem consolidada e trazer bons resultados, como podemos
ver nos trabalhos de [SO001] e [FER12]. A arquitetura proposta nesta dissertacdo divide-se em
duas partes: construgao do classificador e resolucao de correferéncias. A etapa de construcdo do

classificador consiste em, por meio de um corpus de treinamento, criar um dataset contendo
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amostras de dados positivas e negativas. Para a construgdao do dataset de treinamento utilizamos o
corpus Summ-it [COLO7]. O algoritmo de classificacdo escolhido para a utilizacdo no modelo
proposto foi o SimpleCart. Optamos pela utilizacdo do SimpleCart, devido a seus bons resultados e
independéncia de outros recursos externos. Como poderemos ver no capitulo 5 desta dissertagao.

Para a etapa de resolucdo de correferéncias, assume-se que o modelo ndao tera as
informacdes providas de um corpus e sim apenas um texto puro dado como entrada. Obviamente
o modelo necessita extrair essas informacdes de algum lugar. Para isso utilizamos a Api CoGrOO

[SIL13] e alguns outros recursos, como podemos ver no capitulo 6 desta dissertagao.

1.4. Escopo e Resultados Obtidos

Assim como a maioria dos trabalhos existentes na literatura, o modelo proposto também
possui suas limitacdes, como tratar apenas nomes proprios do tipo Pessoa, Local e Organizacao.
Embora ndo seja possivel uma comparacdo direta com o atual estado da arte, devido aos
diferentes escopos e idiomas, o modelo proposto obteve bons resultados, chegando a 77,97% de

precisdo e 59,38% de cobertura.
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2. FUNDAMENTACAO TEORICA

Neste capitulo trazemos a fundamentagao tedrica deste trabalho, apresentando conceitos-
base fundamentais para o entendimento deste trabalho, como: O que sdo referentes, entidades

nomeadas, sintagmas, tipos de referentes, correferéncia e anafora?

2.1. Referentes

Como o préprio nome sugere, “referente” é a forma como nos referirmos a determinada
entidade/sujeito. Em um texto, essas referéncias podem aparecer como uma entidade nomeada
especifica ou dentro de um sintagma nominal. Temos também correferéncia, que consiste na co-
ocorréncia dessas mencgoes, referindo-se a mesma entidade/sujeito. Esta se¢do descreve cada um

desses conceitos, bem como os tipos de referentes existentes.

2.1.1 Entidades nomeadas

S3ao elementos utilizados para se fazer referéncia a objetos ou entidades de determinado
discurso ou dominio [VIEO1]. Os dominios podem ser nomes de pessoas, empresas, lugares,
termos de alguma area especifica, como genes, proteinas, entre outros. Por meio dos exemplos
abaixo, podemos identificar diversas entidades nomeadas (ENs), como Banco Nacional de
Desenvolvimento Econémico e Social (2.1.1.1), Apple (2.1.1.2), bandas musicais (2.1.1.3). Qualquer

termo pode ser considerado uma entidade. Isso ird depender do foco em questao.

(2.1.1.1) “O Banco Nacional de Desenvolvimento Econdmico e Social (BNDES),

empresa publica federal, é hoje o principal instrumento de financiamento de

longo prazo...”

(2.1.1.2) “A Apple informou que vendeu 5 milhdes de iPhone 5 sé em um fim de
semana...”

(2.1.1.3) “Varias bandas de black metal tiveram influéncias do punk, tais como

Venom, Celtic Frost, Bathory, Sarcofago, Darkthrone, Impaled, Nazarene,

Mavyhem, Hellhammer, Behemoth, entre outras...”
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2.1.2. Sintagmas

Segundo [ABRO5], um sintagma é uma palavra ou um conjunto de palavras que constitui
uma unidade significativa dentro da sentenca. Os sintagmas desempenham diferentes fun¢des na
sentenga e combinam-se em torno de um nucleo. Esse nucleo pode ser um nome ou pronome
(sintagma nominal), uma preposi¢cao (sintagma preposicional), um adjetivo (sintagma adjetival) e
advérbio (sintagma adverbial). Dada a definicdo de sintagma, bem como as suas categoriza¢des, 0s
sintagmas nominais sao as expressdes linguisticas utilizadas para referenciar entidades em um
discurso. No caso de um sintagma nominal, o nucleo pode configurar-se em nome comum, proprio
ou um pronome. Os pronomes podem apresentar-se, basicamente, nas formas de pronome

pessoal, demonstrativo, indefinido e possessivo.

2.1.3 Tipos de referentes:

Existem trés tipos de referentes: referentes especificos, referentes ndo-especificos e referentes

abstratos.

Referentes especificos: Quando a mengao de uma entidade, basicamente, identifica-a por meio de

um nome comum ou proprio.

(2.1.3.1) “Microsoft informou que ird resolver o bug que reinicia Windows Phone em

dezembro.”

Nesse caso, temos um referente especifico, isto é, a mencdo da entidade refere-se diretamente a
algo especifico, a empresa Microsoft. O referente especifico, nesse caso, ainda pode ser
classificado como uma entidade do tipo Organizagdo. Existem outros tipos de referentes
especificos que também serdo foco deste trabalho, como Pessoa e Local,(2.1.3.2) e (2.1.3.3),

respectivamente.

(2.1.3.2) “Luiz_Indcio Lula da Silva sancionou nesta quarta-feira, 29, a lei que

regulamenta as atividades de moto-taxista e motoboy de todo pais...”.

(2.1.3.3) “Roger Waters faz seu segundo show em Sao Paulo.”

Nesse exemplo, temos dois tipos de referentes especificos, “Roger Waters” e “Sdo Paulo”,
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respectivamente entidades do tipo Pessoa e Local.

Referentes ndo-especificos: Quando as mencgdes referem-se a uma entidade de forma nado

especifica. (autoridades, funcionarios, policiais...), como mostram os exemplos (2.1.3.4), (2.1.3.5) e

(2.1.3.6).
(2.1.3.4) “Policiais invadiram a casa, porém os bandidos ja haviam fugido...”.
(2.1.3.5) “Funcionarios estdo descontentes. Eles afirmam ainda ndo terem recebido o
seu décimo terceiro salario”.
(2.1.3.6) “Autoridades disseram que estdo cansados de fazer as mesmas

declaragbes”.

Referentes abstratos: como o préprio nome sugere, sdo entidades abstratas, “ndo fisicas”. Tratam
de estados e qualidades, sentimentos e a¢bes, como: medo, viagem, coragem, felicidade, esforgo...

Exemplos (2.1.3.7) e (2.1.3.8)

(2.1.3.7) “O medo é algo que deve ser superado. Para isso, concentre-se em seus

objetivos”.

(2.1.3.8) “A viagem foi 6tima, porém o tempo podia estar melhor”

2.1.4 Correferéncia e anafora:

Para o entendimento do que é correferéncia, é relevante também definirmos anafora, ja
gue seus conceitos estdao relacionados. Andfora pode ser definida como a retomada de uma
expressdao apresentada anteriormente em um texto. Quando uma entidade é mencionada pela
primeira vez textualmente, temos a evocac¢ao da entidade. Durante a leitura da sequéncia do texto,
guando essa entidade é novamente mencionada, temos a realizacdo do acesso a essa entidade. A
expressdao que faz o acesso é dita como anaférica e a expressdo anterior é dita como seu
antecedente [VIEO8]. Ha casos de anafora em que o termo anafdrico e o antecedente sado

correferentes, isto é, remetem a uma mesma entidade (como os Exemplos (2.1.4.1) e (2.1.4.2)
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ilustram), mas ha também casos de anafora sem correferéncia (2.1.4.3) .

(2.1.4.1) “A Ana comprou um cdo. O animal ja conhece todos os cantos da casa.”

Nesse exemplo, o termo anaférico é o grupo nominal “o animal”, que retoma o valor referencial do

III

antecedente, “o cd0”. E a relacdo entre “c30” e “animal” que suporta a correferéncia.

(2.1.4.2) “A sala de aula esta degradada. As carteiras estdao todas riscadas.”

III

Note que a interpretacdo referencial do sintagma nominal “as carteiras” depende da sua relacdo

anaférica com o sintagma nominal “a sala de aula”.

(2.1.4.3) “O Jodo faz 18 anos no dia 2 de Julho de 2001. No dia seguinte, parte para

uma grande viagem pela Europa.”

Ja nesse exemplo, o valor referencial da expressao sublinhada constrdi-se a partir da interpretacdo
do antecedente, a expressdo adverbial “temporal no dia 2 de Julho de 2001”. Assim, “No dia

seguinte” designa o dia 3 de Julho de 2001.

Correferéncia: é um fenbmeno que ocorre quando duas ou mais meng¢bes no texto referem-se a
uma mesma entidade. O conjunto de men¢des a uma mesma entidade no texto é denominado de
cadeia de correferéncia. Podemos ter dois tipos de correferéncia, identidade e aposto [PRA11]. O
tipo identidade é usado para correferéncia anaférica, isto é, as ligacGes entre mengdes

pronominais, nominais e de entidades de referentes especificos.

(2.1.4.4) “0 Jodo esta doente. Vi-o na semana passada.”

Neste caso, o pronome “0” é uma anafora de “Jodo”, pois, para ser compreendido, necessita
resgatar a frase anterior para que seu significado seja construido. Ja o tipo aposto ocorre quando o

termo da oracdo se relaciona a uma entidade para esclarecé-la ou explica-la.

(2.1.4.5) “Cubatdo, a cidade mais poluida do Brasil, localiza-se na Baixada Santista.”
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(2.1.4.6) “Maria comprou varias frutas: mamao, melancia, abacate e uva.”

Normalmente, o aposto aparece isolado por sinais de pontuagdao, sendo mais comum aparecer
entre virgulas ou entdo introduzido por dois pontos. Nos exemplos acima podemos notar que
“cidade” é correferente de “Cubatao”, e “mamao, melancia, abacate e uva” sdo correferentes de

“frutas”.

(2.1.4.7) “A sala de aula esta degradada. As carteiras estdao todas riscadas.”

Resgatando o exemplo (2.1.4.2), a interpretagdo referencial do sintagma nominal “as carteiras”
depende da sua relagao anafdrica com o sintagma nominal “a sala de aula”. Esse também é um
exemplo de aposto, pois a frase “as carteiras estdo todas riscadas” nos explica a expressao anterior
“a sala de aula estd degradada”. Nesse caso, “carteiras” é uma correferéncia do tipo aposto de

“sala de aula”.

(2.1.4.8) (retirado do texto CIENCIA 2000 _6389.txt do corpus Summe-it) [COLO7] “A
discussdo sobre a biotecnologia nacional estd enviesada, pois estd sendo
entendida como sin6nimo de transgenia. A opinido é do agrénomo Miguel
Guerra, da UFSC (Universidade Federal de Santa Catarina). Guerra participou
do debate "Biotecnologia para uma Agricultura Sustentavel"... Para o
agrénomo, o Brasil deve buscar o desenvolvimento de transgenias que

tentem melhorar as condi¢des da agricultura local...”

No fragmento de texto acima, as expressdes “Guerra” e “o agrébnomo” fazem referéncia a
entidade “Miguel Guerra”, ja mencionada anteriormente no texto. Para ndo repetir a mesma
expressdo, faz-se uso de outra diferente, mas que retoma a mesma entidade mencionada
previamente. Esse € um método muito utilizado no processo de escrita, para ndo deixar o texto
repetitivo e cansativo. A dificuldade dessa tarefa pode ser explicada pela dependéncia da
compreensdo do contexto, que esta relacionada a questdes linguisticas e a habilidades cognitivas
humanas complexas, de dificil reproducdo por sistemas computacionais. O desafio é: Como inferir
computacionalmente que a palavra “agrénomo”, que esta sendo citada dois pardgrafos abaixo da

expressdo “o agronomo Miguel Guerra”, esta se referindo a esta entidade e ndo a uma outra?
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Portanto, o conjunto dessas expressodes referenciais relativas a uma mesma entidade de mundo
denomina-se cadeia de correferéncia. Esse conjunto é responsdavel pela construcdo coesa de um
texto, e por isso sua importancia, ja que a coesao é responsavel pela compreensao textual.

No exemplo acima, podemos afirmar que “Miguel Guerra” é o antecedente e “Guerra” é a
anafora. Dessa forma, expressdes correferentes fazem referéncia a mesma entidade, enquanto
expressoes anafdricas podem retomar uma referéncia ou ativar um novo referente. A anafora
pressupbe um par ordenado (antecedente, anafora) e a correferéncia remete a ideia de conjunto

[COR10].
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3. TRABALHOS RELACIONADOS

Neste capitulo apresentamos os principais trabalhos encontrados na literatura, que relatam
métodos de resolucdo de correferéncia tanto para o portugués como para outros idiomas. Na
literatura referente a resolucdo de correferéncia, encontramos alguns trabalhos que sdo
puramente baseados em regras, outros utilizam uma abordagem mais dindmica, baseada em
aprendizado de maquina. Na CoNLL 2011 [CON11] (Conference on Computational Natural
Language Learning), [LEE11] apresentaram seu sistema puramente baseado em regras para a
resolugao de correferéncias na lingua inglesa. Contrariando o significado da palavra “learning”,
[LEE11] mostraram a eficiéncia de seu sistema, ficando em primeiro lugar. O sistema, “Stanford’s
Multi-Pass Sieve Coreference Resolution System”, puramente deterministico, atingiu uma eficiéncia
de 57.79%. Essa eficiéncia foi medida pela média entre trés métricas de desempenho (MUC, B-
CUBED e CEAFe), descritas em [PRA11]

Em 2012, na CoNLL, [FER12] apresentaram a seguinte estratégia: um sistema de
aprendizado de maquina baseado em um algoritmo perceptron. Sua proposta baseou-se em duas

principais técnicas de modelagem: latent coreference trees e entropy guided feature induction. O

sistema possui alguns passos basicos, como:

(a) Mention detection: para cada documento de texto foi gerada uma lista contendo as
men¢bes candidatas, usando a estratégia de [SAN11]. A ideia basica foi usar todos os
sintagmas nominais e, adicionalmente, entidades nomeadas. Verbos ndo foram incluidos
como mengoes.

(b) Mention Clustering: na subtarefa agrupamento de menc¢des, uma instancia de treino
(x,y) consiste em um grupo de mengles x para um documento e seus grupos de
correferéncias y. A estrutura do algoritmo perceptron aprende para um dado conjunto de
treino D={(x,y)} de pares corretos de entrada/saida.

(c) Coreference trees: de forma a reduzir o problema de complexidade de predicao das
mengOes, [FER12] utilizaram arvores para representar o agrupamento de menc¢des que sao
correferentes entre si. Uma arvore de correferéncia é uma arvore cujos nos sdo dirigidos as

mengdes, e os arcos representam alguma relagdo entre mengdes correferentes.

A tarefa da CoNLL em 2012 foi a resolugao de correferéncia em trés idiomas: inglés, chinés

e arabe. Segundo [FER12], seu sistema baseado em aprendizado pode ser facilmente adaptado
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para diferentes linguas. Em seus experimentos, pequenas mudangas foram necessdarias para
resolver a correferéncia em trés linguas distintas. A necessidade de adaptacdes no sistema foi
devido a: falta de features de entrada para alguns idiomas; diferentes grupos de tags utilizadas no
Part-of-Speech (POS) dos corpora; e a inexisténcia de uma lista estdtica de pronomes especificos
de cada lingua. [FER12] foram os ganhadores da competicdo CoNLL em 2012, resolvendo
correferéncias em multiplos idiomas, conforme a tarefa proposta. A precisao do sistema, segundo
as métricas utilizadas por [PRA11l] , foi de 58.49% para o chinés, 54.22% para o drabe e 63.37%
para o inglés, obtendo um escore global de 58.69%.

Outro trabalho realizado para a lingua inglesa, mas que teve uma contribuigdo significativa
independentemente do idioma é o de [SOOO01]. [SOO01] foram o precursores na tarefa de
resolucdo de correferéncias utilizando o aprendizado de maquina. Seu trabalho trata a tarefa de
resolucdo de correferéncias utilizando todos os dominios de textos. A proposta de [SO001] uniu os
conceitos de aprendizado de maquina e processamento de corpus, técnica utilizada por muitos

sistemas atuais. Em seu sistema, os autores utilizaram doze features, conforme a Tabela 1.

Feature: Descrigao:

Str_Match Se os sintagmas saoiguais.

Alias Se um sintagma é sigla do outro.

|_Pronoun Se o antecedente é pronome.

J_Pronoun Se a anafora é pronome.

Def NP Se a anafora comega pelo artigo the.

Dem_NP Se a anafora comeca por this, that, these ou those.
Number Se ambos os sintagmas sdo numerais.

Gender Se os sintagmas possuem o mesmo género.

Proper_Name | Se os termos sdao nomes préprios.

Appositive Se a anafora é aposto do antecedente.

Dist Numero de frases que separam os termos.

SemClass Se os sintagmas possuem a mesma categoria semantica.

Essa Informacdo é extraida da WordNet [MIL95].

Tabela 1: Features utilizadas por [SO001]

Para quase todas as features sao considerados apenas os valores “true” ou “false”, com

excecdo das features “SemClass” e “Dist”: para a feature “SemClass”, além de “true” e “false”, é
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considerado o valor “unknown”, caso o sistema ndo identifique a categoria de algum dos
sintagmas. A feature “Dist” retorna apenas um valor numérico, sendo este a distancia entre os dois
sintagmas. Devido ao fato de o trabalho de [SOO01] ser o primeiro a abordar aprendizado de
maquina para a resolucdo de correferéncias utilizando um conjunto de features, ele é comumente
considerado o baseline na area de PLN para a resolucdo de correferéncia. Uma das contribui¢des
do trabalho de [SOOO01] esta no experimento guiado pelo autor: seu principal experimento
objetivou verificar a cobertura, precisdo e medida-F de cada feature separadamente. Como
resultado, os autores constataram que apenas as features “STR_Match”, “Alias” e “Appositive”
tiveram um retorno significativo. De acordo com os autores, esse resultado demonstra que as
features sdao importantes para a tarefa de resolucdo de correferéncias, pois isoladamente
apresentam retorno na classificacdo dos pares de sintagmas.

Para o portugués, [SIL11] propds, em sua dissertacdo de mestrado, um sistema de
resolucdo de correferéncia, utilizando um algoritmo de aprendizado ndo supervisionado. Seu
sistema é dividido basicamente em duas fases: identificacdo das mencdes (sintagmas nominais) e
caracteristicas e identificacdo das cadeias de correferéncia. A primeira fase, a de identificacdo das
mengOes (SNs) e de suas caracteristicas, tem como entrada um conjunto de textos. Foram
utilizados textos jornalisticos que tratam de um mesmo assunto. Esses textos foram previamente
agrupados, ja que o sistema em si ndo possui uma etapa de agrupamento para identificar os
sintagmas e extrair os atributos. [SIL11] utilizou o analisador sintdtico PALAVRAS [BICO0], um
reconhecedor de entidades nomeadas, Rembrandt [CARO8], e o tesauro TeP2.0 [MAZ08]. A
segunda etapa, a de identificacdo das cadeias de correferéncia, recebe como entrada a saida da
etapa anterior. Com essa informacao, realiza o agrupamento das meng¢des em cadeias. Afase inicia
com a utilizacdo de um método ndo supervisionado de aprendizado de maquina para um primeiro
agrupamento. Apds esse agrupamento, sdo aplicadas regras heuristicas com o propdsito de
melhorar a qualidade das cadeias geradas. Foram utilizadas um conjunto de ferramentas
disponiveis para o portugués, se a disponibilidade de ferramentas fosse como é hoje para o inglés,
eles argumentam que ainda poderiam melhorar seus resultados. Os resultados da avaliacao de seu
sistema mostraram-se promissores: 58.11% utilizando a medida MUC, e 60.07% utilizando B-
CUBED. Apesar de ndo ser possivel uma comparacdo direta com os sistemas de [LEE11] e de
[FER12], devido as diferencas de corpora, de linguas e dos tipos de entidades tratadas, o trabalho
proposto por [SIL11] teve uma significativa contribuicdo por tratar desse dominio para o
portugués.

[COR10] propde a resolucdo de correferéncias com foco nas categorias de entidades
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nomeadas. Segundo o autor, trabalhos voltados a lingua inglesa obtiveram bons resultados
utilizando categorias de entidades especificas. Baseando-se nessas premissas, [COR10] partiu da
hipétese de que o uso de categorias especificas de entidades nomeadas tem um impacto positivo
na tarefa de resolucdo de correferéncia, ja que cada categoria apresenta caracteristicas distintas e
bem definidas. Como a categoriza¢do delimita o dominio, torna-se mais vidvel o uso de informagao
semantica como instrumento de apoio no processo de resolucdao de correferéncia. O sistema de
[COR10] baseou-se em aprendizado de mdaquina, categorizacdo de entidades nomeadas, como
Pessoa, Organizacao, Local, Obra, Coisa e Outro, provenientes do corpus do HAREM [FRE10], do
analisador sintatico PALAVRAS [BICOOQ] e de recursos do corpus Summe-it [COLO7]. [COR10] compara
duas versdes do sistema, sendo elas: Baseline e Recorcaten (REsolucdo de CORreferéncia por
CATegorias de ENs). A primeira versdo teve como objetivo gerar os pares de sintagmas sem
considerar as categorias de ENs. J& a segunda gera os pares considerando essas categorias de
entidades. Como contribuicdo, por meio de experimentos com as duas versdes, [COR10] mostrou
gue o uso de categorias de entidades proporcionou uma melhora no percentual de acerto ao
definir se um par é anaférico ou ndo. Mostrou também a importancia do conhecimento de mundo
para essa linha de pesquisa, dado o fato de que algumas categorias, como as de Acontecimento e
de Organizagdo, n3ao apresentaram um retorno satisfatério na classificacdo dos pares
correferentes. Isso porque existem certas dificuldades no processo de desambiguacao de palavras
(WSD), ressaltando, assim, a importancia de bases com sinénimos, como a da Wordnet [MIL95],
para complementar e apoiar a resolucao de correferéncia. As limitagGes dessa producdo deram-se
no tamanho do corpus utilizado nos experimentos. Conforme mostrado anteriormente, ainda
existem poucos recursos para o portugués. Outra consideracdo, segundo o autor, foram os
problemas de anotac¢do do analisador sintatico utilizado.

Como ja mencionamos, existem muitos trabalhos dentro do contexto de resolugdo de
correferéncias, porém esses, em sua maioria, sao protdtipos, isto é, modelos que resolvem
correferéncias apenas para um corpus especifico, visando calcular sua precisdo e abrangéncia. O
trabalho contido na presente dissertacdo objetiva ir mais além. Isto é, o objetivo é desenvolver um
modelo de resolugdo de correferéncias que nao se limite a construgcdo de um classificador, mas
gue obtenha como produto final uma ferramenta open source, que receba como entrada um texto
puro e obtenha como saida um arquivo XML, contendo anotacdo de correferéncias desse texto.
Essa proposta é semelhante a de [SIL11], com o diferencial de que neste trabalho sdo utilizados

apenas recursos livres.
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4. RECURSOS UTILIZADOS

Resolucdo de correferéncia é uma tarefa complexa e depende da saida de diversos recursos
de PLN. Este capitulo relata todos os recursos utilizados na elaboracdo deste trabalho. Como
veremos mais adiante, o sistema de resolucdo de correferéncias descrito nesta dissertacdo foi
construido em duas etapas, sendo elas: treinamento e construcdo do modelo de classificacdo e

construcdo do sistema de resolucdo de correferéncias.

4.1. CoGrOO

CoGrOO [SIL13] é um corretor gramatical de cdédigo aberto em uso por milhares de usuarios de
uma suite de escritério de cddigo aberto. Ele é capaz de identificar erros como: colocacao
pronominal, concordancia nominal, concordancia sujeito-verbo, uso da crase, concordancia
nominal e verbal e outros erros comuns de escrita em portugués do Brasil. Para tal, o CoGrOO
realiza uma andlise hibrida: inicialmente, o texto é anotado usando técnicas estatisticas de
Processamento de Linguagens Naturais e, em seguida, um sistema baseado em regras é
responsavel por identificar os possiveis erros gramaticais.

Além das funcionalidades ja descritas, o CoGrOO possui outras duas funcionalidades que
até o momento poucos recursos disponiveis para o portugués possuem. O CoGrOO é uma
ferramenta que, da mesma forma que o OGMA [MAIQ8], possibilita a anotagcdo de sintagmas
nominais, com o diferencial de ser portavel a qualquer sistema operacional, pelo fato de ter sido
desenvolvido em JAVA. Além disso, o CoGrOO faz também a anotagao morfolégica de palavras.
Como veremos adiante, esses recursos proporcionados pela ferramenta foram indispensdaveis para
a construcdao do sistema de resolucdao de correferéncias. Na Figura 1 podemos visualizar um
exemplo de anotacdo fornecida pela ferramenta para a sentenca: “O tecno de Detroit é

arquitetura.”.

Sentence: 0 tecno de Detroil € arquitetura.

Tokens:
0 [o] art M=5
tecno [] n M=5
de [de] prp -
Detroit [Detroit] prop M=5
é [ser] v-fin PR=35=IND
arquitetura [arquitetura] n F=5

. [.] . -
Chunks: [NP: 0 tecno ] [PP: de ] [NP: Detroit ] [VP: & ] [NP: arquitetura ]
Shallow Structure: [SUBJ: O tecno de Detroit ] [P: & ] [SC: arguitetura ]

Enter the sentence or 'q' to quit: |

Figura 1: Saida CoGrOO
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Como podemos visualizar, na Figura 1 a ferramenta fornece como saida:
e Tokens, contendo as palavras de entrada em sua forma original, sua forma canonica
(lemma) e sua classe gramatical.
e Chunks, contendo os Noun Phrases (NP) /sintagmas nominais.

e Shallow Structure, contendo a analise sintatica da sentenca.

4.2. Repentino

O Repentino [REPO5], REPositério para reconhecimento de Entidades Nomeadas, € um recurso
publico que contém, em média, 490 mil exemplos de entidades nomeadas. Ou seja, trata-se de
uma grande lista contendo diversos nomes préprios, como de pessoas, locais, substancias
quimicas, organizagdes, entre outros. Os exemplos de entidades, armazenados no Repentino,
encontram-se divididos por varias categorias, cada uma das quais contendo diversas
subcategorias, numa estrutura em arvore, garantindo assim uma razodvel organizacdo desses
exemplos. Na Figura 2, podemos visualizar como esta disposta a organizagao das entidades de

categoria “EN_SER” (seres vivos) e subcategoria “HUM” (humanos).

<EN_SER subcat="HUM"=Abilio Albino As Silva Nunes</EN_SER=>

<EN_SER subcat="HUM"=Abdul</EN_SER=

<EN_SER subcat="HUM"=Abel De Pinho Soares</EN_SER=

<EN_SER subcat="HUM"=Abel Feldmann Da Camara Carreiro</EN_SER=

<EN_SER subcat="HUM"=>Abel Fernando Queiros Figueiredo</EN_SER>

<EN_SER subcat="HUM"=Abraham Lincoln</EN_SER=

<EN_SER subcat="HUM"=Achille Talon</EN_SER=

<EN_SER subcat="HUM"=Adalberto Alves</EN_SER=

<EN_SER subcat="HUM"=Adalberto MNuno da Silva Leite de Freitas</EN_SER=
<EN_SER subcat="HUM">Adalberto Nuno de Silva Leite de Freitas</EN_SER=
<EN_SER subcat="HUM"=Adélio Amaro</EN_SER=>

<EN_SER subcat="HUM">Adilia Lopes</EN_SER=>

<EN_SER subcat="HUM"=Adelaide Rosa Coelho Teles Madureira</EN_SER=
<EN_SER subcat="HUM"=Adelino José Da Silva Oliveira</EN_SER=

<EN_SER subcat="HUM">Adelino Luis Ferreira De Morais E Castro</EN_SER>
<EN_SER subcat="HUM"=Adelma Margarida Ferreira de Freitas</EN_SER=>

<EN SER subcat="HUM"=Adolf Hitler</EN SER=

Figura 2: Anotag¢des Repentino
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4.3. NERP-CRF

Desenvolvido por [AMA13], o NERP-CRF é um Sistema de Reconhecimento de Entidades
Nomeadas por meio de Conditional Random Fields para a Lingua Portuguesa. Isto é, o NERP-CRF é,
assim como um identificador de entidades nomeadas, um classificador. Dado um texto, ou um
conjunto de textos, o sistema permite processa-lo(s), tendo como saida todas as entidades
nomeadas presentes nele, incluindo suas categorias, como: Pessoa, Local, Organizacgao,
Acontecimento, entre outras. As anotacdes do NERP-CRF seguem um padrdo bastante parecido
com o corpus do HAREM [FRE10]. Na Figura 3, podemos visualizar o padrdo de saida da

ferramenta, proveniente da anotacdo de um texto do corpus Summ-it [COLO7].

<!DOCTYPE colHAREM=>

<colHAREM versao="NERP_CRF 02 Apr 2013"=

<DOC DOCID="CIENCIA_2000_6381"=>

Ap6s o anincio do sequenciamento do genoma , na semana passada , a <EM
ID="CIENCIA 2080 6381" CATEG="LOCAL"sFrancga </EM=resiste como Unico pais da <EM
ID="CIENCIA 2080 6381" CATEG="LOCAL"=Unildo Européia </EM=a ndo permitir patenteamento de
genes

A <EM ID="CIENCIA_2000_6381" CATEG="ORGANIZACAO">UE </EM>adota , desde junho de 1998 ,
diretiva favoravel ao patenteamento de genes.0 texto , redigido pelo <EM
ID="CIENCIA 2080 _ 6381" CATEG="ORGANIZACAD"=Parlamento Europeu </EM=, <EM
ID="CIENCIA 2080 6381" CATEG="PESSOA"=Comissao Européia </EM>e Conselho de Ministros ,
utiliza o principio de que "o genoma nao & patenteavel , mas a sequéncia de um gene pode
ser” .No entanto , ha restrigdes

0 patenteamento sd6 pode ser aplicado em pesquisas ligadas a doencas genéticas em que o
funcionamento do gene & detalhado.A

Franca & o (nico pals que se recusa a aceitar a determinagao européia .

A ministra da Justiga do pais , <EM ID="CIENCIA 2000 6381" CATEG="PESSOA"=Elisabeth Guigou

Figura 3: Saida NERP-CRF

4.4.Listas Auxiliares

Antes do treinamento do modelo de classificacdo, foi notado que ambos os recursos
utilizados com o propdsito de etiquetagem de entidades (Repentino e NERP-CRF) possuiam
limitagdes dentro do contexto de busca utilizado. No caso do Repentino, o problema sdo as
ambiguidades. Por exemplo, ao buscarmos pela entidade ‘Amazonia’, o Repentino pode conter
tanto a categoria ‘Local’ quanto ‘Organizacdo’ — respectivamente, ‘Amazénia’ e ‘Banco da
Amazonia’. Ja o sistema NERP-CRF possui uma taxa de acerto de 83.99% — isto &, ndo classifica
todas as entidades corretamente.

Pensando nessas duas limitagdes, a ideia foi procurar pelas entidades presentes nos SNs em
ambos os recursos, alinhando seus resultados. Dessa forma, a saida torna-se mais confiavel e
precisa. Sempre que ambos 0s recursos retornarem o mesmo resultado, é assumido que a

categoria da entidade nomeada foi aferida corretamente, porém os resultados desses sistemas
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nem sempre concordam entre si. Para isso, foram criadas trés listas, uma para cada categoria de
entidade: Pessoa, Local e Organizacdo. Quando os recursos retornam resultados diferentes, essas
trés listas sdo percorridas, visando etiquetar corretamente a categoria da entidade em questao.
Essas listas possuem nomes comuns e préprios, que ajudam a identificar o tipo de entidade
nomeada. Como exemplo, a lista “Pessoa” possui nomes de profissdes e nomes de pessoas
comumente utilizados, como: ‘agronomo’, ‘advogado’, ‘engenheiro’, ‘Diego’, Jodo’, ‘Aline’, ‘Tiago’
etc. A lista “Local” possui alguns nomes como de cidades, por exemplo, e alguns substantivos
comuns, como: ‘praca’, ‘praia’, ‘cidade’, ‘morro’, ‘travessa’, ‘rua’, ‘bairro’, ‘avenida’, ‘rio’, ‘lagoa’ etc.
A lista “Organizagdao” utiliza nomes préprios de empresas mais conhecidas e de substantivos
comuns, como: ‘instituto’, ‘agéncia’, ‘empresa’, ‘organizacao’, ‘ONG’, ‘partido’, ‘comércio’ etc. Para a
construcdo do modelo de classificacdo, essas listas auxiliares sdo utilizadas quando inexiste a
concordancia entre as etiquetas do Repentino e do NERP-CRF. Ja para o sistema de resolugao de
correferéncia, como veremos mais adiante, essas listas sdo utilizadas em conjunto apenas com

Repentino. As listas auxiliares foram construidas por meio de contetdo proveniente da WIKIPEDIA

[WIK13], uma enciclopédia livre, disponivel em diversos idiomas.

4.5. Weka

O Weka [BOU13] é uma colecdo de algoritmos de aprendizado de maquina para tarefas de
mineracdo de dados. Possui recursos de pré-processamento, classificacdo, agrupamento,
visualizacdo, entre outros. Sua implementacdo se dd em linguagem Java, que tem como principal
caracteristica ser portavel. Por isso, o Weka pode ser executado nas mais variadas plataformas,
aproveitando os beneficios de uma linguagem orientada a objetos. O Weka possui também uma
Api, que pode ser executada diretamente por linha de comando. A ferramenta Weka foi
indispensavel neste trabalho, j3 que essa possibilitou a criacdo e validacdo do modelo de

treinamento utilizado [FON13b].

4.6. Corpus Summe-it

O Summ-it [COLO7] é um corpus composto por cinquenta textos jornalisticos do caderno de
Ciéncias da Folha de S3o Paulo, retirados do corpus PLN-BR [BRUO0S8]. Cada documento
corresponde a um arquivo de texto (ASCIl) com tamanho entre 1 kbyte e 4 kbytes (de 127 a 654
palavras). Os textos foram anotados com informacdo sintatica, de correferéncia e de estrutura
retdrica. O Summ-it também conta com sumarios construidos de forma manual e automatica. Com

o intuito de melhorar a visualizacdao das informac¢des extraidas do analisador, o arquivo gerado foi
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dividido em trés outros arquivos: um arquivo com as informagdes dos tokens, composto pelo token
e seu respectivo ID (Figura 4); outro com as informacdes dos sintagmas (Figura 5), isto é, qual o ID
do token inicial e final do sintagma; e outro com as informacdes sintatico-semanticas associadas ao
ID do token (Figura 6). Os arquivos estdo em formato XML. O corpus Summ-it teve um importante

papel para o treinamento e valida¢ao do modelo de classificagao.

<word id="word 1">Astrénomos</word>
<word id="word 2'">brasileiros</word>
<word id="word 3'">esperam</word>
<word id="word 4'>fotogratar</word>
<word id="word 5">os</word>

<word id="word 6'">primeiros</word>
<word id="word 7'">planetas</word>
<word id="word 8'">fora de</word>

<word id="word 9">o</word>

<word id="word 10">Sistema Solar</word>

Figura 4: Tokens Corpus Summe-it

<markable id="markable 1" span="word 1..word 2"
np_n="yes" np_form="bare-np"/>

<markable id="markable 76" span="word 5..word 10"
status="new" np_n="yes" np_form="def-np"/>
<markable id="markable 3" span="word 9..word 10"
member="set 4" status="new" np_n="yes"
np_form="det-pn"/>

<markable id="markable 77" span="word 12..word 23"
status="new" np_n="yes" np_form="def-np"/>
<markable id="markable 78" span="word 15..word 23"
member="set 11" status="new" np n="yes"

Figura 5: Sintagmas Nominais
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— <word id="word ">
— <n canon="astronomo" gender="M" number="P">
<secondary_n tag="Hprof"'/>
</n>
</word>
— <word id="word 2">
<adj canon="brasileiro" gender="M" number="P"/>
</word>
— <word id="word 3">
— <v canon="esperar'>

<fin tense="PR" person="3P" mode="IND"/>
</v>

</word>

Figura 6: Informagdes sintdtico-semanticas

Como podemos visualizar nas Figuras 4, 5 e 6, as informag¢Ges do corpus Summ-it estdo
divididas em fragmentos. Para capturar e estruturar toda essa informacdo de maneira correta, foi
desenvolvido um programa em Java. Este programa, basicamente capturou e estruturou as

informacgdes, de maneira que essas pudessem ser manipuladas.

4.7. Corpus do HAREM

Como ja mencionado no primeiro capitulo desta dissertacdo, o HAREM [FRE10] é um
corpus anotado proveniente de uma avaliacdo conjunta, com o intuito de incentivar as pesquisas
na area de Processamento da Linguagem Natural. O corpus é constituido por 129 textos, contendo
ao todo 290 mil anotacdes de ENs, bem como suas categorias e relagdes de correferéncia. Na

Figura 7 podemos visualizar como estao dispostas essas categorias no corpus.
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LOCAL PESSOA
[1815"/0] [27‘11?0]
- SUYETERE
TEMP '
[15E;A1°/?] ACONTECIMENTO
: (4.21%)
COISA
[4.38%)
ABSTRACCAO
[4.5%]
ORGANIZACAO VALOR
{1 4.020/01 OBRA [453°/°]
[6.31%]

Figura 7: Distribuicdo das categorias do segundo HAREM [FRE10]

Na Figura 7 podemos visualizar que as categorias mais frequentes no corpus sdo: PESSOA,
com 27.11%; LOCAL, com 18.18%; TEMPO, com 15.21% e ORGANIZACAO, com 14.02%. Como o
objetivo deste trabalho é resolver correferéncias paras as categorias PESSOA, LOCAL e

ORGANIZACAO, o corpus do HAREM tornou-se o ideal para a validacdo deste sistema.
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5. MODELO DE CLASSIFICACAO

Para a concep¢ao do modelo de classificagdo foi utilizado aprendizado de maquina. Este
capitulo explica o que sdo algoritmos de aprendizado de maquina e seus diferentes tipos. Além
disso, relata de forma detalhada, como foi realizada a construcdo do modelo de classificacdo e
descreve as seguintes etapas: selecdo e implementacado das features; testes; geracdo e escolha do

modelo.

5.1. Aprendizado de Maquina

No atual estado da arte, existem dois tipos de algoritmos de aprendizado de maquina
comumente utilizados para a resolucdo de correferéncia: os algoritmos supervisionados e os nao
supervisionados. Nas subsecdes 5.1.1 e 5.1.2, sdo descritos os dois métodos, dando mais énfase
para a abordagem supervisionada, método utilizado para a concepc¢do do sistema de resolucdo de
correferéncias descrito nesta dissertacdo. Na secdo 5.2, é descrito como o conjunto de features foi

escolhido e elaborado.

5.1.1 Abordagens supervisionadas

As abordagens supervisionadas sdo dentre as que utilizam aprendizagem de maquina, as
mais exploradas na literatura, em parte pela disponibilizacdo dos corpora anotados, como Summ-
itfCOLO7], HAREM[FRE10], Ontonotes[PRA11]. Trabalhos como os de [COR10] e [FER12] utilizam
essa abordagem. As abordagens supervisionadas consistem na construgdo de um classificador que
seja capaz de determinar quais sdao os SNs correferentes de dado conjunto de textos, anotados
com informacdes de correferéncia. A abordagem supervisionada é dividida em duas etapas, a de
treinamento e a de testes. A etapa de treinamento consiste em criar um dataset, contendo um
conjunto de features distribuidas em valores booleanos (incluindo a informa¢dao se o par é

correferente ou ndao), conforme podemos visualizar na Figura 8.
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Brelation coreference

Rattribute String Match {true,

false} 1

Rattribute
Rattribute
Rattribute

Alias {true,
Genero { true,
Numero {true,

false} 2

false } =
false} =

Battribute categoria igual {true, false} s

fattribute categoria diferente {true, false} ¢

Rattribute Distanciab {true, false} 7

Rattribute Distanciall {true, false} 8

Rattribute Distancialb {true, false} s

lattribute correfentes {true, false} 1w

@d:l-ata 3 4 5 6 7 8 L] 10
true , false , true , true , true , false , false , false , false , true
true , false , true , true , false , false , false , false , false , true
false , false , true , false , true , false , false , false , false , true
true , false , true , true , false , false , false , false , false , true
true , false , true , true , false , false , false , false , false , true
false , false , true , false , false , false , true , false , false , false
false , false , true , false , false , false , true , false , false , false
false , false , false , false, false , false , true , false , false , false
false , false , true , true , false , false , true , false , false , false
false , false , false , true , false , false , true , true , false , false
false , false , true , true , false , false , true , true , false , false
false , false , true , true , false , false , true , true , false , false

Figura 8: Dataset de treinamento.

Na Figura 8, podemos visualizar um exemplo de dataset (arquivo .arff) utilizado para treinar um
modelo. Note que os atributos/features sdo declarados no inicio do documento, incluindo os
valores que cada feature pode assumir. A marca “@data” refere-se ao inicio do conjunto de dados.
Cada linha refere-se as features de um par de sintagmas. Este dataset possui um total de nove
features mais uma décima, informando se o par é correferente ou ndo. Esta etapa de aprendizado
é dependente das informacdes provenientes de um corpus de treinamento, como o Summe-it
[COLO7], por exempilo.

A etapa de testes consiste em testar o modelo de classificacdo construido pela primeira
etapa, no mesmo dataset. Para essa etapa, é como se o classificador ignorasse a “feature

”n ¢

supervisionada” ‘correferentes’, tendo como entrada para o modelo ja treinado apenas as outras
nove features. Com base nos atributos, o modelo tenta prever quais pares sdao correferentes ou
nao. Ao fimdo processo, a saida é comparada com o dataset original, tendo assim uma precisdo do
presente modelo criado. Também é possivel testar o classificador com outro conjunto de dados.
Para isso, basta utilizar o modelo aprendido, em outro dataset, que seja supervisionado e

compativel. Isto é, que possua o mesmo grupo de features.

Na Figura 9, podemos visualizar a arquitetura supervisionada referente ao sistema de
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resolucao de correferéncias proposto nesta dissertacdo. Podemos notar que o sistema é dividido
em duas etapas: a de construcdo do classificador, que consiste em construir e validar o modelo de
classificacdo e a fase de resolucao de correferéncias: nessa fase, o sistema deve extrair os pares de
sintagmas de um documento de texto puro (livre de anotagdo) e, por meio da submissao desses

pares ao classificador previamente construido, decidir quais desses pares sao correferentes.

Summe-it Extragdo Definigio Listas
_:.. o
dosSNs dos pares auxiliares

l

Extracdo de J —
atributos 1 F—————
Repentino
e
Treinamento e ———e .,
-r- I
do classificador
MERP-CRF
e
W
Fasede Weka |—>| Modelode
. classificagio
aprendizado
Textos Extracdo dos Definigio dos -
SNs 7 pares Listas
7 \l/ auxiliares
Extracio dos
CoGroo o -
atributos 1
W
Classificacio das Modelo de

insténcias classificagio

J

Agrupamento das

mengoes
Fasede W
resolucdo de Cadeiasde
P correferéncia
correferéncias

Figura 9: Arquitetura supervisionada proposta nesta dissertagdo.
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5.1.2 Abordagens néo supervisionadas

As abordagens ndo supervisionadas para a resolu¢do de correferéncia partem do pressuposto que
€ possivel considerar cada cadeia de correferéncia como uma classe. Dessa forma, a partir de
atributos especificos/features, é possivel agrupar sintagmas e gerar essas cadeias. Os métodos ndo
supervisionados sdo basicamente mais objetivos do que os supervisionados, ndo sendo necessario
informar qual sintagma é correferente de qual. Na Figura 10, tal como apresentada em [SIL11],

podemos visualizar como de dispde um modelo n3ao supervisionado.

i Ferramentas
Analisador
sintdtico e Recursos
— de PLN

Agrupador
vy

w4

Construcao

Extracio J Extracao dos X Cadeias de
? . das cadeias de S
dos SNs atributos . correferéncia
correferéncia

h

Figura 10: Aprendizado ndo supervisionado, retirado de [SIL11]

Como podemos observar na Figura 10, uma arquitetura ndo supervisionada ndo possui etapa de
treinamento. A primeira etapa dessa arquitetura é similar a todo sistema de resolucdo de
correferéncia, no qual os SNs sdo extraidos. Na segunda etapa, é realizada a extracdo de
atributos/features. A extragdo de features se dd em nivel de mengdes, e ndo por pares de
sintagmas, como no aprendizado supervisionado. Apds a extracdo dos atributos, o sistema tenta

agrupa-los de acordo com seus atributos em comum, formando cadeias de correferéncia.

5.2. Selecéao de Features

A selecdo de features para gerar o modelo de classificacdo deu-se com base no estudo da
literatura, principalmente com base nos resultados obtidos nos experimentos de [SOO01]. Soon et
al. realizaram um experimento com o propédsito de verificar o impacto de determinadas features
na correta classificacdo de pares correferentes. Como resultado, os autores constataram que
algumas features, como String Match, Alias e Aposto, apresentam um retorno significativo na

correta classificacdo dos pares. Além das features mais relevantes existentes em outros trabalhos,
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por meio de experimentos realizados foi constatada a necessidade da adicdo de features que

calculassem a distdncia para dado par de sintagmas, conforme podemos visualizar na Tabela 2.

P_StringMatch

Se pelo menos uma String do SNx estd contida em

SNy.(exceto stopwords)

Alias Se uma das palavras de SN1 é sigla de SN2.
M_Género Se os sintagmas concordam em género (masculino/feminino).
M_Numero Se os sintagmas concordam em ndmero (singular/plural).

Categ_semantica

_lgual

Se as categorias de entidades (Pessoa, Local ou Organizacdo)

saoiguais.

Categ_semantica

Se as categorias de entidades (Pessoa, Local ou Organizagdo)

_Diferente sdo diferentes.(Quando o sistema ndao consegue aferir uma
categoria, ambas, Categ_igual e Categ_Dif sdo false).
Distancia>5 Se a quantidade de sentengas entre um sintagma e outro é

maior que 5, retorna true, false caso contrario.

Distancia>10 Se a quantidade de sentencas entre um sintagma e outro é

maior que 10, retorna true, false caso contrario.

Distancia>15 Se a quantidade de sentengas entre um sintagma e outro é

maior que 15, retorna true, false caso contrario.

Tabela 2: Descri¢do das features

A construcdo do modelo de resolucdo de correferéncias é feita em duas etapas: a de
treinamento, que objetiva construir e validar um modelo de classificacdo de pares de sintagmas, e
a etapa de construcdo do sistema. As features utilizadas nas duas etapas sdao as mesmas, no
entanto a forma como cada uma é obtida muda de acordo com a etapa.

Na etapa de treinamento a maioria das features foi adquirida a partir do corpus Summe-it. Ja
na construcdo do sistema de resolucdo de correferéncias, obter esse tipo de caracteristica por
meio de um corpus é invidvel, dado o fato que a entrada do sistema devera ser um arquivo de
texto puro, livre de qualquer anotagdo. Nas se¢bes 5.2.1 e 5.2.2, é descrito como se deu a

implementacdo e a obtencdo de informacdes nas duas etapas.
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5.2.1 Features na etapa de construcdo do modelo de classificacéo

A construcdo dos pares de SNs foi realizada com base nas informac¢des de correferéncia,
contidas no corpus Summ-it. Tratando-se das features, alguns cuidados foram tomados na
implementacdo, de forma a calibrar a precisdo e a abrangéncia de cada uma delas. No caso da
feature Parcial_String_Match, foram removidas todas as stopwords de cada um dos SNs. Em
seguida, é utilizado o algoritmo Jaccard [MAN99], para o calculo de similaridade, objetivando
verificar o quao semelhante uma string é da outra. O cdlculo de similaridade retorna um nimero
proximo de ‘1, para strings idénticas, ou nimeros préximos de ‘0’, para strings completamente
diferentes. Por meio de testes, notou-se que existiam algumas palavras que eram bastante
semelhantes, mas muitas vezes retornavam o valor false por ter uma pequena variagao, como:
“profissional” e “profissionais”. Por meio de experimentos preliminares, foi definido o limiar de
‘0.8’, considerando o matching positivo quando seu retorno for maior ou igual a ‘0.8". Essa foi a
forma que melhor surtiu resultados, minimizando falsos positivos e aumentando abrangéncia e
precisdo. Para as features M_Género e M_Numero, as informacbes foram extraidas do corpus
Summ-it.

Para a feature Alias, assim como na Parcial_String_Match, utilizou-se o calculo de
similaridade. Para cada palavra existente em um SN (excluindo-se as stopwords), se a letra inicial
for maiuscula, essa é selecionada. Como resultado, tem-se uma string com as iniciais do sintagma

{

com e sem pontos ‘/, como no exemplo: SN1="Instituto Nacional de Pesquisas Espaciais, Inpe” e
SN2="INPE”. As siglas geradas pela feature serdo “I.N.P.E.l” e “INPEI”. Apds esse passo, as siglas
geradas sdo comparadas com cada palavra do SN2 pelo calculo de similaridade. Notemos que
‘INPEI" ndo é exatamente igual ao SN2 ‘INPE’, porém o calculo de similaridade dard um resultado
muito préximo de “1”, o que indica que as strings sdo bastante semelhantes. Com isso, conclui-se
que SN2 é sigla de SN1.

Na feature Cat_Semdntica, foram utilizados trés recursos ja mencionados anteriormente: o
Repentino, o NERP-CRF e listas auxiliares que visam identificar e aferir uma etiqueta de Local,
Pessoa e Organizagdo para os pares de sintagmas. Quando o sistema n3o consegue aferir uma
categoria a determinada entidade, o valor false é atribuido a estas features:
‘Categ_semantica_lgual’ e ‘Categ_semantica_Diferente’. Essa foi uma das formas encontradas para
fazer com que o algoritmo de aprendizado consiga diferenciar as entidades com categorias nao
reconhecidas.

A implementacado da feature Distdncia_5, 10 e 15 baseou-se nas premissas de que, quanto

mais longe uma sentenca estd da outra em um texto, menores sdo as chances de essas serem
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correferentes. Essa feature utiliza como parametro o texto original, livre de marcagdes e dois SNs.
Por meio dos dois SNs, a feature forma uma expressao regular, capturando do texto todo o trecho
existente entre o SN1 e o SN2. Com isso, sdo contados o numero de sentengas (essa contagem foi
realizada contando a pontuac¢do do texto, como */, ‘'’e ‘?’). Como resultado, é aferido um valor true
ou false para cada uma dessas trés features. Os casos em que existe mais de um sintagma idéntico

no texto ndo sao um problema, pois cada sintagma, ao ser extraido, recebe um “ld” Unico,

podendo ser diferenciado dos demais sintagmas iguais em escrita.

5.2.2 Features na etapa de construcao do sistema de resolucdo de correferéncias

Na etapa de construcdo do sistema, o meio como algumas informacdes sdo obtidas é
diferente da etapa de construcao do classificador: nessa etapa, a extracdo de sintagmas é realizada
por meio da ferramenta CoGrOO [SIL13], assim como as informacdes de género e numero,
necessarias para as respectivas features. Por utilizar recursos préprios da implementacdo, as
features ‘Parcial_String Match’ e ‘Alias’ ndo sofreram alteracdes, sendo exatamente iguais as
descritas na subsecdo 5.2.1.

Para as features ‘Categ_semantica_lgual’ e ‘Categ_semantica_Diferente’ optou-se por nao
utilizar a ferramenta NERP-CRF. O motivo por trds da decisdo esta na inviabilidade de embarcar a
ferramenta junto ao sistema, de forma que sua execucao seja linear, sem intervencdo por parte do
usudrio. Desta forma, utilizou-se apenas as informagdes existentes no repositério Repentino e nas
trés listas auxiliares. Abrindo mao da alta precisdo, nesta etapa, caso a entidade seja encontrada
em um dos recursos a categoria é aferida imediatamente. Para as features Distancia >5, 10 e 150

meio de extragao foi 0 mesmo mencionado na subseg¢do 5.2.1.

5.3. Construcao e Selecao do Modelo de Aprendizado

Varios modelos de classificacdao foram gerados antes de se chegar ao escolhido. O primeiro
deles, antes da implementacao da feature ‘Distancia’, acabou por ndao ter um retorno satisfatorio
na classificacdo dos pares [FON13a]. Isto é, mesmo com seus 70.7% de acerto, o modelo
classificava muitos pares negativos como positivos. O problema de falsos positivos foi o
responsavel pela exclusdo da maioria dos classificadores gerados em experimentos anteriores.
Depois das primeiras tentativas, optou-se pelo conjunto de features descritas na Tabela 2. Na
Tabela 3, podemos visualizar os resultados de experimentos realizados com alguns algoritmos de

classificagdo, objetivando medir o desempenho de cada um deles. Obviamente, todos os
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experimentos existentes na Tabela 3 foram realizados com o mesmo conjunto de dados.

Para o treinamento desses modelos foram utilizados 5431 pares, sendo 1576
positivos e 3855 negativos. Como podemos notar, ndo foi utilizada uma quantidade de pares
exatamente balanceada. Dadas as restricdes de obtenc¢ao de pares, os 50 textos do corpus Summ-
it retornaram 3855 pares negativos e aproximadamente 400 pares positivos. Para nao cortar a
guantidade de pares negativos a fim de iguala-la a quantidade de positivos e, consequentemente,
correr o risco de perder caracteristicas importantes que possam existir em alguns pares, optou-se
por replicar os pares positivos até que chegassem a uma quantidade aceitavel para gerar o

modelo, preservando, assim, todos pares negativos.

- Precision Recall | F-Measure Precision Recall F-Measure Correctly

A A A B B B Classified

Instances

SimpleCart 76.8% 88.9% 82.4% 95.1% 89.0% 92.0% 88.97%
BFTree 76.4% 88.9% 82.2% 95.1% 88.8% 91.9% 88.82%
REPTree 75.4% 88.9% 81.6% 95.1% 88.1% 91.5% 88.36%
J48 76.3% 88.9% 82.1% 95.1% 88.7% 91.8% 88.78%
LBR 79.5% 87.3% 83.2% 94.6% 90.8% 92.7% 89.79%
NaiveBayes 76.8% 84.1% 80.3% 93.3% 89.6% 91.4% 88.01%
Random 76.7% 89.8% 82.8% 95.5% 88.9% 92.1% 89.15%

Forest
Multilayer 79.1% 89.8% 84.1% 95.6% 90.3% 92.9% 90.16%
Perceptron

Tabela 3: Precisdo dos classificadores [FON13b].

Como podemos visualizar na Tabela 3, o algoritmo com melhores resultados foi o
Multilayer Perceptron, seguido pelo LBR, Random Forest e SimpleCart. Nas Tabelas 4, 5, 6 e 7
podemos visualizar as respectivas matrizes de confusdo para os quatro algoritmos mencionados,
em que ‘A’ representa a classe de pares Positivos (correferéntes), e ‘B’, a classe de pares negativos

(ndo correferentes).
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- A B - A B
A 1416 160 A 1416 160
B 374 3481 B 429 3426
Tabela 4: Multilayer Perceptron. Tabela 6: Random Forest.
- A B - A B
A 1376 200 A 1401 175
B 354 3501 B 424 3431
Tabela 5: LBR. Tabela 7: SimpleCart

Mapeando as linhas e colunas das matrizes de confusdo acima (Tabelas 4, 5, 6 e 7), temos:

e AA: Verdadeiros Positivos

e AB: Falsos Negativos

e BA: Falsos Positivos

e BB: Verdadeiros Negativos

Para a escolha do algoritmo de classificacdo a ser utilizado no sistema, levou-se em
consideracao dois fatores: sua taxa de acerto, isto é, quao preciso o algoritmo é na classificacdo de
ambas as classes (A e B), bem como a sua portabilidade. Como o sistema de resolucdo de
correferéncias é dependente de muitos recursos, adotou-se uma politica de usabilidade: a ideia é
optar sempre por recursos que permitam ser embarcados ao sistema. Dessa forma a execugdo da
ferramenta torna-se algo simples e linear, sem muitas dependéncias. Para a utilizacdo dos
algoritmos Multilayer Perceptron, LBR ou Random Forest, seria necessario salvar o modelo de
classificacdo gerado e, por meio da APl do Weka [BOU13], utilizar o classificador selecionado.
Pensando nessas dependéncias, optou-se pelo algoritmo SimpleCart. Como o algoritmo trabalha
com darvore de decisdo, pode ser facilmente implementado diretamente no cédigo fonte do
sistema, descartando a chamada de outros recursos. Na Figura 11 podemos visualizar a arvore de

decisao gerada pelo SimpleCart, utilizada no sistema.
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Figura 11: Arvore de decisdo gerada pelo algoritmo SimpleCart
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6. CORP

O CORP! (Coreference Resolution for Portuguese) é um sistema de resolucdo de
correferéncias para a lingua portuguesa, construido totalmente com recursos open source. O
objetivo dessa ferramenta é auxiliar nas mais diversas tarefas de PLN. Conforme [GAB11] aponta, a
resolucdo de correferéncias pode prover ganhos significativos para tarefas da area de
Processamento da Linguagem Natural. Um bom exemplo disso é a extracdao de relagdes entre
entidades nomeadas [ABR13]. Identificando as varias formas de referenciarmos a mesma entidade
em um determinado texto, é possivel tornar mais eficiente o processo de extracdo de relacdo entre
entidades. Por exemplo, considere a seguinte sentenga: “José da Silva reside préximo a Cidade
Baixa, em Porto Alegre. Silva estd no primeiro ano de seu mestrado na PUC-RS.”. Identificando e
criando uma relagdo de correferéncia entre as entidades ‘José da Silva’ e ‘Silva’, é possivel inferir
uma relacdo direta entre as entidades ‘Silva’ e ‘Cidade Baixa’ (Silva reside na Cidade Baixa em
Porto Alegre), assim como é possivel dizer que ‘José da Silva’ tem relagdo com PUC-RS (José da

Silva é aluno da PUC-RS).

6.1. Arquitetura do Sistema

Nesta Secdo, é apresentada a arquitetura da ferramenta CORP, em que relataremos como

ocorre o processo de resolucdo de correferéncia passo a passo.

! Recurso disponivel em http://www.inf.pucrs.br/linatural/corp. html



http://www.inf.pucrs.br/linatural/corp.html
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os sintagmas nominais do texto. Em seguida, sdo gerados os pares de sintagmas. A geracdao dos
pares é feita da seguinte forma: Cada sintagma faz par com o préximo, por exemplo: dados os
elementos SN1, SN2, SN3 e SN4, os pares formados serdo: {SN1-SN2, SN1-SN3, SN1-SN4, SN2-SN3,
SN2-SN4, SN3-SN4} (Cada sintagma faz par com o proximo da lista, mas nunca com um sintagma
anterior), semelhante ao método utilizado por [COR10] e [STRO7]. Extraidos os sintagmas e
gerados os pares candidatos a correferéncia, o sistema faz a extracdo dos atributos/features desses
pares, retornando “true” ou “false” para cada atributo (Tabela 2). A descri¢cdao de cada feature e do

recurso utilizado nesta etapa encontra-se no capitulo 5, subsecdo 5.5.2. Apds a extracdo dos

Texto

Extracdo dos
sintagmas

|

Extracdo das

CoGrO0O >
features

Classificagdo dos
pares(Classificador)

|

s ™,
Agrupamento das
mengdes
\ J, 4

Texto com
anotacdo de
correferéncia

h 4

Listas
auxiliares

Repentino

——

Figura 12: Arquitetura CORP

Dado um texto puro, o sistema efetua a chamada da APl CoGrOO [SIL13], extraindo todos

atributos o sistema armazena os dados como vetores de caracteristicas (Tabela 8).
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SN1 SN2 P_Strm Alias Género | Numero | C.Sem. [ C.Sem. | Dist> | Dist> | Dist> | Corref
atch Igual Dif 5 10 15
Carlos | Nobre True False True True True False False False | False ?
Nobre

Tabela 8: Vetor de caracteristicas CORP

Ao fim do processo, uma lista de vetores é submetida a drvore de decisdo (classificador),
gue, por sua vez dd um valor (“true” ou “false”) ao campo “corref”, de acordo com os valores dos
outros atributos. Tendo os pares ja classificados, o sistema gera as cadeias de correferéncia. A
técnica consiste em agrupar pares de sintagmas que possuem pelo menos um dos sintagmas em
comum. Apds o processo, € gerado um arquivo .XML, contendo as anotag¢des de correferéncia

(Figura 13).

F<=Documento_hub-822.txt>
— <Texto>
Euro segue em alta face ao dolar O euro segue a reforcar os ganhos em relagio a divisa dos Estados
Unidos esta segunda-feira, cotando sobre 1 474 dolares, seis céntimos acima dos maximos da sessio
anterior. A tendéncia reflecte as perspectivas do mercado de uma nova descida nas taxas de juro
daReserva Federal dos EUA com o objectivo de inverter o cenario de abrandamento da economia.
Por outro lado, numeros do Fundo Monetario Internacional divulgados na passada sexta-feira
indicam que a divisa europeia ja pesa 26,4% do total das reservas externas em todo mundo no
terceiro tritmestre, mais do que no trimestre anterior € a comparar com 24.4% um ano antes. Na
passada sexta-feira, o Banco Central Europeu (BCE) fixou a taxa de cdmbio oficial a 1.4692 dolares,
um valor que corresponde a mais 17% face ao cdmbio média calculado para 2006, quando a moeda
unica europeia se fixou em 1,2556 dolares, segundo dados do BCE para a media anual.
</Texto>
—<Cadeia ID0=
=SSN ID="13" Cat="EN_LOC" Sentenca="1" Sintagma="Estados Unidos"/>
=SSN ID="40" Cat="EN_LOC " Sentenca="2" Sintagma="EUA"/>
</Cadeia_ID0=
—<=Cadeia_ID1=>
=SN ID="84" Cat="EN_ORG" Sentenca="4" Sintagma="BCE"/>
=SNID="111" Cat="EN_ORG" Sentenca="0" Sintagma="BCE"/>
</Cadeia_ID1>
</Documento_hub-822.txt>

Figura 13: Saida CORP

Na Figura 13, podemos ver a saida de um arquivo texto (livre de anotacbes) proveniente do
corpus HAREM [FRE10], submetido como entrada a ferramenta. O CORP estrutura sua saida
hierarquicamente da seguinte forma: Primeiramente, é disposta a marca¢do contendo o nome do
documento <Documento_X></Documento_X>, onde “X” é o nome do documento em questdo.
Dentro dessa marcagdo, temos <Texto></Texto>, que contém o texto original. Na anotacdo

<Cadeia_IDX></Cadeia_IDX> (onde “X” representa o “ID” correspondente a cadeia), encontramos
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as cadeias de correferéncia geradas pela ferramenta. E, dentro de cada cadeia, para cada sintagma
existente nela, temos “SN ID=", “Cat=", “Senteng¢a=" e “Sintagma=" — respectivamente, o “ID” do
sintagma, sua categoria semantica, sentenca do texto em que o sintagma encontra-se e o préprio

sintagma.
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7. AVALIACAO DO CORP

A resolucdo de correferéncias é vista como uma tarefa intermediaria, que pode ser utilizada
como parte de outros sistemas. Dessa forma, é possivel avaliar a tarefa tanto intrinseca como
extrinsecamente. A avaliacdo intrinseca é feita por meio da comparacdo das cadeias obtidas por
um sistema automatico com as cadeias anotadas manualmente. J& a avaliacdo extrinseca é
realizada por meio da utilizacdo de outros sistemas, verificando-se qual é a variacdo no
desempenho de um sistema final com a adi¢do do processo de resolucdo de correferéncias.

Neste capitulo é apresentado o método de avaliacdo desenvolvido para o sistema proposto
nesta dissertacdo. O CORP foi avaliado intrinsecamente, utilizando como referéncia o corpus do

Harem [FRE10].

7.1. Corpus de Avaliacéao

O método utilizado para a avaliacdo do CORP é baseado na comparacdo das cadeias de
correferéncia obtidas pelo sistema com as cadeias anotadas manualmente, existentes no corpus
do Harem [FRE10]. O corpus do Harem (Capitulo 4, Secdo 7) é composto por 129 textos, anotados
com informacdo de correferéncia, contendo também a categoria de cada entidade nomeada. Na

Figura 14 podemos ver como estdo dispostas as anotacdes de correferéncia.
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=EM ID="H2-dftre765-10" CATEG="PESSOA" TIPO="INDIVIDUAL" COREL="H2-dftre763-9"
TIPOREL="natural_de"=John Gutenberg=/EM=>
. foi importante na divulgacio destas ideias. As
<ALT=

<EM ID="H2-dftre763-12aa" CATEG="0BRA" TIPO="REPRODUZIDA">95 Teses de Martinho Lutero</EN=>

|

<EM ID="H2-dftre763-12" CATEG="0OBRA" TIPO="REPRODUZIDA" SUBTIPO="LIVRO"=95 Teses</EM=>
g
EM I]J="H2-dﬁre?65-13"ICATEG="PESSO " TIPO="INDIVIDUAL" COREL="H2-dftre765-12 H2-dftre765-9

H2- 3-1" TIPOREL="autor_de natural_de PESSOA**participante_em**H2-
dftre765-1%*A IMENTO">Martinho Lutero</EM=>
=/ALT=

foram imediatamente impressas e divulgas
popularidade de

= ="H2. 765-14" CATEG="PESSOA" TIPO="INDIV ' 0REL="H2-dﬁre?65-13"|
TIPOREL="ident FMartinho Lutero=/EM=

. Nio menos relevante foi a influéncia da pressio social exercida pela

<EM ID="H2-dftre765-18" CATEG="ABSTRACCAO|ACONTECIMENTO"

TIPO="DISCIPLINA EFEMERIDE">Contra-Reforma</EM>

. na qual os

<EM ID="H2-dftre765-19" CATEG="PESSOA" TIPO="GRUPOMEMBRO" COREL="H2-dfire765-18"
TIPOREL="PESSOA**participante_em**H2-dfire765-18** ACONTECIMENTO">Jesuitas</EM=
tiveram um papel de lideranca. A

=EM ID="H2-dftre765-20" CATEG="0RGANIZACAQ" TIPO="INSTITUICAQ"
COMENT="2/3">Inquisicio=EM=

odas as regides de lingua alem3, o que contribuiu para a crescente

Figura 14: Anotacdo de correferéncia no corpus do HAREM [HAR0S8]

Para facilitar a comparacao dos resultados, foi construido um programa utilizando a
linguagem Java. O programa basicamente discretiza as informag¢des do corpus anotado e do CORP,
de forma que possam ser comparadas. A estratégia de captura deu-se da seguinte forma: cada
entidade nomeada estd disposta entre a marcacdo “<EM </EM>", dessa forma foi bastante simples
efetuar a captura por meio de expressdes regulares. Cada entidade possui um “ID” Unico. Para
formar as cadeias de correferéncia, utilizou-se a anotagao “COREL” (Figura 14). Apds a captura e a
estruturacdo das cadeias de correferéncia, foram aplicados filtros, excluindo das cadeias as
informacdes de correferéncia cujo tipo de relacdo fosse diferente de identidade (“TIPOREL=ident”)
e sua categoria semantica ndo fosse igual a: Pessoa, Local ou Organizacdo. A avaliacao do CORP foi

realizada utilizando as métricas descritas na se¢do 7.2.

7.2. Métrica Utilizada

Os trabalhos que abordam a resolugdao de correferéncia concentram seus esforcos na
avaliacdo intrinseca, pois é mais facil de ser realizada e de se obter resultados que sejam
compardveis e reprodutiveis [SIL11]. Essa comparacdo é realizada por meio de medidas de

avaliagao que visam quantificar o desempenho de um sistema de resolugao de correferéncias.
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Entre as métricas existentes, a mais utilizada na avaliagdo desses sistemas é a medida proposta por
[VIL95]. Essa métrica de desempenho é a mesma utilizada nos trabalhos de [SIL11], [LEE11] e
[FER12].

A métrica proposta por [VIL95], a MUC, busca aferir um valor de precisdo e
cobertura para dada cadeia de correferéncia, documento ou corpus. Como podemos ver nos

exemplos a seguir.

(7.2.1) Marcos passou no vestibular. Ele esta muito felizcom a noticia... O estudante
mostrou seu conhecimento ficando em primeiro colocado na lista dos

classificados.

Para calcular as medidas de precisao propostas por [VIL95], considera-se que um sistema
automatico obteve como resultado a cadeia “Marcos” e “Ele”. Para avaliar o desempenho desse
sistema, seu resultado serd comparado com a cadeia anotada manualmente (“Marcos”, “Ele” e “O
estudante”). Considera-se que cada cadeia de correferéncia é o conjunto das liga¢cGes entre as
mencdes e seu antecedente. Para a cadeia automatica tem-se {“Marcos” - “Ele”} e para a cadeia
de referéncia temos: {“Marcos” - “Ele”, “Ele ” - “O estudante”}. O cdlculo de precisdo e cobertura

em nivel de cadeia de correferéncia é dado pelas seguintes formulas:

N° de ligagdes corretas

Precisao = - = - P
N° de ligagdes da cadeia automatica

N° de ligagdes corretas

Cobertura =
N° de ligagdes da cadeia de referéncia

Para o exemplo (7.2.1), temos uma precisdo de 100% e cobertura de 50%:

1
Precisao = 1 =10oul00%

1
Cobertura = 5 = 0.5 ou50%

(7.2.2) Para simplificar, vamos pensar nas cadeias de correferéncia como conjuntos mais
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simples, onde cada letra maiuscula é um link. Temos entdao”: Cadeia de referéncia=
{A, B, C, D, E, F} e Cadeia automatica= {A, B, C, H}. A precisdo e a cobertura sao

dadas por:

3
Precisiao = 2 = 0.75 ou 75%

3
Cobertura = 3 = 0.50 ou 50%

(7.2.3) Cadeia de referéncia= {A, B, C} e Cadeia automatica= {A, B, C, D, E, F}. Temos ent3o:

3
Precisiao = 3 = 0.50 ou 50%

3
Cobertura = 3 =10ul00%

(7.2.4) Cadeia de referéncia= {B, C, D} e Cadeia automatica= {A, B, C, D, G, H}:

3
Precisiao = 3 = 0.50 ou 50%

3
Cobertura = § =10ul00%

(7.2.5) Cadeia de referéncia= {A} e Cadeia automatica= {A, C}:

1
Precisiao = 3 = 0.50 ou 50%

1
Cobertura = 1 =10ul00%
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(7.2.6) Cadeia de referéncia= {A, C} e Cadeia automatica= {A}:
] 1
Precisao = 1 =10u 100%

1
Cobertura = 5 = 0.50 ou 50%

Até agora, vimos como calculara precisao e a cobertura de cada cadeia; porém, geralmente
um documento é composto por mais de uma cadeia de correferéncia. Para calcular a precisdo e

cobertura das cadeias de correferéncia em nivel de documento temos a seguinte formula:

N° Cadeias

1 (Precisao)
.~ _ L=
PreClsaODocumento - N° Cadeias
N Cadilas (Cobertura)
— L=
COberturaDocumento - N° Cadeias

Assumindo que os exemplos (7.2.1), (7.2.2), (7.2.3), (7.2.4), (7.2.5) e (7.2.6) pertencam a0 mesmo

documento, os cdlculos de precisdo e cobertura por nivel de documento sdo dados por:

o 1+0.75+05+05+05+1
Precisaop,cumento = 6

=0.70 ou70%

05+05+1+1+1+.05
Coberturap cymento = e =0.75 ou 75%

Podemos também calcular a precisdo e cobertura para uma cole¢do de documentos (corpus). Para

tal calculo, a férmula segue o mesmo padrao hierdrquico:
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N° Documentos p .~
P L. l — 1 ( reasaODocumento)
recisao =
Corpus N° Documentos
N° Documentos
Z i — 1 (CObeTturaDocumento)
Coberturaco pys =

N° Documentos

7.3. Validacao e Testes

Tendo em “mados” a métrica e as informacdes para avaliar o CORP, foram realizados quatro
experimentos. Cada experimento foi realizado com um filtro diferente. Como a arquitetura do
CORP |he permite ndo informar uma categoria a uma entidade caso ele nao identifique, os
experimentos foram realizados visando explorar o impacto que a categoria semantica pode ter nos
resultados. A comparacdo das cadeias deu-se em nivel de matching exato. Isto é, dentro de cada
cadeia de correferéncia, foram considerados corretos apenas os sintagmas nominais exatamente

iguais aos do corpus de referéncia.

Experimento 1: O primeiro experimento foi realizado levando em consideragao todos os
pares de saida do sistema. Isto é, as cadeias foram geradas levando em considera¢ao todos os

pares classificados como correferentes. (E1-todos-pares)

Experimento 2: No segundo experimento, para gerar as cadeias de correferéncia, foram
considerados pares em que pelo menos uma categoria semantica tivesse sido aferida. Na Tabela 9,
podemos visualizar alguns exemplos de pares considerados e nao considerados, em que “EN_?"

significa que a categoria semantica nao foi aferida. (E2-min-1-PLO)

Categoria semantica Categoria semantica Par viélido?

Sintagma 1 Sintagma 2

EN_ORG EN_ORG Sim
EN_ORG EN_? Sim
EN_SER EN_LOC Sim
EN_? EN_? N3o
EN_SER EN_ORG Sim
EN_? EN_SER Sim

Tabela 9: Tipos de pares considerados no experimento 2.
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Experimento 3: No terceiro experimento foram considerados apenas pares em que ambas

as categorias foram aferidas. (Tabela 10).(E3-2-ent-PLO)

Categoria semantica Categoria semantica Par vidlido?

Sintagma 1 Sintagma 2

EN_ORG EN_ORG Sim
EN_ORG EN_? N3o
EN_SER EN_LOC Sim
EN_? EN_? N3o
EN_SER EN_ORG Sim
EN_? EN_SER N3o
EN_SER EN_? N3o

Tabela 10: Tipos de pares considerados no experimento 3.

Experimento 4: Para o quarto experimento utilizou-se os mesmos filtros utilizados pelo

terceiro experimento, com a diferenca de considerar como par correferente apenas pares em que
os sintagmas nominais possuem a mesma classe semantica. Na Tabela 11, podemos visualizar

alguns exemplos de pares considerados e ndo considerados. (E4-PLO-ident)

Categoria semantica Categoria semantica Par vdlido?

Sintagma 1 Sintagma 2

EN_ORG EN_ORG Sim
EN_ORG EN_? Nao
EN_SER EN_LOC N3o
EN_? EN_? N3o
EN_SER EN_SER Sim
EN_? EN_SER N3o
EN_LOC EN_LOC Sim
EN_LOC EN_SER Nao

Tabela 11: Tipos de pares considerados no experimento 4.

Os filtros utilizados no experimento quatro foram os que surtiram melhores efeitos. Na Tabela 12,
podemos visualizar os resultados obtidos em cada teste realizado. Os resultados obtidos sdo

provenientes da comparacdo direta com o corpus de referéncia [HARO8] e [FRE10]. Como podemos
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ver, os resultados sao satisfatérios a afirmag¢ao de [COR10], para o qual trabalhos que utilizam
categoria semantica para a resolucao de correferéncia podem obter melhores resultados. No CORP,

embora a diferenca ndo seja tdo grande entre um experimento e outro, essa tese foi comprovada.

Experimento Precisdao Cobertura Medida-F Numero de cadeias
1 60.32% 67.35% 63.64% 768
2 71.52% 58.34% 64.26% 477
3 74.88% 56.83% 64.62% 415
4 77.97% 59.38% 67.42% 408

Tabela 12: Avaliagdo CORP

Apesar de ndo ser possivel uma comparagdo direta com os outros sistemas, devido as
restricdes do CORP, como trabalhar com apenas nomes préprios e com as categorias do tipo
Pessoa, Local e Organizacdo para a lingua portuguesa, o CORP obteve bons resultados, visto os
principais trabalhos, como o de [SIL11]: para a resolug¢ao de correferéncia em mono documento,
utilizando a mesma métrica, o trabalho de [SIL11] obteve uma cobertura de 45.9% e uma precisdo
de 49.12%. Na Tabela 13, podemos visualizar os resultados dos principais trabalhos relacionados

utilizando a métrica MUC.

N

70 -

60 -

B Precisao
40 - ¥ Cobertura

= Medida-F

10 -

El-todos-pares E2-min-1-PLO E3-2-ent-PLO E4-PLO-ident

Figura 15: Resultados dos quatro experimentos realizados no CORP.
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Sistema Idioma Precisao Cobertura Medida-F
Silva[SIL11] Portugués 49.12% 45.9% 47.45%
CORPE4 Portugués 77.97.% 59.38% 67.42%
Fernandes[FER12] Inglés 75.91% 65.83% 70.51%
Fernandes[FER12] Chinés 70.58% 52.69% 60.34%
Fernandes[FER12] Arabe 49.69% 43.63% 46.46%
Lee[LEE11] Inglés 59.3% 62.8% 61.00%

Tabela 13: Resultados ndo comparativos, baseados na métrica MUC[VIL95].

7.4. Analise de Erros

Esta se¢cdo tem por objetivo analisar os erros que acontecem durante o processo de
resolucdo de correferéncia. Pequenos erros que podem se acumular e degradar a saida do sistema.
Por meio dessa analise é possivel entendermos melhor os resultados obtidos pelo CORP nas

avaliacoes realizadas e até mesmo projetar melhorias futuras para a ferramenta.

—<Cadeia_ID0>
=SN ID="20" Cat="EN_5ER" Sentenca="1" Sintagma="Jorge Wanderley" /=
=SN ID="150" Cat="EN_SER " Sentenca="8" Sintagma="Jorge Luis Borges"/>

=/Cadeia_ID0=>

—<Cadeia_ID1>
=S8N ID="45" Cat="EN_5ER" Sentenca="3" Sintagma="Benjamm"/>
=8N ID="101" Cat="EN_5EE." Sentenca="3" Sintagma="Benjamim"/>=

</Cadeia_IDI1>

—<Cadeia_ID2>

=SN ID="144" Cat="EN_LOC" Sentenca="8" Sintagma="Jardim dos Caminhos"/>
=<EN [D="342" Cat="EN_LOC" Sentenca="18" Sintagma="Jardim dos Caminhos"/>=
</Cadeia_ID2>

—<Cadeia_ID3>

=<SN ID="235" Cat="EN_SER" Sentenca="12" Sintagma="Carlo Emilio Gadda"/>
=S8N ID="282" Cat="EN_SER" Sentenca="14" Sintagma="Gian Carlo Roscioni"/=
</Cadeia_ID3>

—<Cadeia_ID6>

=SN ID="423" Cat="EN_SER" Sentenca="1" Sintagma="BORGES" />
=SN ID="348" Cat="EN_SER" Sentenca="8" Sintagma="BORGES"/>
=SN ID="353" Cat="EN_SER" Sentenca="9" Sintagma="BORGES" />
</Cadeia_ID6>

Figura 16: Analise de erros exemplo 1.



66

Na Figura 16, podemos visualizar um exemplo de cadeia de correferéncia incorreta. Como a
Parcial_String_Match é uma feature de classificacdo bastante relevante, as vezes o classificador
pode retornar como par correferente os casos em que os sintagmas concordam parcialmente,
como podemos notar na cadeia “ID=0", em que: “Jorge Wanderley” e “Jorge Luiz Borges” possuem
em comum a string “Jorge”. Para esse caso, o sistema assumiu que “Jorge Luiz Borges” deveria
formar cadeia com “Jorge Wanderley”, e ndo com a cadeia de “ID=6", “Borges”. Ainda na Figura 16,
podemos notar outro caso de falso positivo: para “Carlo Emilio Gadda” e “Gian Carlo Roscioni”, a
cadeia foi gerada pelo mesmo processo descrito anteriormente, tendo “Carlo” como string em
comum. Obviamente, nao basta a feature Parcial_String_Match retornar “true” para tornar um par
positivo. Em ambos os casos, as features M_Género, M_Numero e Categ_semantica_lgual
retornam o valor “true”. Na Figura 17, podemos visualizar os possiveis caminhos utilizados pelo

classificador.
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False
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Figura 17: Possiveis caminhos da drvore para o exemplo existente na Figura 16.

Outro erro que ocorre em alguns casos é a classificagdo incorreta das entidades nomeadas,

como podemos visualizar na Figura 18.
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—<Documento_ric-54609.txt>

— <Texto>
Na internet, no cinema, na TV, na Locadora Carlos Gerbase faz parte de uma geraco de cineastas que
apareceu em Porto Alegre nos anos 90, com a intencéo de colocar o Rio Grande do Sul no mapa
nacional da Sétima Arte. Através da Casa de Cinema de Porto Alegre, esse grupo produziu obras-primas
como o curta-metragem Ilha das Flores e apresentou para o pais cineastas como Jorge Furtado,
considerado um dos mais interessantes realizadores do cinema brasileiro atual. Gerbase faz parte desse
grupo e, mantendo a tradi¢do, coloca mais uma questdo para a producio nacional ao langar seu novo
filme 3 Efes simultaneamente no cinema, na TV, na internet € em DVD. "So faltou a versao radio",
brincou ele, bem-humorado, com a reportagem do jornal fluminense O Globo. Segundo a sinopse
oferecida pela producéo do filme, " 3 Efes ¢ uma comédia dramatica que aborda as dificuldades -
afetivas. financeiras e culturais - enfrentadas por um grupo de personagens que circula em torno de
Sissi, uma jovem universitiria que sustenta, a duras penas, o pai viiivo e o irmao pequeno. Nessa
situacdo de dificuldade, Sissi recorre aos conselhos de sua tia, Martina, uma dona-de-casa entediada que,
In meio a uma crise no seu casamento com o publicitario Rogério, fica irresistivelmente atraida por
William, um simples catador de papel. Rogério também esta em apuros: sua ultima campanha
publicitaria deu errado. e agora ele precisa dar um jeito de salvar seu emprego - de qualquer jeito.
Assim, sob todas essas pressoes do cotidiano, os personagens acabam tomando importantes decisdes que
vao mudar muita coisa entre eles - e também provocar algumas situagdes inusitadas". O filme, que
chegou ao publico no dia 7 de dezembro, ja pode ser visto pelo site www.3efes.com.br. Confira a
entrevista exclusiva com o diretor Carlos Gerbase:

</Texto>

—<Cadeia_ID0>
<SN ID=”7”|Cat=”EN_SE-R” Sentenca="1" Sintagma="Locadora Carlos Gel‘base";’>|
<SN ID="202" Cat="EN_SER " Sentenca="14" Sintagma="Carlos Gerbase"/>

</Cadeia ID0>

Figura 18: Analise de erros exemplo 2.

O erro por ambiguidade durante o processo de classificacdo das entidades nomeadas
também é um desafio. Como podemos ver na Figura 18, o sistema aferiu a categoria Pessoa
(EN_SER) ao sintagma “Locadora Carlos Gerbase”. O problema ocorrido neste caso foi uma andlise
sintatica feita sob um trecho de texto escrito incorretamente. Como podemos notar, a palavra
“Locadora” estd escrita em letra maiuscula no meio de uma frase, o que nos sugere um nome
préprio. No caso de “Locadora” ser uma entidade, seria do tipo Organizagdo, enquanto o sistema
classificou-a incorretamente como Pessoa. Nesse caso, temos dois erros: o de analise sintatica,
causado pela escrita incorreta e o da incorreta classificacdo da entidade. O erro proveniente dessa

classificacdo pode ser notado, se analisarmos a Figura 19.
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Figura 19: Caminho correto para a classificagdo do par de sintagma da Figura 17.

Como podemos visualizar na Figura 19, caso a categoria da entidade nomeada “Locadora
Carlos Gerbase” tivesse sido aferida corretamente como organizacao, esse par de sintagmas teria
sido classificado como par ndo correferente (resposta correta), dado que o sintagma “Locadora
Carlos Gerbase” possui género feminino e o sintagma “Carlos Gerbase” possui género masculino.
Esse exemplo mostra a importancia do conhecimento semantico para a tarefa de resolugdo de
correferéncias.

Outro erro constatado no processo de resolucdo de correferéncias do CORP encontra-se na

geracdo das cadeias de correferéncia, como podemos ver na Figura 20.
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—=Cadeia_ID43=
=8N ID="96" Cat="EN_ORG" Sentenca="3>" Sintagma="Delta do Mississip1"/>=
=8N ID="113" Cat="EN_OEG" Sentenca="3" Sintagma="Delta"/=

=/Cadeia_ID43=

—<Cadeia_ID130=
=8N ID="13" Cat="EN_SER" Sentenca="1" Sintagma="Jeff Millz"/=
=8N ID="342" Cat="EN_SER." Sentenca="18" Sintagma="Jeff Millz"/=
=8N ID="347" Cat="EN_5EER." Sentenca="18" Sintagma="DJ"/>
=8N ID="383" Cat="EN_SER." Sentenca="1" Sintagma="Mills"/=
=8N ID="444" Cat="EN_5EER." Sentenca="18" Sintagma="Mills"/>
=8N ID="446" Cat="EN_S5SER" Sentenca="21" Sintagma="DJ"/>
=8N ID="480" Cat="EN_5ER" Sentenca="19" Sintagma="Mills"/>
=8N ID="492" Cat="EN_S5SER" Sentenca="21" Sintagma="Mills"/>
=8N ID="354" Cat="EN_5ER" Sentenca="22" Sintagma="Mills"/>
=8N ID="609" Cat="EN_SER." Sentenca="28" Sintagma="Mills"/>
=8N ID="620" Cat="EN_SEER." Sentenca="32" Sintagma="DJ"/>
=8N ID="653" Cat="EN_SER." Sentenca="31" Sintagma="Mills"/>
=8N ID="758" Cat="EN_5SER" Sentenca="34" Sintagma="Millz"/>
=SNID="18" Cat="EN_LOC" Sentenca="1" Sintagma="Detroit" /=
=8N ID="32" Cat="EN_LOC" Sentenca="2" Sintagma="Detroit" />
=8N ID="36" Cat="EN_LOC" Sentenca="3" Sintagma="Uma Cidade Dificil Detroit"/>
=8N ID="144" Cat="EN_LOC" Sentenca="3" Sintagma="Detroit"/>
=8N ID="199" Cat="EN_LOC" Sentenca="8" Sintagma="Detroit"/>
=8N ID="240" Cat="EN_LOC" Sentenca="10" Sintagma="Detroit"/=
=8N ID="300" Cat="EN_LOC" Sentenca="12" Sintagma="Detroit"/=
=8N ID="660" Cat="EN_LOC" Sentenca="16" Sintagma="Detroit"/>
=SN ID="707" Cat="EN_LOC" Sentenca="34" Sintagma="Detroit"/=
<SN ID="777" Cat="EN_LOC" Sentenca="37" Sintagma="Detroit"/>
=SSN ID="137" Cat="EN_LOC" Sentenca="7" Sintagma="Cidade Motor"/=
=8N ID="169" Cat="EN_ORG" Sentenca="8" Sintagma="General Motors"/=
=8N ID="350" Cat="EN_LOC " Sentenca="18" Sintagma="Durban"/=

=/Cadeia_ID130=

Figura 20: Cadeia gerada incorretamente (arquivo 2ght33.txt [HAR0S8])

Na Figura 20, podemos notar que a cadeia “ID=130" possui claramente duas cadeias de
correferéncia distintas agrupadas incorretamente, sendo elas: “Detroit” e “Jeff Mills”. Analisando a
saida do sistema, constatou-se que o CORP estava agrupando ambas as cadeias em uma s, por
meio do sintagma “DJ”. Isto é, as cadeias foram agrupadas pelo fato de o sistema ter classificado
como correferente o par cujos sintagmas sdo “Detroit” e “Dj”. Como o sintagma “Dj” é uma
correferéncia de “Jeff Mills”, o sistema juntou ambas as cadeias. Por meio do quarto experimento,
foi possivel eliminar esse tipo de problema, tendo em vista que, para determinado par ser
considerado correferente, ambos os sintagmas devem possuir a mesma categoria semantica.
Nesse caso, “Detroit” é um local e “Dj” é uma profissdao, isto €, como sdao menc¢bes a classes

distintas de entidades, respectivamente, Local e Pessoa, o par pode ser excluido sem problemas,
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pois com certeza é um falso positivo. Os resultados do quarto experimento provam essa teoria,
pois além de melhorar a precisdo do sistema, os filtros aplicados melhoraram também sua
cobertura.

Como a validacdo do sistema ocorre em nivel de cadeias, o fato de duas cadeias serem
consideradas apenas uma degrada consideravelmente a precisao e a cobertura do sistema, dado o
fato que uma cadeia terd uma precisdo bastante baixa pelo fato de existirem muitos elementos
incorretos, ao mesmo tempo em que a outra cadeia ndo existird, diminuindo a cobertura da
ferramenta.

Na Figura 21, temos a saida do mesmo documento, que utiliza as métricas propostas pelo

guarto experimento (Tabela 12).

—<Cadeia IIN3T7=
=8N ID="96" Cat="EN_OR(G" Sentenca="5" Sintagma="Delta do Mississipi"/=
=SN ID="113" Cat="EN_ORG" Sentenca="3" Sintagma="Delta"/>
</Cadeia_ID37>
—<Cadeia_ID66>
=EN ID="13" Cat="EN_SER" Sentenca="1" Sintagma="Jeff Mills"/~
<8N ID="342" Cat="EN_ SER" Sentenca="18" Sintagma="Jeff Mills"/>
=8N ID="347" Cat="ENN_SER" Sentenca="18" Sintagma="DJ"/=
=S8N ID="383" Cat="EN_SER" Sentenca="1" Sintagma="Mills"/=
=8N ID="444" Cat="ENN_SER" Sentenca="18" Sintagma="Mills"/>
=8N ID="446" Cat="ENN_SER" Sentenca="21" Sintagma="DJ"/>
<8N ID="480" Cat="EIN_SER." Sentenca="19" Sintagma="Mills"/>~
=8N ID="492" Cat="EIN_SEER." Sentenca="21" Sintagma="Mills"/>
=S8N ID="5534" Cat="ENN_5SER" Sentenca="22" Sintagma="Mills"/>
=8N ID="609" Cat="ENN_S5ER." Sentenca="28" Sintagma="Mills"/>
=8N ID="620" Cat="ENN_SER" Sentenca="32" Sintagma="DJ"/>
=8N ID="633" Cat="EIN_SER." Sentenca="31" Sintagma="Mills"/>
=8N ID="738" Cat="EIN_SER." Sentenca="34" Sintagma="Mills"/>
=/Cadeia_ID66>=
—<Cadeia_ID100=
=SENID="18" Cat="EN_LOC" Sentenca="1" Sintagma="Detront"/>=
=EN ID="32" Cat="EN _LOC" Sentenca="2" Sintagma="Detront"/>=
=8N ID="36" Cat="EN_LOC" Sentenca="3" Sintagma="Uma Cidade Dificil Detroit"/>=
<SN ID="144" Cat="EN_LOC" Sentenca="3" Sintagma="Detroit"/>
=8N ID="199" Cat="EN_LOC" Sentenca="8" Sintagma="Detroit"/>
=EN ID="240" Cat="EN_LOC" Sentenca="10" Sintagma="Detroit"/>
=8N ID="300" Cat="EN_LOC" Sentenca="12" Sintagma="Detroit"/>
=8N ID="660" Cat="EN_LOC" Sentenca="16" Sintagma="Detroit"/=
=SSN ID="707" Cat="EN_LOC" Sentenca="34" Sintagma="Detroit"/>
=8N ID="777" Cat="EN_LOC" Sentenca="37" Sintagma="Detroit"/>
=SSN ID="137" Cat="EN_LOC" Sentenca="7" Sintagma="Cidade Motor"/>
</Cadeia_ID100=>

Figura 21: Cadeia gerada utilizando os filtros do quarto experimento.
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8. CONSIDERACOES FINAIS

Para conduzir esta pesquisa, foi realizado um estudo da base tedrica a respeito de
resolucdo de correferéncias e das iniciativas propondo métodos e protétipos. Em seguida, foram
identificadas técnicas a serem utilizadas para concep¢ao do modelo. A partir desses estudos, foi
proposto um método automatico de resolucdo de correferéncias a partir de documentos de texto
puro (arquivos livres de anotacdo), avaliado por meios bem consolidados na drea de
Processamento da Linguagem Natural.

Este trabalho tratou apenas nomes proprios, do tipo pessoa, local e organizagcdo. Apesar
desse escopo limitado, ele pode servir de base para um modelo mais abrangente, que trate
correferéncias para todas as categorias de entidades nomeadas, incluindo outros sintagmas

nominais e pronomes.

8.1. Publicacbes

Os artigos relacionados a seguir foram produzidos e publicados durante o periodo do

mestrado e seu conteudo se refere ao trabalho conduzido:

e Geracgao de features para resolucdo de correferéncia: Pessoa, Local e Organizacdao [FON13a].
Publicado no 9th Brazilian Symposium in Information and Human Language Technology, 2013
(STIL2013). Este artigo apresenta resultados parciais do trabalho realizado no decorrer do
mestrado, relatando um estudo sobre a importancia da correta selecdo e implementacao de
features, utilizadas por um sistema de resolugdo de correferéncias baseado em aprendizado de

maquina.

e Resolucdo de Correferéncia em Lingua Portuguesa: Pessoa, Local e Organizacao [FON13b].
Publicado no X National Meeting on Artificial and Computational Intelligence, 2013
(ENIAC2013). Este artigo relata o andamento do trabalho desta dissertacdo até o final do
terceiro semestre, apresentando experimentos realizados que culminaram na escolha do

classificador utilizado pelo CORP.
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8.2. ContribuicOes deste Estudo

Além das contribui¢cdes cientificas anteriores a esta dissertacdao [FON13a] e [FON13b], a
principal contribuicdo deste trabalho, além do modelo proposto, estd na apresentacdo de um
sistema de resolucdo de correferéncias para a lingua portuguesa livre e funcional. Por meio de
revisdo bibliografica, constatou-se que até o momento nao existia um sistema de resolugdo de
correferéncias com essas caracteristicas. Quando falamos de um sistema funcional, nos referimos a
um sistema que, dado um arquivo texto puro, livre de anotacoes, resolva correferéncias desse
texto, tendo como saida as anotacdes de correferéncia dessa entrada. Além disso, para a
concepcao do CORP, optou-se pela utilizacdo de apenas recursos livres. Dessa forma foi possivel
obter uma ferramenta open source que pode ser distribuida e modificada por todo meio
académico, sem qualquer restricdo, comumente existente quando utilizamos softwares

proprietarios [BICOO].

8.3. Desafios

Um dos principais desafios deste trabalho ocorre na geracdo dos pares candidatos a
correferéncia. Como a ideia é gerar um modelo de resolucdo de correferéncias baseado em
aprendizado de maquina, a primeira etapa deste trabalho é treinar um modelo de classificacdo, o
qual recebe pares de sintagmas, e, por meio de suas caracteristicas, consiga prever se esses pares
sdo correferentes ou ndo. A primeira tarefa é algo relativamente simples, pois as informacdes de
correferéncia estdo contidas no corpus de treinamento, bastando organizad-las e submeté-las ao
aprendizado.

Gerado o modelo, o sistema deve ser capaz de, por meio de inUmeros pares de sintagmas
positivos e negativos, prever quais pares sao correferentes e quais ndao sdo. O interesse nesse
ponto é saber quais pares sao, de fato, correferentes. Como a quantidade de pares negativos é
muito maior, é natural (e, também, um grande problema) haver pares negativos classificados como
positivos e positivos classificados como negativos. Isso ocorre pelo fato de ndo haver (com exce¢do
da Parcial_String_Match) features que sejam tdo determinantes a ponto de classificar
determinado par de SN com uma alta taxa precisdo. Um meio de contornar esse problema de
classificacdo incorreta foi limitar a abrangéncia do sistema, levando em consideracdo apenas pares
gue possuam nomes proprios em ambos os sintagmas. Outro desafio dessa producdo estd na
limitacdo de recursos. Além do fato de a lingua portuguesa possuir poucos recursos, o presente

trabalho optou pela utilizacdo de recursos open source apenas.
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8.4. Limitacdes

Assim como qualquer recurso computacional, o CORP possui suas limitagées. Uma delas
ocorre no tamanho do corpus utilizado para o treinamento do classificador. Conforme vimos
anteriormente, o corpus Summ-it é formado por 50 (cinquenta) textos jornalisticos. Além disso,
para o treinamento do modelo foi necessario balancear a quantidade de pares, por meio de
replicacdo dos pares positivos. Esse tipo de técnica é bastante utilizada, porém pode tornar o
modelo tendencioso na classificacdo.

Outra limitacdo se da na geracdo dos pares candidatos a correferéncia. Como visto na secao
8.3, a quantidade de pares negativos por documento sempre sera maior que a quantidade de
pares positivos. Esse tipo de problema limita muito a obtencdo de bons resultados. Baseando-se
nessa limitacdo, foi tomada a decisdo de trabalhar apenas com nomes préprios em ambos os
sintagmas. Isso reduziu a abrangéncia do sistema, mas consequentemente aumentou a qualidade

dos resultados obtidos, tornando-os no minimo satisfatdrios.

8.5. Trabalhos Futuros

Como trabalhos futuros, espera-se aumentar a abrangéncia do CORP, resolvendo anaforas e
correferéncia pronominal. Para isso, é preciso encontrar meios mais eficazes para a criagcdo de
pares candidatos a correferéncia, bem como encontrar uma ferramenta de reconhecimento e
classificacdo de entidades nomeadas que permita ser embarcada ao sistema, de forma que sua

execucdo seja imperceptivel aos olhos do usuario.



74



[ABRO5]

[ABR13]

[AMA13]

[BICOO]

[BOU13]

[BRUOS]

[CAROS]

[COLO7]

75

REFERENCIAS

Abreu S., Andlise de Expressdoes Referenciais em Corpus Anotado da Lingua

Portuguesa, dissertacao de mestrado, Universidade do Vale do Rio dos Sinos, 2005.

Abreu S. C., Bonamigo T. L. and Vieira R., A review on Relation Extraction with an eye

on Portuguese, Pages 1-19 In: Journal of the Brazilian Computer Society, 2013.

Amaral D., Reconhecimento de entidades nomeadas por meio de conditional random
fields para a lingua portuguesa, Dissertacdo de mestrado, Pontificia Universidade

Catdlica do Rio Grande do Sul, 2013.

Bick E., The Parsing System “Palavras” - automatic grammatical analysis of
portuguese in a constraint grammar framework, Tese de Doutorado, Department of

Linguistics, University of Arhus, DK, 2000.

Boukckaert R., Frank E., Hall M., Kirkby K., Reutemann P., Seewald A. and Scuse D.,
Weka Manual for version 3.6.9, The University of Waikato, 2013.

Bruckschen M., Muniz F, Souza J., Fuchs J., Infante K., Muniz M., Gongalves. P., Vieira

R., Aluisio S., Anotacdo Linguistica em XML do Corpus PLN-BR, USP, 2008.

Cardoso N., REMBRANDT - Reconhecimento de Entidades Mencionadas Baseado em
Relagdes e ANadlise Detalhada do Texto, chapter 11, pages 195-211. Linguateca, 1
edition. ISBN 9789892016566, 2008.

Collovini S., Carbonel T., Fuchs J., Coelho J., Rino L., Vieira R., Summe-it: Um corpus
anotado com informagdes discursivas visando a sumarizagdo automatica. In: V
Workshop em Tecnologia da Informacdo e da Linguagem Humana — TIL. Proceedings of

XXVII Congresso da SBC, Rio de Janeiro, 2007.



76

[CON11]

[COR10]

[FER12]

[FRE10]

[FRE13]

[FON13a]

[FON13b]

[LEE11]

[GAB11]

[HAROS]

[LTA13]

[LXT12]

CoNLL2011, Conference on computational natural language learning, Disponivel em:

http://conll.cemantix.org/2011/. Acesso em: 05/08/2012.

Coreixas T, Resolucao de Correferéncia e Categorias de Entidades Nomeadas,

Dissertacao de Mestrado, Pontificia Universidade Catdlica Do Rio Grande Do Sul, 2010.

Fernandes E., Santos C., Milidiu R., Latent Structure Perceptron with Feature Induction
for Unrestricted Coreference Resolution, Conference on computational natural

language learning, 2012.

Freitas C., Mota C., Santos D., Oliveira H., Carvalho P., Second HAREM: Advancing the

State of the Art of Named Entity Recognition in Portuguese, Linguateca, FCCN, 2010.

Freeling, An Open Source Suite of Language Analyzers, Disponivel em:

http://nlp.lsi.upc.edu/freeling/, Acesso em: 07/10/2013

Fonseca E. B., Vieira R., Vanin A., Geracdo de Features para Resolug¢do de
Correferéncia: Pessoa, Local e Organizacdo, The 9th Brazilian Symposium in
Information and Human Language Technology, 2013.

Fonseca E. B., Vieira R., Vanin A., Resolug¢do de Correferéncia em Lingua Portuguesa:
Pessoa, Local e Organizacao, X National Meeting on Artificial and Computational
Intelligence, 2013.

Lee H., Peirsman, Y., Chang A., Chambers N., Surdeanu M., Jurafsky D., Stanford’s
Multi-Pass Sieve Coreference Resolution System at the CoNLL-2011
Shared Task, Conference on computational natural language learning, 2011.

Gabbard R., Freedman M., Weischedel R. M., Coreference for Learning to

Extract Relations: Yes, Virginia, Coreference Matters. In: Proceedings 49th Annual
Meeting of the Association for Computational Linguistics: shortpapers, pages 288-293,
Portland, Oregon, 2011.

HAREM ,Reconhecimento de entidades mencionadas em portugués. Disponivel em:
http://www.linguateca.pt/HAREM/, 10/10 2013.

Language Tasks, Reconhecedor de Entidades Nomeadas, Disponivel em:
http://Itasks.com/documentacao/ , Acesso em: 07/09/2013

LX-Tagger, Language Resources and Technology for Portuguese University of
Lisbon, NLX-Natural Language and Speech Group Disponivel em:
http://Ixcenter.di.fc.ul.pt/tools/en/LXTaggerEN.html, Acesso em: 05/12/2012.


http://ltasks.com/documentacao/

[MAIOS]

[MAN99]

[MAZ08]

[MIL95]

[PRA11]

[REPOS]

[SAN11]

[SIL11]

[SIL13]

[SO001]

[STRO7]

[VIEO1]

77

Maia L. C. G., Uso de Sintagams Nominais Na Classificagdo Automatica De
Documentos Eletronicos, Tese de Doutorado, Universidade Federal de Minas Gerais.
Escola de Ciéncia da Informacdo. Departamento Organizacdo e Uso da Informacao,
2008.

Manning C. D., Schiitze H. , Foundations of Statistical Natural Language Processing,
The MIT Press Cambridge, Massachussetts London, England, computational linguistics-

Statistical methods. ISBN 0-262-13360-I, Page 299, 1999.

Maziero E. G., Pardo T. A. S., Felipo A. D. e Silva B. C., A Base de Dados Lexical e a
Interface Web do TeP 2.0 — Thesaurus Eletronico para o Portugués do

Brasil. In Workshop em Tecnologia da Informagao e da Linguagem Humana — TIL,

Vilha Velha — Es, 2008.

Miller G., WordNet: A Lexical Database for English. In: Communications of the ACM
Vol. 38, No. 11: 39-41, 1995.

Pradhan S., Ramshaw L., Marcus M., Palmer M., Weischedel R., Xue N.,
Modeling Unrestricted Coreference in OntoNotes, CoNLL Shared Task, 2011.

Repentino, REPositério para reconhecimento de ENtidades Nomeadas, Disponivel

em: http://labclup.letras.up.pt/repentino/fag.html, 2005, Acesso em: 10/03/2013.

Santos C., Carvalho D., Rule and Tree Ensembles for Unrestricted
Coreference Resolution, 15th Conference on Computational Natural Language
Learning, 2011.

Silva J., Resolugdo de Correferéncia em Miltiplos Documentos Utilizando
Aprendizado Ndo Supervisionado, Dissertacdo de Mestrado, USP, 2011.

Silva W. D. C. M., Aprimorando o Corretor Gramatical CoGrOO, Dissertacdo de
Mestrado, Instituto de Matematica e Estatistica da Universidade de Sdo Paulo, 2013.

Soon W., NG H. and Lim D. ,A Machine Learning Approach to Coreference Resolution
of Noun Phrases. Computational Linguistics, 2001.

Strube M., Ponzetto S. P., Knowledge derived from Wikipedia for computing semantic
relatedness, In: Journal of Articial Intelligence Research, v. 30, number 1, pp. 181-212,
2007.

Vieira R., Strube V., Lingiiistica computacional: principios e aplicagdes. Pontificia
Universidade Catdlica do Rio Grande do Sul e Centro de Ciéncias da Comunicacao,
Centro de Ciéncias Exatas e Tecnoldgicas, Universidade do Vale do Rio dos Sinos, 2001.



78

[VIEO8]

[VIL95]

[WIK13]

Vieira R., Gongalves P. N., Souza J. G. C., Processamento computacional de anafora e
Correferéncia, Revista de Estudos da Linguagem, Belo Horizonte, v. 16, n. 1, p. 263-
284, jan./jun 2008.

Vilain M., Burger J., Aberdeen J., Connolly D., Hirschman L. , A Model-Theoretic
Coreference Scoring Scheme, In Proceedings of the 6th conference on Message
understanding — MUC6 ’95, paged45, Morristown, NJ USA, Association for
Computational Linguistics. ISBN 1558604022. doi: 10.3115/1072399.1072405, 1995.

WIKPEDIA, A Enciclopédia Livre, Disponivel em: http://pt.wikipedia.org/wiki/, Acesso
em: 15/03/2013.



