NERP-CRF: uma ferramenta para o reconhecimento de entidades
nomeadas por meio de Conditional Random Fields

A tool for the named entity recognition using conditional random fields

Daniela Oliveira F. do Amaral
Pontificia Universidade Catolica
do Rio Grande do Sul

daniela.amaral@acad.pucrs.br

Resumo

Renata Vieira
Pontificia Universidade Catolica
do Rio Grande do Sul

renata.vieira@pucrs.br

1 Introducao

Conditional Random Fields (CRF) é um método
probabilistico de predig¢do estruturada que tem sido
amplamente aplicado em diversas éareas, tais como
a de Processamento da Linguagem Natural (PLN),
incluindo o Reconhecimento de Entidades Nomea-
das (REN), visdo computacional e bioinformatica.
Nesse sentido, propde-se a realizacdo da tarefa de
REN aplicando o método CRF e, sequencialmente,
¢ feita uma avaliagdo do seu desempenho com base
no corpus do HAREM. Conclui-se que, nos testes
realizados, o sistema NERP-CRF obteve os melho-
res resultados de Precisdo quando comparado com
os sistemas avaliados no mesmo corpus, com ple-
nas condi¢des de ser um sistema competitivo e efi-
caz.
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Abstract

Conditional Random Fields (CRF) is a
probabilistic method for structured prediction
which has been widely applied in various areas
such as Natural Language Processing (NLP),
including the Named Entity Recognition (NER),
computer vision, and bioinformatics. Therefore,
this paper proposes to perform the task of applying
the method CRF NER and an evaluation of its
performance based on the corpus of HAREM. In
summary, the system NERP-CRF achieved the best
Precision results when compared to the systems
evaluated in the same corpus, proving to be a
competitive and effective system.
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A Extracdo da Informacao (EI) ¢ uma importante
tarefa na mineragdo de texto e tem sido
amplamente estudada em vérios grupos de
pesquisa, incluindo nos de processamento da
linguagem natural, de recuperacdo de informacdo e
de mineragdo na Web. O Reconhecimento de
Entidades Nomeadas (REN) ¢é uma tarefa
primordial na 4rea de EI, juntamente com a
extragdo de relagdo entre Entidades Nomeadas
(EN) (Jing, 2012).

Dentro desse contexto, o REN em textos tem
sido amplamente estudado por meio de métodos
como aprendizagem supervisionada para classificar
entidades do tipo Pessoa, Lugar e Organizacdo em
textos ou, ainda, doengas e genes nos resumos das
areas médicas e biologicas (Chinchor, 1994). Esses
métodos dependem de recursos caros e extensos
para a etiquetagem manual, a qual realiza a
identificagdo das entidades. Os dados etiquetados e
0 conjunto de features extraidas automaticamente
sdo entdo usados para treinar modelos tais como os
Modelos de Markov de Maxima Entropia
(MEMMs) (McCallum, 2000) ou Conditional
Random Fields (Lafferty, 2001).

Os MEMMs s3ao modelos de uma sequéncia
probabilistica condicional, (McCallum, 2000), em
que cada estado inicial tem um modelo exponencial
que captura as caracteristicas de observacdo e a
distribui¢do sobre os proximos estados possiveis.
Esses modelos exponenciais s@o treinados por um
método apropriado de dimensionamento iterativo
no framework de maxima entropia.

O modelo denominado Conditional Random
Fields (CRF) é um framework de modelagem de
sequéncia de dados, que tem todas as vantagens do
MEMM e, além disso, resolve o problema a partir
do viés dos rotulos. A diferenca critica entre CRF e
MMEM ¢ que o MMEM utiliza modelos
exponenciais por estados para as probabilidades
condicionais dos proximos estados, dado o estado
atual. J& o CRF tem um modelo exponencial inico
para uma probabilidade conjunta de uma sequéncia
de entrada de rotulos, dada uma sequéncia de
observacdo. Portanto, as influéncias das diferentes
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caracteristicas em estados distintos podem ser
tratadas independentemente umas das outras
(Lafferty, 2001). Os resultados da Conferéncia
Internacional de Aprendizado de Maquina
(International Conference on Machine Learning -
ICML) no ano de 2001 (LAFO1), seguido de outros
trabalhos sobre Conditional Random Fields
(Suakkaphong, 2011), (Lee, 2011), (Lishuang,
2011), indicam que o algoritmo de CRF apresenta
um dos melhores desempenhos para o REN.

Sendo assim, o método escolhido foi o CRF e o
corpus que receberd a classificagdo por ele ¢ o do
HAREM. O HAREM ¢ um evento de avaliacdo
conjunta da lingua portuguesa, organizado pela
Linguateca (Santos, 2007). Seu objetivo ¢ o de
realizar a avaliagdo de sistemas reconhecedores de
ENs (Santos, 2009). Entre as edigées do HAREM
temos: o Primeiro HAREM, ocorrido no ano de
2004, e o Segundo HAREM, em 2008. A Cole¢ao
Dourada (CD) é um subconjunto da colegdo do
HAREM, sendo utilizada para tarefa de avaliagdo
dos sistemas que tratam REN. O corpus do
HAREM ¢ considerado a principal referéncia na
area de PLN, e caracteriza-se por ter um conjunto
de textos anotados e validados por humanos (CD),
o que facilita a avaliagdo do método em estudo.

Com isso, este trabalho teve como motivacdo o
fato de: (i) o REN ter sido pouco explorado
utilizando o método de  aprendizagem
supervisionada CRF para a lingua portuguesa; (ii)
ndo existirem propostas de REN aplicando o CRF
para identificar as ENs e classifica-las de acordo
com as dez categorias do HAREM; e (iii) o método
de CRF poder ajudar a identificar um maior
numero de ENs, o que podera ser verificado por
meio da comparagdo com outros sistemas.

Portanto, o objetivo geral do presente artigo ¢é
utilizar o aprendizado de maquina, ou seja, aplicar
CRF para a tarefa de REN em corpora da lingua
portuguesa e avaliar comparativamente o
desempenho desse método com outros sistemas que
realizam REN, tendo como base o corpus do
HAREM.

Este artigo ¢ estruturado como segue: a Se¢ao 2
elucida o assunto REN ¢ CRF. A Se¢do 3 expoe
uma revisdo dos trabalhos relacionados a pesquisa
proposta. A Secdo 4 descreve o desenvolvimento
do sistema NERP-CRF, sua modelagem,
implementagdo e o processo de avaliacdo. A Se¢ao
5 apresenta 0s resultados obtidos.
Sequencialmente, a analise de erros ¢ efetuada na
Secdo 6. Por fim, a Se¢do 7 aponta as conclusodes ¢
os trabalhos futuros.

2 Reconhecimento de Entidades Nomeadas e
Conditional Random Fields

O REN consiste na tarefa de identificar as ENs,
na sua maioria nomes proprios, a partir de textos de
forma livre e classifica-las dentro de um conjunto
de tipos de categorias pré-definidas, tais como Pes-
soa, Organizacdo e Local, as quais remetem a um
referente especifico (Mota, 2007). Adicionalmente,
o REN em textos que abordam os mais variados
dominios, além do emprego de extracdo de relacdes
entre ENs, é uma das tarefas primordiais dentro do
trabalho de EI.

Segundo Sureka (2009), o REN ¢ uma técnica
amplamente utilizada no PLN e consiste na
identificagdo de nomes de entidades-chave
presentes na forma livre de dados textuais. A
entrada para o sistema de extracdo de entidade
nomeada é um texto de forma livre, e a saida é um
conjunto desses textos anotados, ou seja, uma
representagdo estruturada a partir da entrada de um
texto ndo estruturado.

As trés principais abordagens para extragdo de
ENs sdo: sistemas baseados em regras, sistemas
baseados em aprendizado de méaquina e abordagens
hibridas. Sistemas baseados em regras ou sistemas
baseados no conhecimento consistem em definir
heuristicas na forma de expressoes regulares ou de
padrdes linguisticos. Sistemas baseados em
aprendizado de maquina utilizam algoritmos e
técnicas que permitam ao computador aprender.

J& o CRF s3o modelos matemadticos
probabilisticos, baseados numa abordagem
condicional, utilizados com o objetivo de etiquetar
e segmentar dados sequenciais (Lafferty, 2001). O
CRF ¢ uma forma de modelo grafo ndo direcionado

que define uma unica distribuicao
logaritmicamente linear sobre sequéncias de
rotulos, dada uma sequéncia de observagao

particular. A vantagem primaria dos modelos de
CRF sobre outros formalismos, como os Hidden
Markov Model (HMM) (Lafferty, 2001), ¢ a sua
natureza condicional, pois resulta no abrandamento
de pressupostos sobre a independéncia dos estados,
necessarios para os modelos HMM, a fim de
assegurar uma inferéncia tratavel.

3 Trabalhos Relacionados

Os trabalhos de Sutton e McCallum (2005),
Lafferty (2001) e Chatzis e Demiris (2012),
apresentam um framework para a construcdo de
modelos probabilisticos para segmentacdo e
etiquetagem de dados sequenciais baseados em
CRF. Nesse sentido, temos assistido, durante os
ultimos anos, a uma explosdo de vantagens nos
modelos de CRF (Chatzis, 2012), a medida que tais
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modelos conseguem alcancar uma previsdo de
desempenho excelente em uma variedade de
cenarios. Sendo assim, o processamento de texto
por meio da técnica de aprendizado de maquina
CRF, ¢ uma das abordagens de maior sucesso para
o problema de predi¢do de saida estruturada, com
aplicagdes bem sucedidas em éareas como a
bioinformatica e o processamento da linguagem
natural (PLN). Nao obstante, o trabalho de Ratinov
¢ Roth (2009) aponta que o REN pode ser obtido a
partir de modelos de classes de palavras, os quais
aprendem a partir de rétulos ndo estruturados. Os
autores investigaram a aplicagdo de REN a partir
da necessidade de usar o conhecimento prévio e
decisdes nao locais para a identificacdo de tais ENs
em um texto. Logo, esse modelo que detecta e
classifica ENs pode ser uma alternativa para o
paradigma de  aprendizado  supervisionado
tradicional como o CRF.

Existem diversos trabalhos que também usam
CRF e outras abordagens estatisticas para extracdo
de informacdo textual em PLN e, especificamente,
para a tarefa de REN (Finkel, 2005; McCallum e Li
2003).

Sendo assim, a importincia de aplicar o CRF
para o REN, especialmente, em textos da lingua
portuguesa deve-se ao fato de que essa técnica de
aprendizado de maquina possibilita a extragdo
automatica de EN a partir de um grande conjunto
de dados com uma capacidade de resposta mais
rapida do que outras técnicas ja utilizadas, como a
implantag@o de heuristicas ou de sistemas baseados
em regras. Além disso, o CRF tem sido muito
pouco explorado em corpora do nosso idioma, uma
vez que trabalhos que visam o processo de
identificagdo e de classificagdo de EN para o
portugués sdo raros na literatura. O sistema
Hendrix (Batista, 2010), por exemplo, foi
elaborado com o proposito de extrair entidades
geograficas de documentos em portugués e
produzir o seu resumo geografico. O processo
dividiu-se em trés partes: (i) reconhecer Entidades
Geograficas em um documento, ou seja, nomes de
ruas, rios, serras, utilizando CRF; (ii) desambiguar
significados geograficos a fim de eliminar nomes
idénticos aos extraidos dos textos; (iii) gerar um
resumo geografico por meio da criagdo de uma lista
de entidades geograficas descoberta em uma base
de conhecimento externa, por exemplo, em uma
ontologia.

Tanto quanto o sistema Hendrix, os sistemas
Priberam ao HAREM, R3M, REMBRANDT, SEI-
Geo e CaGE realizam REN para textos da lingua
portuguesa (Mota, 2008). Com exce¢ao do Hendrix
os demais sistemas participaram da trilha do
Segundo HAREM e foram comparados com o
sistema que desenvolvemos para este trabalho. O

Priberam ao HAREM ¢ baseado em um léxico com
classificacdo morfossintatica e semantica. Cada
entrada do 1éxico corresponde a uma ligagdo com
um ou mais niveis de uma ontologia multilingue
(Amaral, 2004), podendo corresponder a um ou
mais sentidos, os quais possuem diferentes valores
morfologicos e semanticos. Para a construcdo do
sistema foram utilizadas regras contextuais. As
regras para a tarefa de REN consideram as
sequéncias de nomes proprios, separadas ou ndo
por algumas preposi¢des € o contexto em que as
EN sdo encontradas. Por exemplo, uma EN “Jodo
Pedro”, classificada como Pessoa, poderd ser
classificada como Organizagdo se esta for
precedida por uma expressao como “instituto ”.

Ja o R3M aplica aprendizagem supervisionada,
utilizando um algoritmo de co-training para inferir
regras de classificacdo (Collins, 1999) no REN. A
escolha do algoritmo de co-training deve-se ao fato
de que este tem grande probabilidade de obter bons
resultados de classificacdo que se aproximam dos
80% de precisdo, usando um numero muito
reduzido de exemplos previamente anotados. As
ENs que o R3M classifica compreendem as
categorias Pessoa, Organizacdo e Local. A opcao
por essas trés categorias deve-se ao fato de que
essas, de uma forma geral, tém sido estudadas mais
amplamente dentro da 4area de extragdo da
informagdo. Além disso, os desenvolvedores do
R3M néo tiveram disponibilidade de dedicar mais
tempo a esse sistema. Mesmo assim, o R3M foi
projetado de modo que permita estender-se ao
reconhecimento de outras categorias, assim como
incluir o reconhecimento de relagdes de EN. Esse
sistema é uma reimplementacdo do sistema criado
por Mota (Mota, 2009), apresentando varias
melhorias.

Além da tarefa de REN realizada pelos sistemas
REMBRANDT e SEI-Geo, ambos detectam o
Reconhecimento de  Relagdes entre ENs
(ReRelEN). O REMBRANDT - Reconhecimento
de ENs Baseado em Relagdes e Analise Detalhada
do Texto - por sua vez, utiliza a Wikipédia como
base de conhecimento a fim de classificar as ENs,
além de um conjunto de regras gramaticais para
extrair o seu significado. O REMBRANDT surgiu
da necessidade de se criar um sistema de marcagao
de textos que indique as ENs relacionadas a locais
geograficos de forma semantica, como por
exemplo, nomes de paises, rios, universidades. Seu
funcionamento divide-se em trés fases primordiais:
1) o reconhecimento de expressdes numéricas e
geracdo de candidatas a EN; 2) a classificagdo de
EN e 3) repescagem de ENs sem classificacdo. Ja o
SEI-Geo tem o objetivo de fazer REN classificando
somente a categoria Local e suas relagdes. Dentre
as caracteristicas que compdem o SEI-Geo
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destacam-se: (i) a incorporagdo na arquitetura
global do sistema GKBGeographic Knowlegde
Base, o qual estabelece o gerenciamento de
conhecimento geografico; e (ii) a utilizagdo das
Geo-ontologias, que exploram as relacdes entre
locais identificados em textos a partir de relagdes
presentes na ontologia. O dominio Organizagdo
ajudou significativamente o bom desenvolvimento
do SEI-Geo no reconhecimento de relagdes entre
ENs, pois, nos textos, Locais estdo situados
proximos a Organizagdes.

Por fim, o sistema CaGE trata do problema do
reconhecimento e desambiguagdo de nomes de
locais. Essa ¢ uma tarefa muito importante na geo-
codificagdo de documentos textuais (Martins,
2009). O objetivo principal do sistema CaGE ¢
atribuir a area geografica e o ambito temporal aos
documentos de modo geral, combinando a
informagdo diferente extraida do texto. As
categorias que tal sistema classifica sdo: Pessoa,
Local, Organizacao e Tempo. O CaGe caracteriza-
se por ser um método hibrido, o qual utiliza
dicionarios e regras de desambiguacdo. Quatro
etapas resumem uma sequéncia de operagdes de
processamento que compdem o algoritmo do
sistema: 1) identificacdo inicial das ENs; 2)
classificacdo das entidades mencionadas e
tratamento da ambiguidade; 3) desambiguagdo
completa de entidades geograficas e temporais; ¢ 4)
atribui¢do de dmbitos geograficos e temporais aos
documentos.

Dessa forma, o nosso trabalho difere dos demais
na aplicabilidade do modelo de CRF, o qual vem
demonstrando bons resultados frente a outros
métodos que utilizam aprendizado de maquina para
a tarefa de REN. Além disso, a literatura apresenta
muitos poucos trabalhos que identificam e
classificam ENs, utilizando as dez categorias do
HAREM, em corpus da lingua portuguesa por meio
de modelos probabilisticos.

4 NERP-CRF

Esta secdo descreve o desenvolvimento do
sistema NERP-CRF (Amaral, 2013) desde o pré-
processamento dos textos, o modelo gerado pelo
CREF para o REN até a avaliagao empregada.

4.1 Modelagem do Sistema

A claboracdo do modelo consiste em duas
etapas: treino e teste. Dessa forma, adotamos um
corpus que ¢ dividido em um conjunto de textos
para treino ¢ um conjunto de textos para teste. A
CD do HAREM foi o corpus utilizado para tarefa
de avaliagdo dos sistemas que tratam REN. As
ENs foram identificadas e classificadas por todos

os sistemas participantes do evento, sendo que a
sua classificacdo foi dividida em categorias, tipos e
subtipos. Destacam-se para essa pesquisa dez
categorias: Abstracdo, Acontecimento, Coisa,
Local, Obra, Organizacdo, Pessoa, Tempo, Valor e
Outro.

Os textos, utilizados como entrada para o NERP-
CREF, estdo no formato XML com a marcagdo das
entidades e sofreram dois procedimentos, os quais
pertencem ao pré-processamento do sistema:
primeiro, a etiquetagem de cada palavra por meio
do Part-of-Speech (POS) tagging (Schmid, 1994)
(Bick, 2000) e segundo, a segmentacdo em
sentencas a fim de que a complexidade seja menor
ao aplicar o algoritmo de CRF nos textos de
entrada.

Apos a conclusdo da etiquetagem POS e da
segmentagdo das sentencas, determinou-se como as
ENs seriam identificadas. Para tal, foi feito um
estudo de duas notagdes citadas na literatura: BIO e
BILOU (Ratinov, 2009). A primeira possui o
seguinte significado: B (Begin) significa a primeira
palavra da EN; I (/nside) uma ou mais palavras que
se localizam entre as entidades; e O (Qutside) a
palavra ndo ¢ uma EN. Ja a segunda notagdo tem a
mesma descrigdo do BIO, acrescentando-se as
seguintes particularidades: L (Last) a tltima
palavra reconhecida como EN e U (Urif) quando a
EN for uma tinica palavra.

Para o presente trabalho, utilizou-se a notagdo
BILOU por dois motivos: (i) testes aplicados sob a
CD do Segundo HAREM, empregando ambas as
notagdes, demonstraram que a notacdo BILOU se
equivale a BIO, conforme os resultados
apresentados. Isso porque o BILOU facilita o
processo de classificacdo feito pelo sistema
desenvolvido por possuir mais duas identificagdes:
L(Last) e U(Unit); e (ii) os autores (Ratinov, 2009)
também fizeram testes com as duas notagdes,
concluindo também que, apesar do formalismo
BIO ser amplamente adotado, o BILOU o supera
significativamente.

Depois da identificacdo das EN por meio do
BILOU, foi gerado o vetor de features. Tal vetor
corresponde aos dados de entrada que serdo
aplicados ao sistema de aprendizado do CRF. As
features t€m o objetivo de caracterizar todas as
palavras do corpus escolhido para esse processo,
direcionando o CRF na identificagdo e na
classificacdo das ENs. A Tabela 1 apresenta a lista
de features criadas.
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Features

Descri¢do das features

1) tag

Etiqueta POS de cada palavra de
acordo com a sua classe
gramatical. Ex.: artigo, adjetivo,
verbo.

2) word

A propria palavra do texto,
ignorando letras maitsculas e
minusculas;

3) prevW

A palavra anterior a que esta
sendo  analisada no  texto,
ignorando letras maitsculas e
minusculas.

4) prevT

Classe gramatical da palavra
anterior. Ex.: artigo, adjetivo,
verbo.

5) prevCap

A palavra anterior totalmente
formada por letras minusculas,
formada por letras minusculas e
maiusculas ou  por letras
maitsculas. Cada uma dessas
palavras pode receber um dos

atributos: ‘min’, ‘maxmin’ ou

3 b

max

6) prev2W

Igual a feature 3, porém
considerando a palavra que estd na
posicdo p-2;

7) prev2T

O mesmo que a feature 4,
considerando a palavra que estd na
posicdo p-2;

8) prev2Cap

Igual a feature 5, porém
considerando a palavra que estd na
posicao p-2;

9) nextW

A palavra subsequente aquela que
estd sendo analisada, ignorando
maiusculas e mintsculas;

10) nextT

A classe gramatical da palavra
subsequente a que estd sendo
analisada;

11) nextCap

O mesmo que a feature 5, levando
em consideragdo a  palavra
subsequente aquela que estd sendo
analisada;

12)next2W,
next2T,
next2Cap

Semelhante as features 3, 4 e 5,
mas para a palavra na posi¢do p +
2

13) cap

O mesmo que a feature 5, mas
para palavra atual que estad sendo
analisada;

14) ini

Se a palavra iniciar com letra

maiuscula, minascula ou simbolos.

Essas palavras podem receber um
9 3 1 b

dos atributos: ‘max’, ‘min’ ou
‘sim’.

15) simb

Caso a palavra seja composta por
simbolos, digitos ou letras. Tais
palavras recebem o atributo ‘alfa’.

Tabela 1: Features implementadas no NERP-CRF.

Dois vetores sdo considerados como entrada
para o CRF na etapa de treino: primeiro, o vetor
contendo a etiquetagem POS, as categorias
estabelecidas pela Conferéncia do HAREM e a
notacdo BILOU, e segundo, o vetor de features.

Naetapa de teste um conjunto de textos ¢
enviado ao NERP-CRF. O referido sistema (a) cria
o vetor de POS e o vetor de features; (b) envia
esses vetores para o modelo de CRF gerado que,
por sua vez, (c) treina e (d) classifica as ENs do
corpus trabalhado. Por fim, sdo apresentados aos
usuarios do sistema as ENs extraidas e as métricas
precisdo e abrangéncia. O sistema ¢ concluido com
o vetor de saida, o qual classifica o texto com a
nota¢do BILOU e com as dez categorias conforme
o Segundo HAREM.

4.2 Descriciao dos Testes Realizados

Dois testes foram realizados utilizando o sistema
NERP-CRF, com as seguintes caracteristicas:

‘Teste 1’: empregou a CD do Segundo HAREM
para treinar e testar o modelo de CRF, o qual faz a
classificacdo de dez categorias. A avaliagdo do
desempenho do modelo treinado para o ‘teste 1’
utilizou a técnica de Cross Validation (Arlot,
2010), com cinco repeticoes (5 — fold cross
validation). Trabalhou-se com 5 folds porque foi
empregada uma pequena quantidade de textos, 129,
para os testes iniciais, incluindo 670.610 palavras.
Esse procedimento resultou em 7.610 ENs
identificadas pelo NERP-CRF num valor maximo
de 17.767 ENs identificadas por humanos nessa
mesma CD. Dado o conjunto de textos da CD do
Segundo HAREM, utilizou-se, a cada fold, 80% do
conjunto de textos para treino ¢ 20% para teste, de
modo que, a cada repeticdo do Cross Validation,
nao se empregasse o mesmo conjunto de teste das
folds anteriores e, assim, nd3o reduzisse
significativamente o nimero de casos para teste. A
finalidade de executar esse experimento foi para
verificar o desempenho do NERP-CRF utilizando
apenas o corpus citado.

‘Teste 2’: caracteriza-se por trabalhar com a CD
do Primeiro HAREM para treino, a qual abrange
129 textos, e a CD do Segundo HAREM para teste,
formada por mais 129 textos. Os dois conjuntos
somam 258 textos e aproximadamente 804.179
palavras. O novo corpus recebe a classificacdo do
CRF abordando as dez categorias do HAREM,
citadas no “Teste 1. Essa estrutura foi arquitetada
com o objetivo de verificar o desempenho do
NERP-CRF em um maior nimero de textos e
avalia-lo perante os resultados obtidos por ele com
os outros sistemas participantes do Segundo
HAREM.
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5 Resultados

A comparagdo dos resultados do NERP-CRF
com os sistemas que participaram da Conferéncia
do Segundo HAREM foram obtidos por meio do
SAHARA (Mota, 2008), o qual determinou as
métricas Precisdo, Abrangéncia e Medida-F a cada
um deles nas tarefas de REN.

O NERP-CRF, no ‘Teste 1°, apresentou os
melhores resultados para as medidas de Precisdo e
de Medida-F em relacdo aos outros sistemas,
respectivamente, 83,48% e 57,92% (Tabela 2)
(Figura 1). Esse resultado ¢ baseado em um tUnico
corpus para treino e teste, apesar de valida-lo com
Cross-validation.

Sistemas Precisdo | Abrangéncia | Medida-F
NERP-CRF | 83,48% 44,35% 57,92%
Priberam 64,17% 51,46% 57,11%
Rembrandt | 64,97% 50,36% 56,74%
R3M 76,44% 25,20% 37,90%
CaGE 44,99% 27,57% 34,19%
SEI-Geo 74,85% 11,66% 20,17%

Tabela 2: Resultados do NERP-CRF comparado com os
sistemas apresentados para o ‘Teste 1°.

Figura 1: Desempenho do NERP-CRF comparado
graficamente com os sistemas no ‘Teste 1°.

Com a finalidade de ver o comportamento do
aprendizado em outro corpus, realizamos o ‘Teste
2’, o qual apresentou 80,77% de Precisdo como o
melhor resultado do NERP-CRF (Tabela 3). A
Medida-F ocupou a terceira posi¢do em relagdo aos
sistemas em comparagdo, 48,43%. Essa tltima
métrica ndo alcangou a melhor posicdo como no
‘Teste 1° devido a uma baixa Abrangéncia de
classificacdo, 34,59% (Figura 2).

A desigualdade dos resultados entre os dois
testes ocorreu, principalmente, por dois motivos: a
mudanca do corpus de treino ¢ de validagdo além
do numero reduzido de exemplos para
determinadas categorias, por exemplo, Coisa e
Abstragdo. Isso fez com que o NERP-CRF
treinasse menos com essas categorias e gerasse um
modelo menos abrangente. Nesse cenario,
consideram-se 0s nossos resultados muito

positivos, principalmente no que tange ao valor de
Precisdo alcangado pelo NERP-CRF.

Sistemas Precisdo | Abrangéncia | Medida-F
Priberam 64,17% 51,46% 57,11%
Rembrandt | 64,97% 50,36% 56,74%
NERP-CRF | 80,77% 34,59% 48,43%
R3M 76,44% 25,20% 37,90%
CaGE 44,99% 27,57% 34,19%
SEI-Geo 74,85% 11,66% 20,17%

Tabela 3: Resultados do NERP-CRF comparado com os
sistemas apresentados para o ‘Teste 2’.

Figura 2: Desempenho do NERP-CRF comparado
graficamente com os sistemas no ‘Teste 2°.

A Tabela 4 reporta os resultados das métricas de
Precisdo, Abrangéncia e Medida-F de acordo com
as dez categorias estabelecidas pelo evento do
HAREM. Logo, pode-se observar de acordo com
os valores da Medida-F, que o NERP-CRF
classificou melhor as categorias Tempo, Pessoa,
Valor e Local. Em contra partida, houve um maior
numero de erros com as categorias Abstracao,
Outra, Coisa ¢ Acontecimento, devido a poucos
exemplos no corpus de treino.

CATEGORIAS Abrangéncia| Precisdo |Medida-F
TEMPO 68,05% 83,99% | 75,18%
PESSOA 71,89% 61,57% | 66,33%
VALOR 54,42% 78,23% | 64,19%
LOCAL 57,22% 52,06% | 54,51%
ORGANIZACAO 43,44% 44,75% | 44,08%
OBRA 28,48% 40,71% | 33,52%
ACONTECIMENTO| 22,76% 50,83% | 31,44%
COISA 7,36% 26,80% | 11,55%
OUTRA 4,74% 43,49% 8,55%
ABSTRACAO 3,65% 16,45% | 5,97%

Tabela 4: Resultados com as dez categorias.

6 Analise de Erros

Com base em uma analise dos textos utilizados
como entrada para testar o NERP-CRF, constata-se
que o sistema, tanto para o ‘Teste 1’ quanto para o
‘Teste 2°, ndo identificou determinadas ENs ou nao
as classificou corretamente. A Tabela 4 apresenta
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alguns erros encontrados apds a execugdo do
NERP-CRF. A notagdo apresentada (Tabela 5) pela
saida desse sistema refere-se ao POS tagger de

cada EN, seguido da notacdo BILOU e da
classificacdo dessas entidades. Por exemplo,
substantivo, etiquetado como <n>; preposi¢cdo

<prp>; nome proprio <prop>; verbo finito <v-fin>;
numeral <num>; artigo <art>. Quanto a
identificagdo e a classificacdo das ENs o NERP-
CRF apresentou a notacdo conforme alguns
exemplos: <I-Obra> EN identificada como Inside e
classificada como Obra; <L-Obra> Last e Obra; <
B-Pessoa> Begin e classificagdo Pessoa; <U - Org>
Unit e Organizagdo. As ENs que ndo foram
identificadas e ndo receberam classificagdo, foram
marcadas pelo sistema como: <O-OUT>.

Percebeu-se que a mé formatacdo de alguns
textos, como por exemplo, a falta de pontuagdo e a
anotacdo incorreta pelo POS tagger afetaram os
resultados. A delimitacdo errébnea de ENs, como
em “Didrio de Noticias”, marcado pelo NERP-CRF
como O I L, mas identificado pelo corpus de
referéncia como B I L, prejudicou também o
resultado do sistema. Outro erro em destaque foi a
ndo identificagdo da preposicdo ‘de’ e de suas
combinagdes com artigos, como I (Inside), no caso
de ENs compostas, como “Fenando de Bulhdes” e
“Igreja dos Martires”. Esses erros podem ser
sanados com a aplicagdo de algoritmos de
classificagdo como o de Viterbi (Finkel, 2005),
abordagem utilizada em ferramentas com
propositos similares (FreeLing User Manual,
2013). Outra alternativa seria o AdaBoosting
(Carreras, 2003).

NERP-CRF CD do HAREM

Outro ponto relevante foram os erros de
classificacio das ENs. Podemos citar as siglas
“RF” e “IFF”, consideradas como ENs, as quais
deveriam ter sido classificadas como “Coisa”,
porém o  sistema  considerou-as = como
“Organizagdo”. As palavras estrangeiras sofreram o
mesmo tipo de erro, como a EN “Friendly” que foi
classificada como “Local”, ao passo que deveria ter
recebido “Abstragdo” como classificacdo correta.
Percebeu-se também que houve pouco contexto
para classificar corretamente certas ENs, como
ocorreu com a categoria “Abstracdo”, a qual tem
pouca exemplificacdo no corpus de referéncia.
Além disso, sdo ENs que ndo seguem padrdo
algum de escrita, ou seja, ndo hd uma sintaxe
propria para essa categoria que faca com que o
sistema aprenda corretamente a identifica-la. Ja a
categoria “Tempo” apresenta-se num formato que a
identifica com mais clareza, isto ¢, possui um
padrao bem rigido de sintaxe como <um numero>
de <outro numero>, indicando data, ou até mesmo
outras palavras indicativas de tempo como “desde”,
“enquanto” e “quando”. Mesmo assim, o sistema
teve dificuldade de classifica-la, pois esse tipo de
EN pode ndo iniciar com letra maiuscula, o que
prejudicou o aprendizado feito pelo NERP-CRF.
Por exemplo, na EN “em 1973”, a preposi¢ao “em”
ndo foi identificada como EN. O correto seria que o
NERP-CRF a tivesse classificado como B-Tempo.
Situagdo semelhante também ocorreu com outra
EN de Tempo, “desde os anos 1990”. O sistema
ndo reconheceu a preposicdo “desde” como EN e,
consequentemente, ndo a classificou.

7 Conclusoes e Trabalhos Futuros

Diario <n, O-OUT>
de <prp, I-Obra>
Noticias <n, L-Obra>

Didrio<n, B-Org>
de <prp, I-Org>
Noticias <n, L-Org>

Fernando<prop,B-Pessoa> | Fernando<prop,B-Pessoa>
de <prp, O-Out de <prp, I-Pessoa>
Bulhdes <prop, L-Local> | Bulhdes <prop, L-Pessoa>

Igreja <v-fin, O -OUT>
dos <n, O - OUT>
Martires<prop,U-Pessoa>

Igreja <v-fin, B -Local>
dos <n, I - Local>
Martires <prop, L -Local>

RF <prop, U- Org> RF <prop, U-Coisa>

IFF <prop,U- Org> IFF <prop, U-Coisa>

Friendly
<prop, U-Local>

Friendly
<prop,U- Abstracdo>

em <prp, O-OUT>
1973 <num, U-Tempo>

em <prp, B-Tempo
1973 <num, L-Tempo>

desde <prp, O-OUT>
os <art, [-Tempo>
anos <n, [-Tempo> anos <n, [-TempoO>
1990 <num, L-Tempo> 1990 <num, L-Tempo>

desde <prp, B-Tempo>
os <art, [-Tempo>

Tabela 5: Alguns erros apresentados pelo NERP-CRF.

CRF oferece uma combinagdo Uunica de
propriedades: modelos treinados para etiquetar e
segmentar sequéncias de dados, combinacdo de
arbitrariedade, features de observagao
aglomeradas, decodificacdo e treinamento eficiente
baseado em programagdo dindmica e estimativa de
parametro garantida para encontrar o 6timo global
(Lafferty, 2001) (Ratinov, 2009).

O NERP-CRF foi o sistema desenvolvido para
executar duas funcdes: a identificagdo de ENs ¢ a
classificacdo dessas com base nas dez categorias do
HAREM: Abstracdo, Acontecimento, Coisa, Local,
Obra, Organizagdo, Pessoa, Tempo, Valor e Outro.

Dois testes foram realizados. Um deles utilizou a
CD do Segundo HAREM para treino e teste,
obtendo Medida-F de 57,92%. Outro teste
empregou a CD do Primeiro HAREM para treinar
o modelo de CRF e a CD do Segundo HAREM
para testar o mesmo modelo gerado. Nesse caso, as
métricas obtidas foram: 80,77% de Preciséo,
34,59% de Abrangéncia e 48,43% de Medida-F. A
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Precisdo foi o melhor resultado quando comparado
com os outros sistemas. J4 a Medida-F apresentou
o terceiro melhor resultado, ficando abaixo dos
sistemas Priberam e Rembrandt, que apresentaram
maior abrangéncia. O modelo proposto, baseado
em CRF e no conjunto de features estabelecidas,
gerou um sistema eficaz, competitivo, sendo ainda
passivel de facil adaptacdo e modificagdo.

A andlise de erros mostrou que o NERP-CRF
precisa melhorar a identificagdo e a classificagdo
das EN. Dentre os erros que ocorreram, aqueles
mais frequentes foram: marca¢do pela notagdo
BILOU, erros de classificagdo entre as categorias
Local e Pessoa, classifica¢do de sigla e de palavras
estrangeiras, identificacdo e classificagdo de EN de
Tempo.

Tomando por base a andlise de erros, sugere-se
um trabalho futuro com experimentos que utilizem
algoritmos de meta aprendizagem, como
combinacdo de classificadores, para aumentar a
efetividade do NERP-CREF. Resultados
interessantes baseados em anotagdes BIO foram
obtidos com o uso de AdaBoosting (Carreras et al.
2003). A atual versao do NERP-CRF ja utiliza
anotagdes BILOU, logo, acredita-se que tanto a
abrangéncia como a precisdo do processo proposto
possa ser melhorada com esse tipo de abordagem.
Especificamente, busca-se melhorar a qualidade da
anota¢do BILOU, induzir features e classificar ENs
consideradas ambiguas. Adicionalmente, sugere-se
também experiéncias com outros parsers e
eventual comparagdes com o desempenho obtido
para outras linguas.

Acredita-se que o teste com outros parsers
possibilitara um melhor resultado de Abrangéncia
pelo NERP-CRF. O FreeLing (Padrd, 2010) e o
PALAVRAS (Bick, 2000) sdo os parsers que serao
utilizados para etiquetar o mesmo corpus
empregado na fase de pré-processamento.

O CRF pode implementar, eficientemente, a
selecdo de features e de algoritmos de indugdo de
features. Isso quer dizer que, em vez de especificar
antecipadamente quais features serdo utilizadas,
pode-se iniciar a partir de regras que geram
features e avaliam o beneficio dessas geradas
automaticamente sobre os dados (Lafferty, 2001).

Outra abordagem de pesquisa futura ¢ a
classificacdo correta de uma mesma EN
apresentada de formas diferentes, por exemplo: a
EN ‘Pontificia Universidade Catdlica do Rio
Grande do Sul’ pode receber a mesma classificagao
ou ser categorizada como Organizacdo e Local,
dependendo do contexto no qual essas entidades
estdo inseridas. Outra situagdo que pode ocorrer ¢é
que ENs que possuem como acrénimo, ‘Pontificia
Universidade Catodlica do Rio Grande do Sul’ e
‘PUCRS’ devem ser identificadas como a mesma

entidade. Portanto, essas devem receber a mesma
classificagdo. As solugdes para a correta
categorizagdo de ENs, nesse caso, pode ser a
aplicabilidade, como da Correferéncia (Black,
1998) (Lee, 2011) e de recursos externos, como 0
emprego de Gazetters (Ratinov, 2009).
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