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AVALIACAO DE TECNICAS DE APRENDIZADO DE MAQUINA PARA
PREVISAO DE CARGAS DE TRABALHO APLICADAS PARA OTIMIZAR
O PROVISIONAMENTO DE RECURSOS EM NUVENS
COMPUTACIONAIS

RESUMO

A computagdo em nuvem transformou a forma de provisionar recursos computaci-
onais nos ultimos anos, oferecendo varios beneficios em relagdo aos sistemas tradicionais
como escalabilidade e alta disponibilidade. No entanto, ainda existem algumas oportunida-
des a serem exploradas, especialmente na area de alocacao e dimensionamento proativo
de recursos. Como a carga de trabalho pode flutuar muito nestes ambientes, o provisio-
namento excessivo € uma pratica comum para evitar quedas repentinas de Qualidade de
Servico (QoS) que podem resultar em violagdes de Acordo de Nivel de Servico (SLA), mas
ao custo de um aumento nos custos de provisionamento e consumo de energia. A previsdo
de carga de trabalho é uma das estratégias pelas quais a eficiéncia e o custo operacional
de uma nuvem podem ser melhorados. Saber antecipadamente a demanda de um servigo
permite a alocacao prévia de recursos suficientes para manter a QoS e evitar violagdes
de SLA. Esta dissertacao apresenta as vantagens e desvantagens de trés técnicas de pre-
visdo de carga de trabalho usualmente aplicadas no contexto da computagdo em nuvem.
Sao comparados os algoritmos de aprendizado de maquina ARIMA, MLP e o GRU em di-
ferentes configuragcdes, para ajudar os administradores a escolher o modelo preditivo mais
adequado e eficiente para seu problema especifico. O resultado das avaliacbes apresenta
gue os algoritmos estudados sdo equivalentes quanto a precisdo obtida neste contexto, mas
apresentam diferencas importantes em sua aplicacéo, de forma que este trabalho auxilia na
escolha da melhor técnica para o cenario em questao.



Palavras-Chave: previsdo de carga de trabalho, computacao em nuvem, eficiéncia de re-
Cursos.



EVALUATION OF MACHINE LEARNING TECHNIQUES TO PREDICT
WORKLOADS APPLIED TO OPTIMIZE COMPUTATIONAL CLOUD
RESOURCE PROVISIONING

ABSTRACT

Cloud computing has transformed the means of resource provisioning in recent
years with several benefits over traditional systems, like scalability and high availability. How-
ever, there are still some opportunities, especially in the area of proactive resource allocation
and scaling. Since demand may fluctuate heavily in certain environments, over-provisioning
is @ common practice to avoid abrupt Quality of Service (QoS) drops that may result in Ser-
vice Level Agreement (SLA) violations, but at the price of an increase in provisioning costs
and energy consumption. Workload prediction is one of the strategies by which efficiency
and operational cost of a cloud can be improved. Knowing demand in advance allows the
allocation of sufficient resources to maintain QoS and avoid SLA violations. This paper
presents the advantages and disadvantages of three workload prediction techniques usu-
ally applied in the context of cloud computing. We compare ARIMA, MLP and GRU under
different configurations, and although all three strategies have similar accuracy results in this
context, they present important differences in preparation and execution. This work helps
system administrators in choosing the more appropriate and efficient predictive model for
their specific problem.

Keywords: workload prediction, cloud computing, resource efficiency.
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1. INTRODUCAO

A computagdo em nuvem ganhou mercado devido as vantagens oferecidas como
prioridade na disponibilidade dos servigos, na escalabilidade e na promessa de custos de
infraestrutura mais baixos [25]. Os aplicativos corporativos de grande escala baseados em
componentes que aproveitam 0s recursos da nuvem esperam garantias de Qualidade de
Servico (QoS) e de Acordo de Nivel de Servigo (SLA) entre o cliente e os provedores de
servicos. No contexto da computagdo em nuvem, as estratégias de auto-scaling prometem
garantir as propriedades de QoS aos aplicativos, ao mesmo tempo em que se utilizam efici-
entemente dos recursos. Apesar das vantagens percebidas de auto-scaling, apresenta-se
complexo obter todo o seu potencial devido aos varios desafios decorrentes da necessidade
de estimar com precisdo o0 uso de recursos, o que é influenciado pela variagao imprevisivel
dos padrdes de carga de trabalho do cliente. Muitos pesquisadores buscam estratégias
para adaptar melhor os ambientes para os aplicativos usando algoritmos que realizam o
aprendizado baseados em experiéncias [25] [31] [35]. Os autores afirmaram que modelos
preditivos podem ser aplicados sobre comportamentos de carga de trabalho, possibilitando
qgue a estratégia de auto-scaling aloque com precisdo 0s recursos necessarios para satis-
fazer as politicas de QoS e o SLA [2].

Os algoritmos de predicao de carga de trabalho pertencem a um problema de
regressao, o que significa que as variaveis sao estimadas ao longo do tempo [18]. Dessa
forma, a fase de aprendizado em um algoritmo de Aprendizado de Maquina (AM) n&o requer
uma infraestrutura robusta para ser executada, ao contrario dos problemas de classificacao,
0s quais precisam de infraestrutura de alto preco para computar uma colecdo massiva de
dados. Amiri et al. [2] reuniram estudos relacionados a previsdo de carga de trabalho
em nuvens. Esses estudos sdo responsaveis por lidar com problemas semelhantes em
complexidade, porém nao possuem a clareza do desempenho e da precisdao do modelo
gue sao essenciais para a manutencao de QoS e SLA.

O provisionamento suficiente de recursos em uma nuvem pode variar com base
nas caracteristicas da aplicacao. Consequentemente, com o objetivo de avaliar um cenario
real com oscilagées na demanda de recursos e, justificando a necessidade de provisiona-
mento de recursos proativos. Nesta dissertagdo foi optado por abordar cargas de trabalho
provenientes de aplicacdes web, pois possuem demandas ditadas por eventos externos que
caracterizam o consumo de recursos em uma frequéncia nao linear, sendo um cenario ideal
para testar a efetividade das previsdes de carga.

Existem diversas abordagens que procuram dar suporte ao provisionamento de
recursos; no entanto, os algoritmos de AM tém ganho cada vez mais espaco nessa area,
tornando-se objeto de estudo nos mais recentes trabalhos devido a sua aderéncia na re-
solucao dos problemas [2]. Desta maneira, entender as capacidades e as necessidades
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de cada algoritmo de AM mostra-se um diferencial que pode acelerar o desenvolvimento
da implantacao de solug¢des proativas. Portanto o trabalho desenvolvido nesta dissertacao
apresenta uma andlise de custo beneficio entre técnicas para a previsao de carga de traba-
lho em aplicacbes Web. Para comparar os algoritmos foram utilizados os modelos guiados
por AM, os quais s&o adotados em estudos recentes [2]: Autoregressive Integrated Moving
Average (ARIMA), Multi Layer Perceptron (MLP) e Gated Recurrent Unit (GRU).

1.1 Objetivos

Com o propésito de auxiliar na escolha de Algoritmos de AM utilizadas por estra-
tégias proativas, tem-se, dessa maneira, o objetivo principal deste trabalho: a investigacéao
dos prés e contras entre os modelos ARIMA, MLP e GRU, aplicando algoritmos de Tuning
para explorar configuracées de cada modelo.

1.2 Estrutura

A presente dissertacao esta organizada da seguinte forma: Capitulo 2 descreve os
conceitos que correlacionam os tdpicos relacionados a carga de trabalho e as respectivas
abordagens utilizadas em solugdes proativas; Capitulo 3 caracteriza os métodos de Apren-
dizado de maquina e suas definicées; Capitulo 4 relata todos os experimentos executados
ao longo desta pesquisa; Capitulo 5 descreve os trabalhos relacionados a esta pesquisa;
Capitulo 6 descreve os resultados alcancados e os planos para as etapas futuras deste
estudo.
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2. CONTEXTUALIZACAO E ESTADO DA ARTE

2.1 Contextualizacao

A computacdo em nuvem é um modelo que permite 0 acesso de rede onipresente
e conveniente a um conjunto compartilhado de recursos computacionais configuraveis que
podem ser rapidamente provisionados e liberados [30]. Esta tecnologia, permite com que
as empresas produzam e disponibilizem seus servigos rapidamente. Possibilitando, dessa
maneira, a configuracdo de uma maquina fisica para hospedar multiplas maquinas virtuais
e permitindo a implantacao de diversas aplicacoes. Além disso, fornecendo recursos para
0S usuarios armazenar e processar seus dados em centros de dados de terceiros.

De acordo com Nanda [33], em geral, os fornecedores de software de aplicativos
estdo migrando cada vez mais para as plataformas da nuvem, dependendo do modelo de
servigco nao requer conhecimento especifico com a instalagdo e com a manutencao de uma
infraestrutura de servidor fisico. No entanto, a adogéo da nuvem ganhou mercado devido a
prioridade na disponibilidade dos servigos e na garantia de nivel de servigo (SLA) oferecido
aos clientes [25].

Portanto, o desempenho desses aplicativos € um fator chave para a receita das
empresas. As lentiddes ou interrupg¢des de aplicativos levam a clientes insatisfeitos e, con-
sequentemente, ao encerramento de contratos. Desta forma, a responsabilidade dos pro-
vedores de nuvem € de suprir a demanda requisitada para fornecer recursos suficientes
aos respectivos clientes. No entanto, administradores precisam realizar uma analise entre
os custos operacionais contratados e sua real demanda. Considerando a Figura 2.1, dentro
de um cenario de escalonamento de recursos baseado em Hwang et al. [21] ao alocar mais
recursos que o necessario para a execucao das aplicagdes em nuvem, temos a ocorréncia
do conceito de over-provisioning, onde as aplicacdes nao sofrem penalidades. No entanto
0s custos e energia sao desperdicados, pois estamos alocando mais recursos do que o
necessario. O conceito de under-provisioning, deve-se pela quantidade insuficiente de re-
cursos exigida pela demanda das aplicacdes, logo, as aplicagdes sofrem penalidades de
QoS e quebra de SLA causada pelo atraso no ajuste de infraestrutura em decorréncia de
acoes reativas.

No contexto de migragdo de maquinas virtuais, existe contribuicées significativas
destinadas a reducao da quantidade de Maquinas Fisicas (MFs) em execucgéo através da
consolidacdo de maquinas virtuais. No entanto, tais migracdes, também trazem consumo
extra de energia causado pela transmissao de imagens da maquina virtual e operacoes de
stop/resume. Devido a estas migragcdes o tempo de resposta aumenta consideravelmente
resultando em um efeito negativo no desempenho da maquina virtualizada [43]. Com estas
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Figura 2.1 — Provisionamento reativo de recursos adaptado de Hwang et al.[21]

informagdes, para Xu et al.[43] ainda é um desafio realizar o escalonamento de maquinas
virtuais visando reduzir o consumo de energia e a mitigagdo da degradacéo do desempe-
nho.

Para Wei et al. [42] também h& um trade-off entre custo e SLA para provedores
de nuvem. Para lidar com a grande quantidade de solicitacées dos usuarios, algumas or-
ganizagdes utilizam a abordagem de alocagdo de maquinas, onde procuram manter MFs
suficientes para suas demandas, e, consequentemente, ndo ocasionar a quebra de SLA. No
entanto, a manutencdo de muitas MFs resulta no efeito de over-provisioning. Além disso,
existe a necessidade de aguardar a ativacdo de MFs, no qual pode causar impactos no
tempo de resposta, sendo um desafio encontrar o nimero adequado de maquinas ativas.

Com o intuito de solucionar estes problemas, ha estudos que procuram explorar
estratégias para prever o comportamento de aplicagdes por meio do uso de algoritmos de
aprendizado de maquina [25]. Amiri and Mohammad-Khanli [2] afirmaram que modelos
preditivos podem ser aplicados com base em dados historicos de carga de trabalho para
alocar com precisao 0s recursos necessarios para satisfazer as politicas de QoS e o SLA.
Desta forma, a Secdo a seguir contextualiza as caracteristicas de previsdo de carga de
trabalho.
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2.2 Caracterizacao de previsao de Carga de Trabalho

A carga de trabalho pode ser adquirida pela coleta dos dados da utilizacdo de
recursos computacionais, aplicacoes e servicos, por exemplo. Estes dados podem ser uti-
lizados como entrada para técnicas de previsdo para descobrir comportamentos futuros e
demandas de infraestrutura. Na computacdo em nuvem, a previsdo do comportamento de
aplicativos é uma etapa essencial para o gerenciamento eficiente de recursos [2].

Predigdo para Provisionamento

de Recurso
! | l
Predig@o de Aplicagao Predi¢@o de Carga do Host

l i l

Desempenho Parametros de SLA Carga de

| Trabalho

Vazio Tempo de Numero de Demanda de Uso de
Resposta Requisigoes Recursos Recursos

Figura 2.2 — Diferentes niveis de predi¢cao por Amiri e Mohammad-Khanli[2]

Amiri e Mohammad-Khanli [2] pesquisaram o conceito de carga de trabalho e des-
cobriram que este conceito pode ser interpretado de maneiras diferentes na literatura, como
pode ser observado na Figura 2.2. Em algumas referéncias como Liang et al. [27] e Kumar
et al. [25], eles consideram que a carga de trabalho de um aplicativo é equivalente ao nu-
mero de solicitagdes para o aplicativo. Nesta abordagem, o niumero futuro de requisi¢des é
a saida do método de previsao.

No caso de Jiang et al. [23] a carga de trabalho é interpretada como a demanda
futura de maquinas virtuais (VMs). Para Garg et al. [16] a utilizacdo de recursos das VMs
€ considerada como carga de trabalho. Eles assumiram que cada aplicativo é encapsu-
lado dentro de uma VM. No contexto da previsdo de desempenho de aplicagbes, Manvi e
Krishna Shyam [29] mencionam que os valores de taxa de transferéncia e tempo de res-
posta, sdo previstos com base no recurso alocado para a aplicacdo. Nessa situacéo, o
objetivo principal é determinar a melhor alocagéao de recursos para obter o nivel de desem-
penho desejado.

Leitner et al. [26] preveem parametros de SLA de aplicativos. Os autores fazem
uso da previsao de violacao de SLA de acordo com a carga de trabalho ou com os recursos
alocados para as aplicagées. Em outras palavras, os dados que se referem a dados tipicos
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de QoS (por exemplo, tempos de resposta, disponibilidade, carga do sistema) e dados de
instancia de processo (por exemplo, identificadores de clientes, produtos encomendados)
podem ser utilizados para previsdo. A predicao de carga do host é usada por Yang et al.
[44] com o foco de melhorar a utilizacao de recursos na nuvem.

Esta Secao apresentou diferentes perspectivas no que é conhecido por carga de
trabalho, sendo aplicadas solugbes proativas em cenarios contextualizados. Como o foco
desta dissertacado € baseada na utilizacdo de aplicagcdes web como benchmark, podemos
concluir que a carga de trabalho ideal para esse contexto também corresponde as requisi-
cbes de aplicagdo conforme adotado pelos autores [27][25].

A proxima sessao descreve as metodologias utilizadas na literatura para a previsao
das cargas de trabalho.

2.3 Taxonomia de previsao de carga de trabalho

Existem esforcos de pesquisa para descobrir abordagens para encontrar o com-
portamento do aplicagdes. Com base nesta informacédo, Amiri e Mohammad-Khanli [2]
propuseram uma taxonomia geral para modelos de previsdo de aplicacdo. Segundo os
autores, os modelos de previsao podem ser divididos em quatro grupos; esses grupos in-
cluem métodos como orientados por tabela, teoria de controle, teoria das filas e técnicas de
aprendizagem de maquina conforme Figura 2.3

Técnicas de predigdo

! ! !

Orientados Teoria do Teoria das Técnicas de
a Tabela Controle Filas Aprendizagem de Maquina

l
Lol bbb

Modelo SISO Modelo MMO ~ Modelo CN ModeloCN  KNN  Agregagio  Algoritmo ~ Regressio  Moving ~ Modelo NN SVN  Modelode RL ~ PCA  Random

Aberto Fechado Genético l Average  Bayesiano Markov Forest
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Figura 2.3 — Taxonomia dos métodos de previsao por Amiri and Mohammad-Khanli[2]

2.3.1 Método Orientados a Tabela

Em métodos orientados a tabela, o comportamento do aplicativo monitorado é
registrado em uma tabela para diferentes valores da intensidade da carga de trabalho e
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diferentes quantidades de recursos alocados [2]. A interpolacdo é um método de constru-
cao de novos pontos de dados usada para obter valores nao registrados na tabela. Essa
abordagem tem algumas limitagdes, como baixa escalabilidade devido ao numero de apli-
cativos, estados diferentes da alocacao de recursos e diferentes tipos de cargas de trabalho
[4]. A construcdo da tabela consome tempo, e demanda a necessidade de diversos experi-
mentos para preencher a tabela. Portanto, esse método é considerado obsoleto conforme
mencionam os autores Amiri e Mohammad-Khanli [2].

2.3.2 Método Teoria de Controle

Nos métodos de controle, o objetivo é controlar recursos compartilhados entre
aplicativos em nuvem [2]. O método de Teoria de controle tem um mecanismo para trabalhar
com mudancas imprevisiveis e perturbagdes em sistemas usando feedback [46].

Este tipo de sistemas pode ser dividido em dois grupos, controle de /loop aberto e
sistemas de controle de loop fechado [2]: Em sistemas de controle aberto, o0 desempenho
da aplicacao (saida) depende dos recursos alocados (os sinais de entrada), e o sinal de
saida ndo afeta a entrada para controlar os recursos alocados para a aplicativo. Em sis-
temas de controle em loop fechado ha um loop de feedback que compara a execucao do
aplicativo com o desempenho desejavel. Assim, o controlador ajusta os recursos alocados
de acordo com sua meta de desempenho.

Um controle de loop fechado padrao conforme ilustrado na Figura 2.4 baseado em
Zhu et al. [46], refere-se ao sistema que esta sendo controlado como o sistema de destino,
que possui um conjunto de métricas de interesse (referente as medidas de saida) e um
conjunto de botdes de controle (referenciado como entrada de controle).

Perturbacéo
Entrada de Erro de Entrada de l Medida de
Referéncia (1) ‘®Controle (e) Controlad Controle (u) Sistema Alvo saida (y).
e e ontrolaaor £q >

1

Figura 2.4 — Loop de controle de feedback padrdo Zhu et al.[46].

Além disso, como mencionado por Zhu et al. [46] existem algumas limitacoes para
essa abordagem, como as inter-relagdes de nado-linearidade em sistemas de computacgao,
0 que torna a modelagem mais dificil de ser entendida e aplicada na pratica. Além disso,
impbe uma limitacdo na velocidade com que as cargas de trabalho ou o comportamento do
sistema podem mudar. Existem problemas com a granularidade de tempo, dificultando a
projecao de controladores que respondam a mudangas em escalas de tempo mais curtas.



24

2.3.3 Método Teoria das Filas

O método de teoria das filas (TF) pode ser usado para prever o desempenho do
aplicativo e modelar o relacionamento entre a carga de trabalho e os critérios de desempe-
nho [2]. Na TF, cada servidor é alocado para o aplicativo como um sistema de filas, conforme
mencionado por Urgaonkar et al. [41], que investiga essa abordagem com aplicativos de
Internet de multicamadas.

Os trabalhos vao de uma fila e chegam em outra. Os métodos TF possuem pa-
rametros como a taxa de chegada de solicitagdes e o0s requisitos médios de recursos de
solicitagcdes que devem ser especificados [41].

O método TF aberto ilustrado pela Figura 2.5a as demandas podem ser externas.
Assim, 0 numero de jobs no sistema varia com o tempo [19]. No TF fechado ilustrado pela
Figura 2.5b, existe uma populacéo constante na rede e nenhuma fonte externa. No entanto,
esta abordagem possui fontes limitadas ao que tange os topicos de previsao de carga de
trabalho [2]. E possivel que o método tenha sido substituido para uma implementagéo mais
direta. Na pesquisa de Amiri e Mohammad-Khanli [2] também n&o ha informagédo sobre
novas pesquisas neste cenario.

Saida <€
Sal’da
—> —>
Entrada—Y > @
%a
(a) TF Aberto

A

(b) TF Fechado

>

—>

ol

Figura 2.5 — Um exemplo de modelos TF abertas e fechadas, Amiri and Mohammad-
Khanli[2]
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2.3.4  Métodos de Aprendizado de Maquina

Uma das abordagens recentemente pesquisadas para a previsao de aplicacdes
corresponde aos métodos de AM. Esses métodos sao capazes de prever o comportamento
da aplicagdo em diferentes dimensdes, como, por exemplo, previsdo de recursos [23], Vio-
lacdo de SLA [26], desempenho de aplicacdes e o tempo de execucao de jobs [2].

Com base nos conceitos mencionados por Gollapudi [18], abaixo estao descritos
diferentes categorias de problemas em que os algoritmos de AM podem resolver, conforme
categorizado pela Figura 2.6:

Classificagdo

Clustering
Simulagao

(agrupamento)

Tipos de Problemas
de aprendizagem

Regressao

Otimizagdo

Figura 2.6 — Tipos de problemas de aprendizagem
Fonte: baseado em GOLLAPUDI, 2016, p. 16.

« Classificacao: é uma maneira de identificar uma técnica de agrupamento para um
determinado conjunto de dados. Dependendo de um valor do atributo de destino ou
saida. Todo conjunto de dados pode ser qualificado para pertencer a uma determi-
nada classe. Essa técnica tem como objetivo identificar padrées de comportamento de
dados, tratando-se de um mecanismo de discriminacao. As técnicas de classificagéo
nem sempre se tratam de diferenciagdes binarias como sim/ndo, masculino/feminino,
mas, também, pode ser definida como abaixo da média, na média, acima da média,
bom, 6timo. Essas classificacoes dependem da definicdo de problema nas quais estao
baseadas.

+ Clustering (agrupamento): este, diferente do problema de classificagdo supracitado
onde o usuario especifica qual € a medida de classificacao que se pretende extrair. Na
categoria de clustering sao fornecidos dados e se espera encontrar padroes interes-
santes que possam agregar inteligéncia, ou seja, isso é uma analise de classificacdo
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que nao inicia com um objetivo definido (bom / ruim, alto / baixo), e, sim, explora novas
opcoes que podem ser extraidas por meio dos datasets(conjuntos de dadosntos de)
fornecidos.

» Predicao ou Regressao: similar a classificacao, os problemas de predicao também
estdo interessados em identificar o caminho que as coisas vao seguir no futuro. Es-
tas informacdes sao derivadas de experiéncias passadas, ou seja, 0s datasets sao
compostos por dados historicos. Neste caso, existe a necessidade de prever o futuro
através da regressdo. Essas classes de aprendizado sdo usualmente empregadas
para resolver problemas que podem ocorrer no futuro, como crescimento e queda de
bolsa de valores, estoques e estimativas de vendas entre outras.

« Simulacao: além das técnicas supracitadas, pode existir situacées em que os dados
podem ser incertos. Para resolver tais problemas é necessario simular uma grande
quantidade de alternativas. Portanto, os cientistas de dados combinam uma ou mais
das técnicas anteriores para resolver problemas como criagdo de drogas, buscas na
Web, extracao de informagdes, compreender o comportamento de clientes, entre ou-
tros.

» Otimizacao: em termos gerais, € um mecanismo para fazer algo melhor ou definir um
contexto para uma solucéo que o torne adequado. Ao contrario do caso de simulacdes
em que ha incerteza associada a entrada de dados, na otimizagdo existem dados de
entrada sobre as dependéncias de relacdes entre atributos.

Os algoritmos de AM s&o aplicados em problemas que ndo podem ser resolvidos
através de algoritmos especificos. No entanto, se houver dados histéricos disponiveis é
possivel prever ou derivar tarefas usando essas técnicas de AM, entretanto, conforme ex-
posto nos itens acima é necessario definir quais tipos de problemas precisam ser resolvidos
[18]. Em outras palavras, com base no armazenamento do comportamento dos aplicativos
ao longo de um periodo de tempo, estas informagdes podem ser utilizadas como dados de
entrada para os algoritmos de AM, tornando possivel a construgdo de modelos que realizem
a classificagao, simulacao e até mesmo a previsdo do comportamento futuro de aplicacdes
[2].

Desta forma, é compreensivel que a abordagem de AM esteja sendo amplamente
adotada para estabelecer modelos de previsdo motivados pelo poder de trabalhar com car-
gas de trabalho n&o lineares, consequentemente, promovendo resultados promissores [25].
Portanto, com base nas declaragdes supracitadas, escolhemos as técnicas de AM para
explorar durante o desenvolvimento desta dissertacao.
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3. PREVISAO DE CARGA COM APRENDIZADO DE MAQUINA

3.1 Contextualizacao de Aprendizado de Maquina

Atualmente diversas areas da computacao vem aderindo ao uso de técnicas de
AM, isso proporcionado pelo alto poder computacional disponivel na atualidade, devido a
capacidade de resolucdo de diversos tipos de problemas. Sendo assim, esta dissertacao
busca resolver problemas de previsdo de carga de trabalho, portanto aborda um tipo es-
pecifico de algoritmos de AM conhecido por algoritmos supervisionados, ou seja, precisam
consumir dados historicos para induzir um modelo que seja capaz de fazer previsdes. Desta
forma, utilizaremos dados histéricos da demanda de aplicacées como entrada para nossos
algoritmos. Os conjuntos de dados de entrada nesse contexto também sao chamados de
conjuntos de dados "rotulados"”. Algoritmos classificados nesta categoria concentram-se em
estabelecer uma relacao entre os atributos de entrada e saida e usar esse relacionamento
especulativamente para gerar uma saida para novos pontos de dados de entrada [18].

O aprendizado no contexto de AM pode ser caracterizado de forma simples, como
dados histéricos ou observacoes utilizadas para realizar previsées ou derivar tarefas. A se-
guir sdo descritas algumas consideracdes que definem um problema de aprendizagem [18]:

» Fornecer uma definicdo do que a "aprendizagem" deve aprender e a necessidade de
aprender.

+ Definir os requisitos de dados e as fontes dos dados.

 Definir se 0 método de aprendizado deve operar no conjunto de dados na integra ou
em um subconjunto.

Para compreender cada tipo de aprendizagem sera necessario ter o conhecimento
deste processo, no qual envolve a construcdo e validacdo de modelos que resolvam um
problema com o maximo de preciséo.

Para que ocorra a aprendizagem de maquina sao considerados dois tipos de data-
sets. O primeiro dataset é geralmente preparado manualmente, onde os dados de entrada
e de saida estao disponiveis e preparados. Neste caso, cada entrada tem um ponto de
dados de saida que sera usado de forma supervisionada para construir a regra [18]. O se-
gundo conjunto de dados representa os de entrada, o qual é usado para prever o resultado
esperado, afim de testar se 0 modelo conseguiu aprender durante a fase de treinamento.

Como primeira etapa, os dados podem ser divididos em dois (dataset de treino e
testes) ou trés partes, caracterizando os datasets de treinamento, validagéo e testes. Nao



28

existe uma regra fixa que define um percentual de cada dataset. Podendo ser 70-10-20,
50-25-25, ou qualquer outra combinacao de valores. [18].

O dataset de treinamento é utilizado para aprender ou construir por exemplo, um
preditor ou classificador. O dataset de validagao refere-se aos exemplos de dados que sao
verificados contra o preditor/classificador incorporado, esses podendo ajudar a sintonizar a
precisdo da saida.

Existem tipicamente trés fases para realizar a aprendizagem de maquinas [18]:

» Fase 1 - Fase de treinamento: esta é a fase onde os dados de treinamento séo usa-
dos para treinar um modelo emparelhando a entrada fornecida com a saida esperada.
O resultado desta fase € o proprio modelo de aprendizagem.

» Fase 2 - Fase de validacao e teste: esta fase é utilizada para medir o quao bom o
modelo de aprendizagem foi treinado, e estima as propriedades do modelo, tais como
medidas de erro, precisao e outros. Esta fase utiliza o conjunto de dados de validacao
e a saida € um modelo de aprendizado sofisticado.

» Fase 3 - Fase de aplicacao: nesta fase, 0 modelo esta sujeito a dados do mundo real
para os quais os resultados devem ser derivados.

A Figura 3.1 ilustra o processo de como a aprendizagem pode ser aplicada para
prever o comportamento, com base nos tépicos supracitados.

(DE

\'k ados ndo tratados
¥ ¥
' ™y
Dataset de
—EIEsE Dataset de Testes
Treinamento
W r
Construir e refinar Modelo de
o modelo validacéo
¥ ¥
Algoritmo de o ics Dataset novo ou de
e - % Fegras de Predicao 1ova
Machine learning Avaliacio

Comportamento
previsto

Figura 3.1 — Exemplo de processo de aprendizagem
Fonte: baseado em GOLLAPUDI, 2016, p. 6.
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No entanto, a configuracao inicial de um algoritmo de AM é considerada complexa,

pois existem diversos parametros que devem ser ajustados para que o modelo de AM funci-
one da maneira adequada ao problema proposto. Portanto, existem conceitos e definicdes
técnicas que precisam ser levadas em consideracdo ao construir modelos, como seguem
[13]:

Amostra/observacao: numero de elementos de um conjunto de dados. Em nosso
caso quantidade de requisi¢coes realizadas por minuto.

Neuron: neurdnio artificial € um componente que recebe entrada de uma ou mais
fontes, sendo outros neurénios ou entrada de dados de um dataset. O neurénio multi-
plica cada uma dessas entradas por um peso. Em seguida, adiciona as multiplicagdes
e passa a soma para uma fungéo de ativagao.

Epoch: geralmente definido como "uma passagem sobre todo o conjunto de dados”,
usado para separar o treinamento em fases distintas.

Batch/batch size: um conjunto de N amostras expostas ao modelo, como exemplo,
20 amostras em um dataset, e batch size com tamanho de 5 amostras, para expor
todo o dataset ao modelo, sera necessario 4 batchs (batch 5 x 4 = 20 amostras), e
este ciclo caracteriza uma Epoch(Epoca). As amostras em um batch sdo processadas
independentemente em paralelo.

Dropout: consiste em configurar aleatoriamente uma taxa de fragcdo de unidades de
entrada para 0 a cada atualizacdo durante o tempo de treinamento, o que ajuda a
evitar o overfitting.

Os itens descritos acima sdo chamados de parametros ou hiperparametros. Eles

estdo presentes na maioria dos modelos de redes neurais e precisam estar ajustados para
gue os modelos oferegcam previsdes coerentes. Para cada aplicacdo ou nova carga de
trabalho o processo de ajuste dos hiperparametros devera ser realizado novamente.

Para que seja possivel verificar a qualidade e efetividade das previsées, os mode-

los séo avaliados com base em métricas predefinidas, ou seja, para cada tipo de problema
existem métricas especificas. Portanto, na secao seguinte serdao abordadas algumas métri-
cas especificas utilizadas para a avaliagdo da qualidade dos preditores.

3.2

Métricas de avaliacao

A avaliagao de um algoritmo de AM supervisionado é realizada por meio da analise

do desempenho do preditor gerado por ele durante a previsao de novos dados, os quais nao
foram apresentados previamente em sua fase de treinamento [15].
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Existem métricas especificas para cada tipo de problema, no entanto, esta secao
aborda métricas especificas destinadas a avaliagdo de problemas de regressao, onde sao
obtidas a partir da comparacao dos valores das previsdes dos modelos com os valores re-
ais/observados [18]. Os valores resultantes destas métricas sdo sempre ndo-negativos e
valores proximos de zero sdo melhores, exceto a métrica R?, que sera detalhada ao longo
desta Secéao [35].

3.2.1 Erro Quadratico Médio (MSE)

Para calcular o MSE, primeiro elevamos o quadrado da diferenca entre os valores
observados e previstos de cada registro. Entdo, calculamos o valor médio desses erros
quadrados. Se o valor previsto do registro i for P; e o valor real for A;, dividido por n que
corresponde a um numero de observacgoes, entdo o MSE ¢ a equacao 3.1 [15]:

MSE = ZL('Z— A) (3.1)

3.2.2 Erro Quadratico Médio da Raiz (RMSE)

Também é comum usar a raiz quadrada do MSE chamada RMSE que representa o
desvio padrao da amostra das diferencgas entre os valores previstos e os valores observados
(chamados residuais) [35]. Matematicamente é representado pela férmula 3.2:

RMSE = \/ Z'L('j; —A) (3.2)

3.2.3 Erro Absoluto Médio (MAE):

MAE € a média da diferenca absoluta entre os valores previstos e os valores obser-
vados. O MAE é uma pontuacéo linear, o que significa que todas as diferencas individuais
sao ponderadas igualmente na média, conforme equagéo 3.3 [18].

n Pp— .
MAE = w (3.3)

A distincao entre o MAE e o RMSE, é dado pela minimizacdo do erro ao qua-
drado sobre um conjunto de numeros que resulta em encontrar sua média e minimizar os
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resultados do erro absoluto na localizacdo de sua mediana. Essa é a razéo pela qual o
MAE é robusto para outliers, enquanto o RMSE néo é. No entanto, mesmo depois de ser
mais complexo e enviesado para desvios mais altos, 0 RMSE ainda € a métrica padrao de
muitos modelos, porque a fungcdo de perda definida em termos de RMSE € suavemente
diferencavel e facilita a execucao de operagcdes matematicas.

3.2.4 R ao quadrado ou R?:

R ao quadrado, originalmente empregada pelas areas da estatistica, é utilizada
para avaliar a precisdo de modelos matematicos. Dentro do contexto de AM esta métrica
estima até que ponto as varidveis independentes selecionadas explicam a variabilidade
das variaveis dependentes [11]. Os valores de referéncia variam entre 0 e 1, ou seja, um
modelo com R? : 0.05 é considerado insuficiente se comparado com outro que seja 0.83.
Esta métrica indica o quéo preciso é o modelo de AM [11]. Diferente da métrica de RMSE
que € utilizado para comparar a precisao da previsao alcancada. A respectiva métrica é
representada pela equacgao 3.4.

Z/1Y Y 12311

onde Y; denota o valor previsto de Y; e Y denota a média da amostra de Y.

\':<>

As secoes a seguir descrevem trés técnicas de aprendizado de maquina que mos-
traram resultados promissores em trabalhos relacionados em cenarios semelhantes ao que
foi explorado nesta pesquisa [25][31][35]. Eles serdo comparados uns aos outros em nos-
sos experimentos no Capitulo 4.

3.3 Técnicas de Aprendizado de Maquina

Na literatura diversos algoritmos de AM estao sendo propostos com o objetivo de
otimizar a previsdo de cargas de trabalho, no entanto, alguns algoritmos especificos tém
adquirido resultados promissores nesta area, como o modelo ARIMA utilizada por [10],
ANN proposta por [25] e GRU implementada por [34]. Por conseguinte, escolhemos estes
algoritmos para realizar a comparagao de seus respectivos prés e contras. A se¢ao seguinte
abordara cada uma das técnicas utilizadas durante o desenvolvimento desta dissertacao.
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3.3.1 ARIMA

Uma série temporal € uma sequéncia de observacgdes feitas ao longo do tempo,
que geralmente sdo dependentes umas das outras [8]. Assim, entender como essa de-
pendéncia funciona é crucial para encontrar uma técnica que possa se ajustar aos dados
analisados e prever etapas futuras. Entre varios métodos disponiveis para essa finalidade,
existe 0 modelo ARIMA, que representa a classe de modelos estatisticos para analise e
previsao de series temporais. De acordo com Messias et al. [31], ARIMA significa Média
Mével Integrada Auto Regressiva e pode ser aplicada em diversas areas que demandam
séries temporais [4]. O acrénimo ARIMA(p, d, q) é composto de trés partes que se re-
ferem a modelos de previsdo mais simples, cada um sendo adequado para detectar um
comportamento especifico [17], como segue:

* AR (p): O primeiro deles é o componente (Autoregresséo), que é responsavel pelo
modelo da dependéncia entre cada observacao e suas observacoes defasadas. Se p
€ 0, denota que nao ha padrao de autorregressdo no modelo respectivo.

« I(d): Para aproveitar as propriedades estatisticas necessarias para ajustar o ARIMA,
a "estacionariedade"é uma caracteristica desejavel. Portanto, o segundo componente
(Integrado) representa o uso da diferenciagao (isto €, subtraindo uma observagao no
tempo t do d anterior) para transformar a série temporal em estacionaria, mas quando
d é 0, uma vez que implica que a série ja esteja estacionaria.

* MA (q): A dltima parte é responsavel por identificar a dependéncia entre observacoes
e erros residuais, com base em uma média mével da ordem q (ou seja, um intervalo
de g unidades de tempo).

De acordo com Box & Jenkins [8], o modelo ARIMA(p, d, ) usado para a previsao
de séries temporais € estabelecido como:

®,B(1 — B)?Z; = ©g + ©4(B)ay (3.5)

Onde: p, d, g, t sdo inteiros positivos, Z; é a variavel de interesse da série temporal B'(Z;) =
Z;_j=zti. Béchamado o operador lag, ¢, sdo os parametros do componente Autorre-
gressivo de ordem p, ©g + ©4 s@o os pardmetros da Média Mével do componente de ordem
g, B(1 — B)? é o componente Integrado de d grau, a; € o componente aleatério, também
conhecido como ruido do modelo [10][31][8].
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3.3.2 ANN

As Redes Neurais Artificiais (ANN) foram inspiradas na estrutura das redes neu-
rais biolégicas [18] e pertencem a uma classe de técnicas de correspondéncia de padrdes.
A ANN tem um comportamento feedforward, formando um grafico aciclico direcionado. Se-
gundo Russel e Norvig [38], as redes neurais sdo compostas de nés ou unidades conecta-
das por links diretos, as propriedades da rede s&o determinadas por sua topologia e pelas
propriedades dos neurdnios.

A Figura 3.2 mostra um modelo composto de trés camadas principais que é
conhecido como Multi Layer Perceptron (MLP): camadas de entrada, ocultas e de saida.

Camada
Oculta

Camada de
Entrada

Camada de
Saida

Figura 3.2 — Rede Neural Artificial com trés camadas

A camada de entrada é onde a informacgéo externa é recebida (apenas numeros),
a camada oculta é onde cada operagao do neur6nio € calculada (através das funcdes de
ativacdo) e a camada de saida é onde a solucao de previsao é fornecida [45].

Peso de viés
a():]

Links de Fungdo de  Fungdo de Saida Links de
Entrada Entrada Ativagao Saida

Figura 3.3 — Modelo simplificado de um neurdnio, adaptado de Russel e Norvig [38]

A Figura 3.3 mostra um modelo matematico simples para um neurdnio [38]. Um
link da unidade i para unidade j serve para propagar a ativacao a; de i para j. também tem
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um peso numerico w;; associado a ele, que determina a forga e o sinal da conexdo. Assim
como nos modelos de regressao linear, cada unidade tem uma entrada simulada g, = 1
com um peso associado wp,;. Cada unidade j primeiro calcula uma soma ponderada de
suas entradas [38]:

n
in,- = Z Wi ;ai (36)
i=0

Em seguida, aplica-se uma fungéo de ativacao g a essa soma para derivar a saida:

glin) = (Z W,,a,> (3.7)

Depois de definir a estrutura da ANN, como o numero de camadas e neurénios,
a rede deve ser treinada, assim refinando a saida e a funcao de erro para dar respostas
confiaveis.

3.33 GRU

A abordagem das Redes Neurais Recorrentes (RNN) tem o mesmo processo de
construcao que a ANN. No entanto, os RNNs tém conexdes entre as unidades formando
um ciclo dirigido para que possam "lembrar" de coisas importantes sobre a entrada que
receberam, o que permite que sejam precisas na previsao do que vem a seguir. Geral-
mente esta abordagem é adotada para tarefas de curto prazo, como reconhecimento de
fala, compreensao de linguagem, processamento de linguagem natural (NLP), aplicacdes
em reconhecimento de sequéncia, producao ou predi¢do de séries temporais [12], [3]. Toda-
via, os RNNs simples sao dificeis de treinar para capturar dependéncias de longo prazo de
conjuntos de dados sequenciais longos, porque o gradiente geralmente desaparece apds
varias etapas [3]. Portanto, Cho et al. [12], propbés o0 modelo Gated Recurrent Unit (GRU),
esse modelo possui duas camadas de portas (gates) conforme ilustra a Figura 3.4: redefinir
gates e atualizar gates [12].

A camada oculta GRU no momento t é definida seguindo-se [39].

1y = o(Xt Wy + h—1 Wh + by) (3.8)
2t = o(Xt Wiz + hy—1 Wh + by) (3.9)
hy = f(XeWyn + (1t © he_1) Whn + bp) (3.10)

ht=(1 —Z;)@ht_1+zt®F7t (311)
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Figura 3.4 — Gated Recurrent Unit, adaptado de Tjandra et al. [39]

Onde o(-) é uma fungao de ativagcao sigmoide, r;, z; sdo redefinidos e atualizado os
gates, h; sdo os valores de camada oculta candidata e h; sdo os valores da camada oculta
no tempo-t. Os portdes de reinicializacdo determinam qual valor de camada oculta anterior
€ util para gerar a camada oculta candidata atual. Os gates de atualizagdo mantém os
valores de camadas ocultas anteriores ou sdo substituidas por novos valores de camadas
ocultas candidatas [39].

3.4 Tuning de Hiperparametros

Os algoritmos de aprendizado podem ser aplicados em diversos contextos. Porém,
para que os resultados sejam eficientes é necessario realizar o ajuste dos hiperparametros
do modelo de AM. Os hiperparametros correspondem a variaveis diretamente relacionadas
aos dados de treinamento, como exemplo, a definicdo de quantos neur6nios cada camada
do modelo vai possuir, e a quantidade de amostras do dataset que sera exposto ao modelo
a cada iteracdo de treinamento, ou seja, sdo variaveis de configuracdo dos modelos de
AM [32], conforme previamente introduzido na Secéo 3.1.

Segundo Diaz et al. [14] um grande desafio na concepgao de sistemas de AM é
determinar a melhor estrutura e parametros para a rede neural, baseado nos dados disponi-
veis que serdo usados para construir o modelo. Os hiperparametros podem ser escolhidos
com base em regras heuristicas e ou ajustados manualmente para acelerar a descoberta
de configuracdes. Esta etapa é crucial para a implementacdo de um algoritmo de aprendi-
zado eficaz, no entanto, &€ conhecido por ser um processo oneroso. A abordagem usual €
tentar diversos conjuntos de hiperparametros e escolher aquele que executa os melhores
resultados [1].

A expressao utilizada por alguns autores: No Free Lunch Theorem mais conhe-
cido como "nado existe almoco gratis", corresponde a uma afirmacao de que néo existe um
algoritmo de aprendizagem unico que, em qualquer dominio, induza sempre o preditor mais
preciso [1]. A definigdo dos hiperparametros é ainda um problema em aberto na area da
aprendizagem de maquina, mas ao longo dos anos foram desenvolvidas algumas aborda-
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gens que procuram minimizar o processo de definicao dos hiperparametros. Ao longo desta
Secao serao descritas algumas abordagens utilizadas.

3.4.1 Técnicas de Tuning de Hiperparametros

Grid Search:

Grid Search é um algoritmo utilizado para a otimizagdo de hiperparametros que
consiste em uma pesquisa em grade. Portanto, € preciso definir um conjunto de valores
de parametros, onde 0 modelo sera treinado para todas as combinacdes de parametros
possiveis, e no final vai indicar a melhor combinagdo. Segundo Bergstra et al. [6], o grid
search é a estratégia mais utilizada para a utilizacdo de hiperparametros. No entanto, este
método é uma boa escolha quando o modelo pode ser treinado rapidamente, pois as execu-
cbes em grade sdo exponenciais no numero de dimensdes da pesquisa, nos quais tornam
irrelevantes para um determinado conjunto de dados [32]. A Figura 3.5 ilustra a pesquisa
em grid para a descoberta dos parametros do modelo ARIMA, com valores do parametro p
variando entre (0, 1, 2, 4, 6, 8, 10), d e g entre 0 a 3. O método realiza a avaliacao de todas
as possibilidades e no final indica a op¢cao mais precisa.

dion@dion: ~/master/dissertat... e

File Edit View Search Terminal Help File Edit View Search Terminal
ARIMA(O, 0)| RMSE=600.839 ARIMA(G, ®) RMSE=197.825
RIMA(O, 1) RMSE=384.566 ARIMA(SG, 1) RMSE=197.834
ARIMA(O, 2) RMSE=308.372 ARIMA(6, ®) RMSE=208.665
RIMA(O, 0) RMSE=202.177 ARIMA(6, 1) RMSE=198.060
ARIMA(O, 1) RMSE=198.235 ARIMA(S, 0) RMSE=194.305
ARIMA(O, 2) RMSE=197.942 ARIMA(S, 1) RMSE=194.289
ARIMA(O, ©) RMSE=315.311 ARIMA(S8, 2) RMSE=194.381
ARIMA(O, 1) RMSE=202.384 ARIMA(S, ®) RMSE=198.728
RIMA(1, ©) RMSE=199.279 ARIMA(S, 1) RMSE=194.823
ARIMA(1, 1) RMSE=196.395 ARIMA(S, 0) RMSE=205.834
RIMA(1, 2) RMSE=195.961 ARIMA(8, 2, 1) RMSE=198.952
ARIMA(1, 0) RMSE=198.031 ARIMA(10, ©, ©) RMSE=194.185
ARIMA(1, 1) RMSE=198.072 ARIMA(10, 1, ©) RMSE=198.9089
RIMA(1, ®) RMSE=253.145 ARIMA(1©, 1, 1) RMSE=198.880
ARIMA(1, 1) RMSE=198.265 ARIMA(10, 2, ©) RMSE=204.803
RIMA(Z2, ©) RMSE=196.135 ARIMA(10, 2, 1) RMSE=199.126
ARIMA(2, 1) RMS5E=196.176 ARIMA(10, 2, 2) RMSE=199, 387
ARIMA(2, 2) RMSE=191.202 Best ARIMA(4, O, 1)]| RMSE=191.030
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QOO NNREFEFODODONNRER=,OOO

Figura 3.5 — Exemplo de pesquisa em grid para o modelo ARIMA. [39]

Random Search:

Corresponde a um método que pertence aos campos de otimizagao estocastica e
otimizacao global. O funcionamento desta estratégia € amostrar solugées de todo o espaco
de pesquisa usando uma distribuicdo de probabilidade uniforme. Desta forma, ao invés de
testar todas as combinagdes possiveis, sdo selecionados randomicamente os conjuntos de
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parametros. Cada amostra futura é independente das amostras que vém antes da amostra
atual [9]. Este método pode retornar uma aproximacgao razoavel da solucéo 6tima dentro
de um tempo razodvel sob baixa dimensionalidade do problema. Olhando a perspectiva
do pior caso, uma vez que a pesquisa aleatéria ndo tem meméria e pode ser recapturada
cegamente, nao existe garantias do alcance de uma solugao étima para o problema [9].

Hand tuning:

Consiste no processo de definicdo de hiperparametros, treinamento e teste de
forma manual realizada pelo desenvolvedor, utilizando o conhecimento empirico, baseado
nas experiéncias de implementacdes anteriores. Podendo ser combinada com outras téc-
nicas como exemplo: Grid Search e Random Search.

Bayesian optimization:

Para esta otimizacao é utilizado o Processo Gaussiano com Fungéo de Aquisicao.
A ideia por tras do Processo Gaussiano € que para cada entrada x temos saida y = f(x),
onde f € uma funcdo estocastica. Esta funcdo corresponde a saida de uma distribuicao
gaussiana. Além disso, podemos dizer que cada entrada x tem uma distribuicao gaussiana
associada. O que significa que para cada entrada o processo x gaussiano definiu-se a
média 1 e desvio padrdo o para alguma distribuicdo gaussiana. O processo Gaussiano
seleciona um conjunto de parametros com base na melhor observacao, no entanto, as
redes neurais geralmente envolvem a randomizagao na inicializagao de pesos durante o
processo de treinamento. A execugao da rede neural com 0s mesmos parametros pode
levar a pontuacdes diferentes, o que significa que a nossa melhor pontuacdo nem sempre
pode ocorrer [36].

Tree of Parzen Estimators ou TPE:

Os estimadores Parzen estruturados em arvore (TPE) corrigem as desvantagens
do processo gaussiano. De acordo com Madrigal et al. [28] cada iteracao TPE coleta novas
observagdes e no final da iteragdo, o algoritmo decide qual conjunto de parametros deve
tentar em seguida. O TPE desenha amostras uniformemente no espaco de configuracao,
portanto, ndo requer estimativas iniciais ou conjuntos de treinamento. Entdo, as amostras
séo avaliadas de acordo com a fungao de custo. A abordagem divide as amostras em dois
grupos com base em sua pontuacdo. O primeiro grupo tem todas as amostras que melho-
ram a estimativa atual do score, enquanto o segundo contém o restante, portanto, ambos
0S grupos sao usados para modelar a probabilidade do melhor conjunto de hiperparametros
[28].
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O algoritmo TPE (Tree of Parzen Estimators) esta incluido na biblioteca Hyperopt,
onde é possivel definir um intervalo de busca para cada hiperparametro da rede neural de
interesse, conforme destacado na Figura 3.6. As arvores lidam naturalmente com paréa-
metros condicionais, sdo rapidas de treinar e podem ser atualizadas incrementalmente em
dados online [7] [5].

87 def model(X train, Y train, X test, Y test):

89 lookback = 1

9e model=Sequential()
91 model.add(Dense({{choice(|[30,
92 model.add(Dropout(6.2))
93 model.add(Dense({{choice(|[16,
94 model.add(Dropout(6.2))

95 model.add(Dense(1))

60,801))}}, input_dim=lookback, activation='relu'))

30,6000 }}, activation='relu'))

97 model.compile(loss='mean squared error', optimizer="adam", metrics=['mae'])

99 model.fit(X train, Y train,

Lee batch size={{choice([130,18
161 nb_epoch={{choice([130,200])}},

L@32 verbose=2,

Le3 validation data=(X_test, Y test))

Le4 score, mae = model.evaluate(X test, Y_test, verbose=0)

185 print('Test mae:', mae)

186 return {'loss': -mae, ‘'status': STATUS OK, ‘model’: model}

Figura 3.6 — Exemplo de implementagéo do modelo MLP com o uso da biblioteca Hyperopt
para otimizacdo do modelo com o método TPE

Consideragdes na escolha de Algoritmos de Tuning de Hiperparadmetros

Conforme descrito anteriormente, existem esforgos na literatura como [5][36][9][32]
que abordam diferentes métodos para realizar a otimizagao dos hiperparametros das Redes
Neurais. Estas abordagens oferecem resultados satisfatorios que possibilitam a implemen-
tacao de diversas solucdes de AM. Os algoritmos de tuning de hiperparametros, ajudam
a encontrar parametros consistentes, mas ndo garantem que os mesmos sejam realmente
os ideais para o respectivo modelo, exigindo com que os desenvolvedores executem os al-
goritmos diversas vezes, e com diferentes parametrizacdes, para que sejam encontrados
conjuntos de parametros ideais para o problema proposto.

Como exemplo, ao utilizar o método de grid search para encontrar os hiperparame-
tros de uma rede neural, ndo é compensador, devido ao tempo de execucao elevado para
executar o cruzamento de todos os valores de hiperparametros existentes na rede neu-
ral. Portanto, trata-se de um processo exponencial na medida que novos parametros sao
adicionados. Por conseguinte, seria necessario realizar novas execug¢des para encontrar
um conjunto de hiperparametros ideal. No contexto do modelo ARIMA, pelo fato de pos-
suir poucos hiperparametros, o uso do método de grid search acaba compensando, pois o
modelo exige apenas a definicdo de trés parametros com valores finitos de 0 a 10.

Dessa forma, ao iniciar no processo de otimizacdo de hiperparametros, é reco-
mendavel realizar uma analise de qual abordagem é mais adequada para a resolugéo do
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problema alvo, sendo assim, proporcionando a economia de tempo e esforco para a ade-
quacao de modelos de AM.
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4. AVALIANDO AS TECNICAS DE APRENDIZAGEM DE MAQUINA
EMPREGADAS EM AMBIENTES DE NUVEM

Conforme mencionado por Singh e Chana [37] a computagdo em nuvem suporta
aplicacoes com diversas caracteristicas, sejam escalaveis, intensivas em dados, intensivas
em rede, intensivas em processamento, com fluxos de trabalho cientificos, e até mesmo
multiplas camadas.

Dentro deste contexto, as arquiteturas de software foram evoluindo para suportar
a demanda de processamento e acessos, como exemplo, temos as aplicagées web que
possuem diversas camadas, onde cada camada é responsavel por executar uma tarefa
especifica. Por exemplo, como manipular a autenticagcao do usuario, acessar o banco de
dados, acessar os mais variados servigcos. Além disso, as camadas podem depender de
outras camadas para serem executadas e devem estabelecer comunicacéo através da rede
para responder a cada solicitacdo. Essa abordagem de desenvolvimento foi remodelada
para suportar a demanda de escalabilidade. Dado as caracteristicas de uso, as aplicacdes
web recebem requisi¢coes de servigo, onde variam amplamente com base em fatores como
a hora do dia e eventos inesperados, 0s quais podem acionar multidées, como exemplo,
promogdes, feriados e tendéncias de mercado [20].

Diante da n&o linearidade' no uso das aplicagdes web, algumas abordagens pre-
cisam ser implementadas para que ndo ocorra penalidades de QoS e nem quebra de SLA.
Para Huang et al. [20] o planejamento de capacidade é um método classico para determinar
0 numero de recursos para o requisito de QoS fornecido. No entanto, os autores também
explicam que o planejamento de capacidade € uma decisdo de longo prazo e praticamente
estatica, portanto, os recursos sao determinados pela taxa maxima de solicitacdo no caso
das aplicagdes web para que sejam evitadas a cobranca de multas excessivas. Desta forma,
a taxa maxima de solicitacdes de aplicativos podem ser estimadas de acordo com um mo-
delo de previsdo baseado em dados historicos, isso com o objetivo de transformar uma
abordagem estatica em uma abordagem proativa [20]. Partindo dessa colocacao Kumar et
al. [25] também menciona que a previsdo da carga de trabalho é uma das possibilidades
pelas quais a eficiéncia e os custos operacionais de uma nuvem podem ser melhorados.

Portanto, com o objetivo de avaliar cargas de trabalho nao lineares e que permi-
tam explorar as caracteristicas das técnicas de AM em estudo, optamos por executar em
nossos experimentos cargas de trabalho referentes a aplicagcdes web. Essas cargas de tra-
balho também séo exploradas em trabalhos relacionados na literatura como [25] e [10]. Ao
longo das sec¢bes serdo descritas as etapas realizadas durante a analise de custo benefi-
cio entre as trés técnicas que sado utilizadas para realizar a previsdo de carga de trabalho

'Nao linearidade representa a falta de sazonalidade ou padrées no uso das aplicagées, ou seja, 0 acesso
das aplicagdes podem ser promovidas por eventos externos, como exemplo, promogoes, noticias, tendéncias
mercadolégicas.
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encontradas na literatura, as quais alcancaram resultados promissores na resolucédo do pro-
blema proposto. As técnicas abordadas correspondem as siglas ARIMA, MLP e GRU, sob
diferentes configuragdes conforme definidas no Capitulo 3.

4.1 Ambiente dos experimentos

Os experimentos foram executados em uma maquina equipada com um proces-
sador Intel Core 17-6500U com 4 nucleos e velocidade de clock de 2.50 GHz e 16 GB de
memoria. Para a execucdo dos algoritmos desenvolvidos nesta dissertacao foi utilizado a
linguagem Python 2.7, e as seguintes bibliotecas utilizadas na area de AM:

- Keras?

« SKlearn®

* Hyperopt*

- Statsmodels®
« Matplotlib ©

- Pandas’

« Numpy?®

Também utilizou-se o Google Colaboratory®, o qual se apresenta como uma fer-
ramenta para educacéo e pesquisa em AM. Esse sendo um ambiente de notebook Jupyter
qgue nao requer configuragao para utilizacao.

Para definir o benchmark utilizado em nossos experimentos analisou-se as carac-
teristicas dos benchmarks que sdo usados em trabalhos relacionados, como [25] o dataset
possui apenas os HTTP requests da NASA encontrados em [22]. Escolhemos este data-
set justamente por representar a nao linearidade das requisicdes HTTP de aplicagées web,
diferente da utilizacdo de dados sintéticos produzidos por benchmarks de simulagao.

O HTTP da NASA contém dois traces separados de dois meses contendo todas as
solicitagbes HTTP para o servidor WWW do Centro Espacial Kennedy da NASA na Florida.
Os traces sdo armazenados em arquivos ASCII com uma linha por solicitagao.

2https://keras.io/

3https:/scikit-learn.org
“http://hyperopt.github.io/hyperopt/
Shitps://www.statsmodels.org/stable/index.html
Shttps://matplotlib.org/
"https://pandas.pydata.org/
8http://www.numpy.org/
%https://colab.research.google.com
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Foram gerados datasets com diferentes intervalos de tempo de acordo com a pro-
gressao (1, 5, 10, 15 até 60), onde cada numero representa o intervalo de tempo em mi-
nutos. Os diferentes datasets foram definidos com o objetivo de verificar a aderéncia dos
modelos ao executar previsdes em diferentes escalas de tempo. Para preparar os datasets
utilizou-se a operagao de soma, consequentemente, cada amostra corresponde a soma de
requisicoes feitas dentro do periodo de tempo estipulado conforme ilustrado pela tabela 4.1
que representa o dataset correspondente as previsées dos proximos 60 minutos.

Tabela 4.1 — Amostra do dataset com granularidade de 60 minutos.

Tempo 60min | Requisicoes
00:59:58 3565
01:59:56 3004
02:59:56 2268
03:59:58 1734
04:59:58 1482
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® 4000 -
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Figura 4.1 — Amostra do conjunto de dados HTTP da NASA com um intervalo de previsdo
de 60 minutos

Também empregou-se o dataset que corresponde as requisicées HTTP do site
Wikipédia com o objetivo de demonstrar a aderéncia dos modelos com diferentes cargas
de trabalho; esse correspondendo aos dados histéricos do més de setembro de 2007 [40].
Assim como no dataset da NASA, também utilizou-se a operacdo soma para a geragao dos
datasets nos diferentes intervalos de previsao.
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Apdbs aquisicao e preparacao dos dados, se delimitou os datasets em duas par-
tes, conforme mencionado na Secao 3.1 que descreve a divisao do dataset em dados de
treinamento e dados de teste [18] antes de atribuir os dados histéricos para os modelos
preditivos. Portanto, todos os datasets foram divididos em duas partes, foi aplicado cerca
de 60% dos respectivos datasets para a fase de treinamento e, os outros 40% para a fase
de testes, conforme ilustrado pela Figura 4.2. O maior percentual de dados € atribuido para
0 dataset de treinamento para que os modelos tenham mais conteudo para extrair padrdoes
durante o processo de aprendizado.

Dataset

Divisao

Treino Teste

Figura 4.2 — Proporcéao da divisdo do dataset de treino e teste

4.2 Avaliacao dos modelos de aprendizagem de maquina

Com o objetivo de realizar a analise de custo beneficio entre os modelos ARIMA,
MLP e GRU disponiveis nos Apéndices (A,B,C), foram desenvolvidas avaliagbes para evi-
denciar as particularidades de cada modelo. Por conseguinte, se executou cada avaliacao
sumarizada na tabela 4.2 com o respectivo Dataset em diferentes intervalos de tempo, con-
forme mencionado na secao anterior. As subsecdes seguintes detalham cada avaliacao
realizada neste trabalho.

Tabela 4.2 — Experimentos executados nos modelos de AM

Avaliacoes realizadas Dataset
4.2.1 Avaliacao de estratégias de tuning para os modelos preditivos NASA
4.2.2 Avaliacao da influéncia da quantidade de dados histéricos para o treinamento | NASA
4.2.3 Avaliagao da capacidade de generalizagdo no modelo ARIMA NASA
4.2.4 Avaliagao do tempo de execugao dos modelos NASA
4.2.5 Analise geral dos modelos com dataset NASA NASA
4.2.6 Analise da precisao dos modelos de AM com dataset da Wikipédia Wikipédia
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421 Avaliacao de estratégias de tuning para os modelos preditivos

As avaliagGes efetuadas nesta subsecdo consistem na execugao dos algoritmos
de tuning para os modelos preditivos, com o objetivo de explorar melhores combinagdes de
hiperparametros.

Para o modelo ARIMA, os parametros ARIMA(p, d, q) foram definidos com o resul-
tado da execucao do método grid search [32], o qual estima a melhor configuracdo de forma
iterativa de revisao de diagndésticos, conforme detalhado na sec¢éo 3.4 e no cédigo fonte do
método, que pode ser consultado no Apéndice D. A tabela 4.3 sumariza os hiperparametros
retornados pela execucao do método Grid search.

Tabela 4.3 — Hiperparametros utilizados nos experimentos
Intervalo de Prev.(min) ARIMA(p,d,q)

1 0,1, 2)
5 (2,0, 1)
10 0,1, 1)
15 0,2, 1)
20 (1,0, 2)
25 (4,0, 1)
30 (2,0, 2)
35 4,0, 1)
40 (8,0, 1)
45 2,0, 2)
50 (2,0, 1)
55 (10, 0, 2)
60 2,1,2)

Conforme descrito na Secéo 3.4, o método grid search é ideal para modelos de
AM com poucos parametros, exemplificado pelo modelo ARIMA, pois possui o tempo de
execucgao elevado para realizar o cruzamento do maior numero de hiperparametros exis-
tentes, assim como em outros modelos preditivos, por exemplo, as redes neurais MLP e
GRU. Sendo assim, o método grid search apresenta processos exponenciais em relacao
ao numero de parametros de entrada.

A parametrizacdo de uma rede neural no caso dos modelos MLP e GRU néao é
uma atividade ftrivial; portanto, para dar apoio a esta atividade foi utilizado um algoritmo de
otimizag&o conhecido por Tree of Parzen Estimator (TPE), conforme descrito na Se¢éo 3.4.
A codificacdo desse algoritmo seguiu na premissa de desenvolvimento padrao das redes
neurais MLP (Apéndice E) e GRU (Apéndice F) em conjunto com a biblioteca Hyperopt, os
hiperparédmetros receberam um intervalo de valores ao invés de um valor fixo. Desta forma,
o otimizador executa suas fun¢des procurando o conjunto de parametros ideais referente
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ao espaco amostral definido. A tabela 4.4, sumariza os hiperparametros retornados pela
execucao do método TPE.

Tabela 4.4 — Hiperparametros utilizados nos experimentos

MLP
Intervalo de Prev.(min) Batch size N. Epochs Input Layer Hidden layer
1 200 130 100 10
5 110 180 50 25
10 200 130 100 10
15 130 200 60 30
20 110 190 50 16
25 130 200 60 30
30 130 200 60 30
35 130 200 60 30
40 130 200 60 30
45 130 200 60 30
50 130 200 60 30
55 130 200 30 60
60 130 130 30 30
GRU
Intervalo de Prev.(min) Batch size N. Epochs Input Layer Hidden layer
1 140 150 8 64
5 130 130 128 64
10 140 100 16 32
15 140 190 5 40
20 140 200 50 45
25 180 200 10 80
30 140 190 5 40
35 180 200 10 80
40 130 130 256 32
45 140 150 8 64
50 130 130 60 60
55 130 130 128 64
60 130 130 128 64

Um dos pontos positivos dessa abordagem € sua execucao, a qual se apresenta
relativamente agil. Assim, permitindo que o desenvolvedor realize novas execucdes com di-
ferentes espagos amostrais em busca do conjunto de hiperparametros mais precisos. Essa
abordagem nao requer estimativas iniciais ou conjuntos de treinamento, assim facilitando a
obtencao de conjuntos de hiperparametros. A Tabela 4.5 contém os resultados da métrica
RMSE que estima as previsbes otimizadas dos trés modelos preditivos em estudo.

Conforme Figura 4.3, os graficos em linhas mostram uma visdo mais detalhada
das previsdes realizadas no intervalo de previsdo de 30 minutos, confirmando que as trés
técnicas tiveram a habilidade de trabalhar com a nao linearidade da carga de trabalho de
teste.
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Tabela 4.5 — RMSE apo6s funing de hiperparametros

Intervalo de Prev.(min) MLP GRU | ARIMA
1 15,95 | 16,35 14,27
5 53,22 | 52,62 | 47,86
10 94,64 | 92,28 | 86,98
15 133,73 | 131,13 | 135,08
20 178,62 | 171,76 | 168,39
25 204,61 | 197,32 | 191,03
30 250,52 | 241,44 | 237,73
35 273,33 | 268,29 | 263,43
40 337,76 | 322,61 316,6
45 383,42 | 367,21 | 360,48
50 408,77 | 399,3 | 380,1
55 540,16 | 466,63 | 439,89
60 546,64 | 523,11 | 503,67

A Figura 4.4 representa a comparacao da precisdo da metrica RMSE entre os trés
modelos apds o processo de tuning. Como observou-se, a precisdo entre os modelos com
intervalos de previsao baixos n&o possui diferengas; no entanto, nos intervalos mais longos
ha tendéncia que os modelos tenham diferengas de precisdo. Levando em consideracao as
pequenas diferencas de precisdo encontradas durante os experimentos, podemos concluir
que ambos os modelos oferecem resultados equivalentes dentro das condi¢des criadas no
nosso ambiente de testes.

Apesar da pouca diferenca entre as previsoes, o método TPE nao superou a preci-
sado do modelo ARIMA, ap6s o processo de tuning com o método grid search. Porém, vale
ressaltar que o uso desse método é conhecido pelo consumo de tempo. Para a obtencao
dos hiperparametros em todos os intervalos de previsdo de acordo com a tabela 4.3, 0 mé-
todo ficou em estado de processamento aproximadamente trés semanas consecutivas para
encontrar os hiperparametros para todos os intervalos de previsao.

Para os modelos MLP e GRU os hiperparametros considerados no algoritmo de
otimizagcao TPE foram: batch size, epoch, units/neurons da primeira e segunda camada.
Além de existirem estudos que comprovem a utilidade do método TPE como [5] e [28], tam-
bém acreditamos que seja valido realizar novas execucdes com diferentes espagos amos-
trais referente aos hiperparametros, com o objetivo de explorar resultados mais apurados.
Também podemos considerar que a utilizacdo do método foi vantajoso, visto que, o uso
do método manual de tuning desprende mais tempo e esforco da parte do desenvolvedor
em relacao a execucao do método TPE, o qual encontrou valores de precisdo equivalentes
em questao de poucos minutos. Além disso, o método TPE representa uma abordagem
automatizada que, pode ser facilmente aplicada para diferentes cargas de trabalho.
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Figura 4.3 — Previsdes com intervalo de 30 minutos

Na literatura, além das otimizac6es com hiperparametros, alguns autores como
[25] e [31] fazem uso de algoritmos genéticos e/ou evolutivos com o objetivo de modifi-
car a forma de treinamento das redes neurais, buscando otimizar o desempenho de seus
algoritmos e adaptar para os seus respectivos contextos.

Baseado nas colocagées realizadas nessa Secdo, fica evidente que o tuning nao é
um processo trivial, porém ao fazer uso desses algoritmos de otimizagao € possivel alcangar
resultados que possam ser precisos o suficiente para a resolugcao do problema alvo.

4.2.2  Avaliagéo da influéncia da quantidade de dados historicos para o treinamento

Para induzir modelos proativos é necessario o uso de dados historicos para treinar
os modelos de AM. No entanto, em determinadas situacdes é dificil adquirir dados histéri-
cos suficientes para realizar as previsdes de carga, como exemplo, aplicacées implantadas
recentemente ou sem monitoramento prévio.

Desse modo, o objetivo da analise desta Subsecao € medir o quao sensivel as
técnicas sdo em relacdo aos dados histéricos. Procurou-se, consequentemente, avaliar a

quantidade de dados histéricos suficientes para que, 0 modelo consiga prever sem perder a
qualidade das previsdes, ou seja, sem aumentar o valor da métrica de RMSE. Executou-se
os algoritmos de AM cerca de 10 vezes, no entanto, em cada execucao reduziu o dataset

de treinamento em 10%, conforme ilustrado pela figura 4.5.
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Figura 4.4 — Representagdo da diferenga da precisdo do RMSE entre os modelos apds o
processo de tuning
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Figura 4.5 — Restricao do dataset de treinamento

Como resultado a Tabela 4.6 ilustra os experimentos que nao apresentaram perda
de qualidade das previsdes. Para fins de comparagéo a tabela apresenta apenas os inter-
valos de tempo de 5, 15, 30 e 60 minutos.

A coluna Dias hh:mm, corresponde ao periodo em que os dados historicos preci-
sam ser acumulados para oferecer amostras suficientes para o treinamento dos modelos
de AM.

Para obter o valor da coluna Dias hh:mm foram feitos 0s seguintes passos:

+ Dividido o numero de amostras da coluna (Amostras) pela quantidade de amostras da
coluna (Interv. de Prev.) acumuladas no periodo de 60 minutos( como exemplo: Em
60 min. existem 4 amostras de 15min, ou 2 de 30 min);
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» O resultado do passo 1 entdo € multiplicado por 60 para extrair o valor de tempo em
minutos referente a quantidade de amostras da coluna (Amostras);

» Converter o valor do passo 2 em dias, horas e minutos.

Tabela 4.6 — Niumero minimo de amostras para previsdes

]Técnicas Interv. de Prev. RMSE Amostras T. Perc.% Amostras hh:mm Dias hh:mm

MLP
5 54,52 5295 10% 530 44:10 1d 20:10
15 136,20 1763 10% 177 44:15 1d 20:15
30 249,80 880 10% 89 44:30 1d 20:30
60 546,90 438 10% 44 44:00 1d 20:00
GRU
5 52,84 5295 20% 1060 88:20 3d 16:20
15 134,33 1763 50% 883 220:45 9d 04:45
30 243,11 880 30% 618 309:00 12d 21:00
60 519,09 438 40% 176 176:00 7d 08:00
ARIMA
5 47,91 5296 20% 1060 88:20 3d 16:20
15 135,63 1764 10% 177 44:15 1d 20:15
30 239,95 881 50% 441 220:30 9d 04:30
60 491,84 439 70% 132 132:00 5d 12:00

Como podemos ver na Tabela 4.6, o modelo MLP teve destaque neste experi-
mento, pois ele conseguiu manter a eficiéncia das previsdes na métrica RMSE com a me-
nor quantidade de amostras de dados historicos. Dessa maneira, podemos considerar que
dados historicos de aproximadamente 1 dia 20 horas e 30 minutos sejam suficientes para
treinar 0 modelo em qualquer granularidade de tempo, considerando nosso ambiente de
testes.

O modelo GRU, no entanto, apresentou a necessidade de maior quantidade de da-
dos para a fase de treinamento, em comparacao aos demais modelos para prover previsdes
adequadas. O modelo apresenta uma dependéncia em relagdo a quantidade de amostras
no hiperparametro batch size, no qual influéncia os resultados das previsées. Para previ-
sbes dos proximos 5 minutos serdo necessarios dados de aproximadamente 3 dias e 16
horas e 20 minutos, e para os préximos 60 minutos serdo necessarios dados historicos de
7 dias e 8 horas, por exemplo.

Durante as execugdes do modelo ARIMA tivemos falhas no experimento ao retirar
alguns percentuais do dataset. Este padrdo ocorreu em varios intervalos de previsdo, ou
seja, caso nado exista dados suficientes é necessario realizar o treinamento novamente dos
hiperparametros, para que o modelo se ajuste a serie temporal submetida. Consequen-
temente, pode-se concluir que, 0 modelo nao se adapta automaticamente as cargas de
trabalho em comparacéo as demais técnicas.
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4.2.3 Avaliagdo da capacidade de generalizacdo no modelo ARIMA

Realizou-se a comparagao das trés técnicas na Subsecao 4.2.1 e se verificou que,
os modelos MLP e GRU obtiveram resultados satisfatorios e equiparaveis ao ARIMA. De
forma complementar, no experimento anterior Subsecéo 4.2.2 constatou-se que o modelo
ARIMA néo induziu o modelo de previsdo adequadamente com a redug¢do da quantidade
de amostras na série temporal, caracterizando, dessa forma, a necessidade de atualizar os
hiperparametros.

Tabela 4.7 — Comparacao de RMSE na execu¢ao do ARIMA com hiperparametros fixos

Intervalo de Prev. | ARIMA(Tuning) | ARIMA(0,1,1) | ARIMA(2, 0, 2) | ARIMA(0, 2, 1)
5 47,86 48,64 47,88 54,67
10 86,98 86,98 86,22 95,14
15 135,08 125,95 erro 135,08
20 168,39 169,77 erro 178,88
25 191,03 197,86 191,22 202,22
30 237,73 247,35 237,73 248,35
35 263,43 275,48 263,48 274,74
40 316,6 338,65 317,47 335,91
45 360,48 385,49 360,48 380,14
50 380, 1 406,9 380,47 411,51
55 439,89 475,18 442,59 481,95
60 503,67 530,03 491,15 541,45

Portanto, averiguou-se em mais detalhe a capacidade do ARIMA induzir um mo-
delo preditivo ao fixar 3 conjuntos de hiperparametros. Na Tabela 4.7, a coluna ARIMA(Tuning)
representa os valores de RMSE com tuning para todas as granularidades de tempo, sendo
uma copia dos valores da coluna ARIMA da Tabela 4.5. As demais colunas representam
a execugao de todos os intervalos de previsdo com a respectiva configuragéo descrita. A
coluna ARIMA(0,1,1) corresponde aos hiperparametros especificos para a granularidade
de 10 minutos, a coluna ARIMA(0, 2, 1) a granularidade de 15 minutos e a coluna ARIMA(2,
0, 2) a granularidade de 30 minutos.

O propoésito desse experimento era confirmar que o modelo ARIMA nao realiza
a generalizacao das previsdes ao executar com parametros fixos, conforme capacidade
identificada nos modelos MLP e GRU durante as avaliagdes da Subsec¢ao 4.2.2. Os dados
em destaque na Tabela 4.7 correspondem a perda da precisao das previsdées. Como pode
ser verificado os resultados sofreram penalidades em consequéncia dos parametros.

A Figura 4.6 expOe as previsOes realizadas com diferentes hiperparametros nao
sendo equivalentes, e demonstrando, também, que a previsdo de intervalos mais longos
tendem a agravar as previsdes. A tendéncia dos preditores € perder a qualidade de acordo
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Figura 4.6 — Comparagéao da diferenga do RMSE na execugao de hiperparametros fixos

com as mudangas das cargas de trabalho, exigindo, assim, novas atualizagbes dos hiper-
parametros. Logo, a utilizacao de preditores com parametros desajustados tendem a nao
apresentar previsdes confiaveis, as quais nao representam as cargas de trabalho reais.

Ao optar pelo uso do modelo ARIMA para estratégias de escalonamento, consi-
derando o problema da nao linearidade das cargas de trabalho das aplicagcdes web e a
mudanca do comportamento de aplicagdes, implica-se em uma atencao maior onde 0 uso
de parametros desajustados podem nao proporcionar previsdes tao confiaveis quanto a pa-
rametros ajustados. Isso se deve ao fato que, 0 modelo ndo consegue se adaptar automa-
ticamente sem a atualizacao dos hiperparametros, fendmeno este observado nos modelos
MLP e GRU.

424 Avaliacao do tempo de execugédo dos modelos

A finalidade deste experimento € evidenciar a agilidade de execu¢éo de cada mo-
delo, diante da situagdo em que o tempo de resposta pode influenciar na qualidade das
estratégias em que os modelos forem aplicados. Desta maneira, as amostras das exe-
cucdes presentes na tabela 4.8 correspondem ao tempo de execucao exigido para prever
todas as amostras dos respectivos datasets de teste.



Tabela 4.8 — Comparativo do tempo de execucao dos modelos no formato hh:mm:ss.m

Intervalo de Prev.(min) MLP GRU ARIMA
5 00:00:00.014795 | 00:00:00.057586 | 00:58:47.485485
15 00:00:00.005369 | 00:00:00.012579 | 00:03:33.975461
30 00:00:00.002928 | 00:00:00.007393 | 00:03:37.539076
60 00:00:00.001527 | 00:00:00.006171 | 00:01:05.701869
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Como pode ser observado na Tabela 4.8, os experimentos com a granularidade
de tempo de 5 minutos possuem valores mais altos, isso devido a quantidade de amostras
serem mais elevada que as demais. Além disso, fica evidente 0 menor custo de tempo
das redes neurais MLP e GRU em comparacdao ao modelo ARIMA, porque as redes neu-
rais apds a fase de treinamento fazem o uso do modelo "aprendido” para a execucao das
previsdes. O maior custo de execugcdo do modelo ARIMA se deve pela utilizacao da série
temporal para toda a previsao realizada; desta forma, a velocidade de execucao é compro-
metida.

Assim sendo, ao avaliar o tipo de modelo a ser aplicado em uma estratégia proativa
€ importante verificar o quesito de tempo de execucéo, para que a demora causada pelos
algoritmos de AM nao interfira na estratégia adotada.

4.2.5  Andlise geral dos modelos com dataset NASA

Com o intuito de realizar uma avaliacdo geral das trés técnicas na utilizagdo do
dataset da NASA foram sumarizadas algumas especificacbes de cada modelo na Tabela
4.9. A coluna RMSE Treino representa a avaliacao das previsdes durante o processo de
treinamento dos modelos, exceto o modelo ARIMA que nao possui fase de treinamento, pois
utiliza toda a série temporal a cada previséo realizada. A coluna RMSE Teste representa a
avaliagdo das previsdes realizadas com dados ainda nao vistos pelo modelo. A métrica R?
conforme descrita na Secao 3.2, avalia especificamente o0 modelo e o quéo ele € preciso.

Ao observar o comportamento das métricas de treino e teste do modelo GRU
podemos notar que a métrica de RMSE de treinamento é praticamente duas vezes mais
precisa que os resultados do modelo MLP, caracteristica a qual pode sugerir a ocorréncia
de Overfitting™. Por se tratar de uma Rede Neural Recorrente, dado as suas caracteristicas,
o modelo tende a memorizar informacdes, assim na fase de treinamento o modelo é exposto
ao dataset diversas vezes, podendo, dessa forma, ser explicado este fendmeno da coluna
RMSE Teste ser inferior ao modelo MLP. Como pode ser observado na fase de testes, o

10Qverfitting: Quando um modelo se ajusta muito bem ao conjunto de dados de treinamento, mas se mostra
ineficaz para prever novos resultados
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Tabela 4.9 — Avaliacdes das técnicas

]Técnica Intervalo de Prev. RMSE Treino RMSE Teste R? \

MLP
5 64,00 53,22 0,80
15 151,62 133,73 0,85
30 288,55 250,53 0,86
60 717,69 546,64 0,84
GRU
5 26,68 53,39 0,80
15 57,90 130,96 0,85
30 126,64 243,53 0,87
60 278,19 522,29 0,84
ARIMA
5 - 47,86 0,84
15 - 135,08 0,84
30 - 237,73 0,87
60 - 490,86 0,86

modelo GRU demonstra previsdes satisfatérias equiparaveis aos outros modelos. Também
pode ser observado, apesar dos modelos terem algumas diferengas de valores na precisao
das previsdes, que os trés modelos sao equivalentes, ou seja, ndo possuem uma variancia
consideravel que diferencie uma das outras. Pode, também, ser levado em consideracéo
a métrica R? que ampara essa afirmacéo, onde todos os modelos possuem o resultado de
precisdo a partir de 80%.

Desta forma, podemos concluir que os modelos sdo equiparaveis dentro do nosso
contexto de codificacao e testes. No entanto, para a sua implantacdo em um ambiente
de nuvem proativa deve ser levado em consideracdo as caracteristicas do modelo, como
tempo de execucdo, quantidade minima de amostras, capacidade de generalizacao e pre-
cisdo das previsoes. Diferentes abordagens de implementacédo poderao ser tomadas, con-
sequentemente. Essas caracteristicas serdao melhor descritas na Secéo 4.3, a qual discute
os resultados alcancados.

4.2.6  Andlise da precisdo dos modelos de AM com dataset da Wikipédia

Com o objetivo de validar a capacidade dos modelos de AM, foi executado novos
experimentos com a carga de trabalho da Wikipédia especificado na Secéao 4. Os experi-
mentos foram realizados com os mesmos hiperparametros do dataset anterior. Contudo,
o modelo ARIMA foi ajustado novamente para conseguir trabalhar com a nova carga de
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trabalho devido a limitagcdo de adaptagcado a novas cargas de trabalho, conforme descrito na
Secéao 4.2.3.
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Figura 4.7 — Previsdes com intervalo de tempo de 60 minutos referente a carga de trabalho
da Wikipédia.

Tabela 4.10 — Precisdo dos modelos baseado na métrica R?

Intervalo de Prev.(min) | MLP | GRU | ARIMA
5 094 | 0.90 | 0.98
15 0.93 | 0.98 1.00
30 0.96 | 0.96 1.00
60 0.90 | 0.91 1.00

Como pode ser verificado na Figura 4.7, todos os modelos conseguiram realizar
previsdes precisas na nova carga de trabalho. Conforme exposto na Tabela 4.10, os mode-
los alcangaram mais de 90% de preciséo nos diferentes intervalos de previséao.

A carga de trabalho neste contexto possui uma quantidade massiva de acessos
em comparagdo a carga de trabalho da NASA, e, também, apresenta menos oscilacdes
de comportamento. Assim, explicando a maior precisdo R? alcancada pelos modelos em
comparacgao a precisao de carga da NASA que caracteriza um contexto mais complexo.
Portanto, podemos concluir que os trés modelos sao qualificados para trabalhar com dife-
rentes cargas de trabalho, no que tange nosso ambiente de testes.
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4.3 Discussao dos resultados

O desenvolvimento deste trabalho nos oportunizou a conhecer melhor sobre os
conceitos e aplicagdes das técnicas de AM. Durante a execugé@o dos experimentos, pude-
mos observar algumas caracteristicas especificas de cada modelo estudado. Por conse-
guinte, a Tabela 4.11 representa um resumo das caracteristicas que diferenciam os trés
modelos.

Tabela 4.11 — Caracteristicas dos Modelos

Caracteristicas ARIMA | MLP | GRU
Tempo de execugao X X
Cargas de trabalho nao lineares X X X
Menor RMSE entre os modelos X
Menor RMSE entre as Redes Neurais X
Quantidade de amostras X
Generalizagao automatica da Carga de Trabalho X X

» Tempo de execucao: No quesito tempo de execucdo, o modelo ARIMA apresentou
desvantagem, pois ao ser executado para a realizacdo de uma previsdo o modelo
executa a leitura de toda a série temporal submetida ao modelo. Ja os demais mo-
delos estudados executam a fase de treinamento e previsdes de teste em questao de
segundos para todo o dataset.

» Cargas de trabalho nao lineares: Sabe-se que a carga de trabalho de aplicacoes,
principalmente aplicagées web, sdo influenciadas por eventos externos, podendo re-
ceber uma quantidade massiva de requisigcbes a qualquer momento caracterizando
uma carga de trabalho nao linear. Partindo desse pressuposto as trés técnicas fo-
ram submetidas a este cenario e, como resultado ofereceram previsdes precisas no
contexto do nosso ambiente de testes.

* Menor RMSE entre os modelos: Quanto a precisao das previsdes entre os trés
modelos avaliados, o ARIMA teve a métrica de RMSE mais baixo. Porém, conforme
mencionado anteriormente, deve ser avaliada a relevancia dos prdés e contras desse
modelo para o contexto proativo que 0 mesmo pode ser aplicado.

« Menor RMSE entre as Redes Neurais: Entre as Redes Neurais, 0 modelo GRU teve
destaque na precisao das previsdes em diferentes granularidades de tempo.

* Quantidade de amostras: Os experimentos realizados neste tdpico consistiram no
treinamento dos modelos com restricdes de amostras em diferentes dimensodes, tendo
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como o objetivo de avaliar a quantidade minima de amostras necessarias para realizar
previsdes satisfatorias dentro do contexto em estudo. Portanto, o MLP demonstrou
uma capacidade notavel de generalizacdo conseguindo realizar previsbes precisas
em todas as granularidades de tempo com apenas 10% do dataset.

» Generalizacao automatica da Carga de Trabalho: Neste tépico foi avaliado a capa-
cidade de adaptacdo dos modelos quanto a capacidade de fazer previsbes, mesmo
com hiperparametros nao adaptados especificamente para o dataset submetido. Neste
quesito, os modelos MLP e GRU conseguiram realizar boas previsbes, mesmo com
os hiperparametros fixos para todos os datasets em que foram submetidos. Foram
realizados os testes com o modelo ARIMA, porém em alguns casos o modelo nao
executou ou nao alcangou previsdes precisas.

Diante dos resultados obtidos durante a execucéo dos experimentos deste trabalho
podemos concluir que, no que tange a precisdo dos modelos, os trés modelos estudados
séo equiparaveis. No entanto, existem pros e contras que precisam ser levados em consi-
deracao para que seja adotada uma estratégia proativa em um ambiente de nuvem. Uma
vez que, cada modelo possui sua respectiva caracteristica de implementacao.

Ao optar pelo uso do modelo ARIMA, ndo sera necessario realizar o processo de
treinamento. Porém, deve ser atualizado com cautela cada um dos seus hiperparametros,
no momento em que ocorrer mudangas de comportamento da carga de trabalho de forma
drastica ou a proporcdo de tamanho da série temporal for alterada, para que o modelo
ofereca previsdes confidveis. O tempo de resposta para esta previsdo também nao pode
ser uma prioridade, visto que em comparacao aos outros modelos esse tempo pode variar
dependendo do tamanho da série temporal submetida ao modelo, conforme constatado na
avaliagcdo realizada na Secao 4.2.4.

Ao necessitar de um modelo com prioridade na precisdo das previsoes, que re-
torne os resultados de forma &gil e que seja adaptavel a ndo linearidade da carga de traba-
lho sem requerer o ajuste preciso dos hiperparametros, o modelo GRU pode ser a opgao
ideal. Nao obstante, é necessario uma quantidade de amostras significativa para o treina-
mento do modelo, sendo o equivalente a 2 semanas no contexto dos nossos experimentos
avaliados na Sec¢éo 4.2.2.

Caso a necessidade seja utilizar um modelo que forneca previsées precisas com
resultados em tempo real, adaptavel a nao linearidade da carga de trabalho e que a quan-
tidade de dados histéricos € limitada, podemos indicar o modelo MLP. Uma vez que, o
modelo ndo exige grande quantidade de dados de treinamento para oferecer previsdes pre-
cisas conforme exposto na Secao 4.2.2.

Com base nos pressupostos desta secao, o modelo GRU foi explorado junto com
os demais algoritmos de AM. A partir dos experimentos foi evidenciado que ele é uma opcéo
viavel para agregar solugdes proativas. Acreditamos que ele possa ser melhor explorado e
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otimizado devido suas caracteristicas de memoria. Entretanto, avaliando os experimentos
realizados ap6s os testes preliminares alcancados, notamos que o modelo GRU precisa
de mais dados de treinamento para realizar suas previsdes. Indicamos o modelo MLP, por
conseguinte, visando um modelo que oferecga previsées precisas e ndo necessite de muitos
dados para performar em uma solucao proativa. Conforme visto na secao anterior, ele além
de demonstrar a flexibilidade de modelar diferentes cargas de trabalho, possui a caracte-
ristica de induzir adequadamente com poucos dados de treinamento que, dependendo das
circunstancias da aplicagao, constitui um requisito diferencial.
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5. TRABALHOS RELACIONADOS

Nesta secdo, analisamos o atual estado da arte relacionado a previsao de carga
de trabalho. Conforme mencionado na Sec¢éo 2.2, ja existem diversos esfor¢os de pesquisa
para outros dominios problematicos e personalizados para suas caracteristicas especificas
de carga de trabalho. Alguns deles fazem uso de preditores estatisticos simples, outros
realizam o aprimoramento de técnicas de aprendizado de maquina para seus problemas. Ao
longo da secéo apresentamos as contribuicdes mais relevantes que possuem semelhancas
com o que fizemos neste trabalho para a previsédo de aplicagcdes de computacdo em nuvem.

Kumar e Singh [25] apresentam um preditor de carga de trabalho na nuvem usando
uma rede neural artificial (ANN) e algoritmos evolutivos. Essa escolha foi feita devido a ca-
pacidade que os algoritmos evolutivos possuem de explorar o espaco em multiplas direcdes
usando um conjunto de solugdes [25]. Sua técnica de AM é treinada com solicitagbes HTTP
alinhado a abordagem evolucionaria para minimizar o efeito da escolha inicial da solucéo.
Com isso, as técnicas de AM aprendem e extraem padrdes da carga de trabalho, que podem
ser utilizados para melhorar as decisdes de dimensionamento de recursos. Sua implemen-
tacdo resultou em melhores resultados quando comparados com abordagens tradicionais
de AM, como o treinamento com propagacao reversa mais conhecido como back propaga-
tion. O modelo MLP com back propagation implementado em nosso trabalho corresponde
ao modelo ANN utilizado pelos autores. No entanto, os autores utilizaram outra abordagem
para realizar o processo de treinamento do modelo, que de acordo com 0s experimentos
apresentados representam valores mais precisos em relagao a abordagem do back propa-
gation. Este trabalho, serve como parametro para realizarmos futuras melhorias em nosso
modelo MLP. Contudo, néo foi especificado as particularidades da nova abordagem como a
guantidade de dados histéricos necessarios para explorar os padrdes de carga.

Messias et al. [31] construiram um modelo que combina modelos de previsdo
de séries temporais com o uso de um algoritmo genético para escalonar automaticamente
aplicativos da Web hospedados na infraestrutura de nuvem. As previsbes sao baseadas
em cinco modelos: modelo ingénuo (Naive); modelo autoregressivo (AR); modelo de média
movel autorregressiva (ARMA); modelo de média movel integrado autorregressivo (ARIMA);
estendido modelo de suavizacao exponencial (ETS) [31]. Como nenhum desses métodos
alcanca o melhor resultado em todos os casos, 0s autores usam um algoritmo genético
(GA) para combinar os beneficios de cada método de previséo individual e aumentar a pre-
cisdo da previsdo. Para avaliar a proposta, eles usaram trés logs extraidos de servidores
web reais. Diferente do trabalho proposto nesta dissertacdo, os autores nao exploraram
o funcionamento e o tempo de execuc¢ao de sua abordagem, e, sim, executaram diversos
modelos estatisticos focando na precisao das previsdes. Os autores propuseram uma mé-
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trica especifica, desta maneira, ndo conseguimos realizar a comparagdo da abordagem
utilizada.

Prevost et al. [35] introduz uma nova estrutura que combina previsdo de carga de
trabalho e modelos de transicao de estado estocasticos. O objetivo deste trabalho é obter
uma alocacao 6tima de recursos na nuvem, minimizando a energia consumida e, a0 mesmo
tempo, mantendo os niveis de desempenho necessarios. Eles usaram ANN e AR para pre-
ver a carga de trabalho do aplicativo em data centers em nuvem. Os autores mostram que
ambos os modelos podem prever adequadamente as cargas de trabalho futuras, mas os
valores relativos do RMSE para o preditor de AR linear obtiveram resultados mais precisos
do que os da ANN. Embora eles comparem uma ampla gama de intervalos de previséo,
variando de 1 a 90 segundos, eles sdo todos relativamente curtos. Nos experimentos re-
alizados em nosso trabalho, conseguimos identificar que o modelo ANN tem capacidade
de generalizagdo para modelar diversos tamanhos de carga, no entanto, o tamanho do
intervalo de previsao utilizado pelos autores corresponde apenas previsdes dos proximos
segundos, influenciando com que o dataset representasse comportamento linear. Assim,
favorecendo o modelo AR e, gerando um espaco de investigacdo que poderia ser explorado
com intervalos de previsdo maiores.

Calheiros et al. [10] apresenta a implementacdo de um mddulo de previsdo de
carga de trabalho em nuvem para provedores de Software como servigo (SaaS) e seu im-
pacto na QoS dos aplicativos em nuvem. A carga prevista é usada para provisionar dina-
micamente as VMs em um ambiente de nuvem elastica. A respectiva técnica de previsao
€ baseada no modelo ARIMA. O sistema foi avaliado com dados histéricos (Traces) reais
de solicitacoes para os servidores da Web da Wikimedia Foundation. Os autores justifica-
ram essa escolha com base em seus experimentos, onde o ARIMA apresentou melhores
resultados de precisdo do que os modelos de ANN mais complexos, visto que as cargas de
trabalho utilizadas possuem comportamentos mais lineares. Para avaliar o impacto da pre-
cisdo em relacao a eficiéncia na utilizagdo de recursos e QoS das solicitagdes do usuario,
os experimentos foram realizados via simulagao usando o kit de ferramentas CloudSim, que
contém um simulador de eventos discretos e classes que permitem aos usuarios modelar
ambientes de nuvem. Em seu contexto de carga de trabalho, a simulagéo atinge uma preci-
sdo média de 91%, o que resulta em impacto minimo na QoS. O trabalho relatado aderente
com os resultados alcangados nesta dissertagdo, no que tange a precisdo média das pre-
visdes do modelo ARIMA. No entanto, foram explorados apenas o intervalo de previsado de
60 minutos, diferente de nossas avaliagdes que procuraram explorar outras granularidades
de tempo. O respectivo trabalho também evidenciou uma alternativa de ambiente de testes,
no qual poderd ser utilizado para a execucao dos experimentos em futuras extensdes desta
dissertacao.

Nguyen et al. [34] projetaram e implementaram um modelo de algoritmos de previ-
sao, usando empilhamento para prever séries temporais de carga de trabalho em sistemas
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Cloud e Grid usando varios modelos lineares, Redes Neurais Recorrentes e Autoencoder.
A Rede Neural Recorrente € utilizada para identificar dependéncias lineares e nao lineares
entre os dados nos grupos de vetores de entrada. Para a escolha do modelo RNN ideal
no cenario proposto, foram testados trés modelos e os candidatos foram Identity Recurrent
Neural Network (IRNN), Long Short Term Memory (LSTM), e Gated Recurrent Unit (GRU).
Os modelos RNN foram treinados para combinar diferentes previsées em um resultado, en-
quanto o autoencoder € usado para extrair recursos importantes para entradas no RNN.
Como resultado dos experimentos, 0 modelo GRU teve o desempenho computacional mais
rapido para treinar devido a estrutura menos complicada que o modelo LSTM, portanto, os
autores decidiram usar o GRU para a camada RNN na previsdo do modelo. Além de mostrar
que o modelo alcanga um menor NRMSE' médio nos 3 datasets em que foram explorados,
esse supera os algoritmos dos componentes? com melhorias no NRMSE de 7,43% para
12,45%. Diante dos resultados alcangados em relagdo ao comparativo dos algoritmos da
classe das RNN, esta pesquisa reafirmou a nossa escolha referente a implementacédo do
modelo GRU em nossa analise. Porém, o estudo nao explorou a quantidade de amostras
gue cada modelo de AM necessita para realizar suas previsoes, e, também, os intervalos
de previsdo nao foram indicados para que pudéssemos realizar as comparagdes entre os
modelos RNN.

Embora os trabalhos relacionados descritos acima mostrassem bons resultados
para 0s cenarios em que estavam ajustados, os trabalhos ndo exploraram os tempos de
execucgao, quantidade de amostras que cada algoritmo precisa para oferecer previsoes pre-
cisas. Portanto, nessa dissertacdo estdvamos interessados em verificar a eficiéncia das
técnicas de previsdo em um cenario realista, essa com diferentes intervalos de previsdo
e cargas de trabalho nao lineares, como é o caso de aplicacbes modernas em nuvem.
Com base nos respectivos trabalhos relacionados, selecionamos os modelos ARIMA, GRU
e MLP e comparamos umas as outras nas mesmas condigdes, analisando algumas com-
pensacdes em relacao a precisao, aos esforcos de treinamento e aos tempos de execucgao.
Essas sendo caracteristicas que podem influenciar na escolha dos algoritmos de AM ao im-
plementar uma estratégia proativa com o objetivo de otimizar o provisionamento de recursos
em nuvem. A tabela 5.1 sumariza os trabalhos relacionados descritos neste capitulo.

'Erro Quadrado Médio da Raiz Normalizado [34]
2Conjunto de algoritmos (Essemble)
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Tabela 5.1 — Estrategias de previsdo de carga dos trabalhos relacionados

Autores Técnicas Resultados
Jitendra and | ANN e evolucéo diferen- | Abordagem evolucionaria no treinamento
Singh[25] cial adaptativa do modelo para minimizar o efeito da es-

colha.

Messias et al.
[31]

Naive, AR, ARMA,
ARIMA, ETS e Algorit-
mos genéticos

Algoritmos Genéticos na combinagédo dos
resultados dos modelos estatisticos.

Prevost et al. | ANN, AR AR resultou em melhores resultados de-

[35] vido a carga de trabalho em um periodo
curto de tempo.

Calheiros et al. | ARIMA Uso do simulador CloudSim. Simulac¢des

[10]

atingiram uma precisdo média de 91%, o
que resulta em impacto minimo na QoS em
intervalos de 60 minutos.

Nguyen et al.
[34]

GRU, IRNN, LSTM, Es-
semble

Comparacao de modelos RNN e identifica-
cado do GRU como modelo relevante entre
as técnicas de rede neural recorrente.
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6. CONCLUSAO

Nesta dissertacao foram avaliadas caracteristicas de modelos preditivos utilizados
para a previsdo de carga de trabalho. Avaliaram-se as vantagens e desvantagens de trés
modelos de previsdo amplamente aplicadas no contexto de computacdo em nuvem para
previsdao de cargas em aplicacbes web.

Nossos resultados comparam o ARIMA, MLP e GRU em diferentes configuracdes
para ajudar administradores a escolher o modelo preditivo mais adequado e eficiente para
seu problema exclusivo. Algumas caracteristicas especificas analisadas durante a avaliacao
dos modelos sdo destacadas abaixo:

* Precisao: Nossos experimentos mostram que as trés técnicas, embora com métricas
moderadamente distintas, apresentam precisées de modelo superior a 80% para o
dataset da NASA e de 90% para o dataset da Wikipédia, ou seja, em termos de
previsdo as técnicas sdo equiparaveis.

» Tempo de execucao: Quanto ao tempo de execucao para previsao, os modelos MLP
e GRU executaram as previsdes da série temporal submetida em milésimos de segun-
dos, ambos apresentando um comportamento similar independentemente da quanti-
dade de entrada de dados. Por outro lado, o modelo ARIMA executou as previsdes na
faixa de minutos, aumentando o tempo de acordo com a quantidade de dados disponi-
veis na entrada. Sendo assim, este modelo apresenta um comportamento dependente
do tamanho da entrada de dados para finalizar as previsoes.

» Generalizacao: O modelo ARIMA néo oferece previsdes precisas para 0s casos em
que os hiperparametros ndo estejam ajustados especificamente para o dataset. No
entanto, os modelos MLP e GRU demonstraram capacidade de generalizacao ao tra-
balhar com as nao linearidades de carga independente das definicdes dos hiperpara-
metros. Essas ndo estando ajustadas especificamente para o dataset submetido.

* Quantidade de amostras: Ao avaliar a qualidade das previsées com a quantidade
limitada de dados histéricos na fase de treinamento, o modelo MLP demonstrou alta
capacidade de adaptacéao, oferecendo previsdes precisas com apenas 10% de dados
histéricos para cada intervalo de previsao testado.

» Algoritmos de Tuning: Foram explorados dois algoritmos de otimiza¢ao de hiperpa-
rametros. O algoritmo Grid search foi aplicado no tuning do modelo ARIMA, o que
proporcionou resultados precisos, no entanto, este processo pode perdurar por horas
devido a relacao da quantidade de hiperparametros a serem cruzados e a quantidade
de amostras do dataset. Dessa forma, o Grid Search mostra-se ineficiente em ce-
narios vinculados a logistica de tempo. Para os algoritmos MLP e GRU foi utilizado
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o algoritmo Tree of Parzen Estimator (TPE) que, pode ser adotado como uma ferra-
menta 0til para a implantagdo de redes neurais com diferentes cargas de trabalho.
Visto que, o baixo tempo de execugdo permite realizar diversos testes com diferentes
espacos amostrais para encontrar bons conjuntos de hiperparametros.

Com base nas caracteristicas mencionadas e nas consideracdes realizadas du-
rante a discussao dos resultados da Secado 4.3, o modelo MLP se apresentou flexivel e
adaptavel em diferentes cargas de trabalho, com capacidade de fornecer previsées pre-
cisas mesmo com a quantidade limitada de dados historicos para a fase de treinamento.
Indicamos esse modelo para cenarios de nuvem, porque essas caracteristicas o tornam
mais flexivel e aplicavel que as outras técnicas analisadas neste estudo.

Os scripts, codigos-fonte dos modelos em estudo e fraces de carga de trabalho
usados em nossos experimentos estdo disponiveis no GitHub' para fins de reprodutibili-
dade. Também esta disponivel uma versao preparada para ser executada direto da ferra-
menta do Google Colaboratory que pode ser acessada pelo mesmo endereco.

Os resultados preliminares deste trabalho fazem parte de uma publicacao reali-
zada no 27th euromicro international conference on parallel distributed and network-based
processing (PDP 2019)[24]. O foco principal do artigo foi realizar uma comparacéao prelimi-
nar das trés técnicas de AM alvo desta pesquisa.

Ha possibilidade de realizar, em trabalhos futuros, uma analise de aderéncia des-
tes algoritmos em outras cargas de trabalho, como diferentes tipos de aplicacdes e até
mesmo recursos computacionais. Além disso, realizar uma andlise de desempenho destes
algoritmos em um ambiente de simulacdo de computagdo em nuvem. Possibilita-se, com
base neste estudo realizado, o planejamento e desenvolvimento de um servico que ofereca
previsdes de carga de trabalho baseada em aplicacdes, onde este possa ser acoplado em
solucdes de escalonamento reativo com o objetivo de transforma-lo em uma solucao de
escalonamento proativa.

' https : // github.com/ dionatrafk / model_evaluation
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APENDICE A —- MODELO ARIMA

Comando de entrada:

python arima.py trace5.csv 2 0 1

Resultado da execucao:

python arima.py trace5.csv 2 0 1 — R2: 0.84, score: 2290.93 MSE (47.86 RMSE)

# —— coding: utf-8 ——

from pandas import read_csv

from pandas import datetime

from matplotlib import pyplot

from statsmodels.tsa.arima_model import ARIMA

from sklearn.metrics import mean_squared_error, r2_score
from math import sqrt

import numpy as np

import math

import sys,os

# receive the parameters by command line
filename = str(sys.argv[1])

p = int(sys.argv[2])
d = int(sys.argv[3])
q = int(sys.argv[4])

#perc = float(sys.argv[5])
print p,d,q

#read the csv file
dataset = read_csv(filename, header=0, parse_dates=[0], index_col=0, squeeze=
True)

# split into train and test sets

X dataset.values

X = X.astype(’'float32"’)

size = int(len(X) « 0.67)

train, test = X[0:size], X[size:len(X)]
series = [x for x in train]

predictions = list ()

training_size = len(train)
#test with less samples
#size = int(training_size = (perc /100))

fiseries = series[size:training_size :]

# walk—forward validation
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3

print ’current, prediction
for t in range(len(test)):

model = ARIMA(series, order=(p,d,q))
model_fit = model. fit (disp=0)
output = model_fit.forecast()

yhat = output[0]
predictions .append(yhat)
current = test[t]

series .append(current)

print(’'%.2f, %.2f” % (current,yhat))

# evaluate forecasts

score = mean_squared_error(test, predictions)
r2 = r2_score(test, predictions)

print ('R2: %.2f, Testscore: %.2f MSE (%.2f RMSE)’

)

%(r2 ,score, math.sqrt(score))

# Save into a file the configuration and evaluation executed

f=open("ARIMA_Execu es.

f.write("\n python arima.py %s %d %d %d — R2: %.2f,
%(filename, p,d,q, r2,score, math.sqrt(score)))

#plot the execution
#pyplot.plot(test)
#pyplot.plot(predictions ,
#pyplot.show ()

tthl’ llall)

color="red’)

score: %.2f MSE (%.2f RMSE)"
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APENDICE B — MODELO MLP

Comando de entrada:

python mlp.py trace5.csv 110 180 50 25

Resultado da execucao:

71

python mlp.py trace5.csv 110 180 50 25 — R2: 0.80, Trainscore: 4096.38 MSE

(64.00 RMSE), Testscore: 2832.34 MSE (53.22 RMSE)

# —— coding: utf-8 ——

import pandas as pd

import time

import matplotlib.pyplot as plt

import numpy as np

from keras.models import Sequential

from keras.layers import Dense, Dropout

from sklearn.metrics import mean_squared_error, r2_score
import math

import os, sys

def create_dataset(dataset, lookback=1):
dataX, data¥Y = [], [] # create 2 empty list

# go through the lenght of dataset, subtract the lookback and 1.

#2 steps before the end of dataset, because we predict 1 step to the future

for i in range(len(dataset)—lookback—1):

a = dataset[i:(i+lookback) ,0]

dataX.append(a)

dataY .append(dataset[i+lookback ,0]) # get the next value
return np.array(dataX), np.array(dataY)

def save_model(model) :
filename = "data/" + "mlp" + ".h5"
filename = "mlp" + ".h5"
model.save (filename)

# receive the parameters by command line
filename , BATCH_SIZE, NB_EPOCHS, LAYER1, LAYER2 = str(sys.argv[1]),
[2]) ,int(sys.argv[3]),int(sys.argv[4]),int(sys.argv[5])

#perc = float(sys.argv[6])

np.random.seed(7)

# Data preparation

dataset = pd.read_csv(filename, usecols=[1], header=None)
dataset = dataset.values #convert to the array

int(sys.argv
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dataset = dataset.astype(’'float32’) # convert to float

# length of our data set
training_size = int(len(dataset)+0.67)
testing_size = len(dataset)—training_size

# split the data set

train , test = dataset[0:training_size ,:], dataset[training_size:len(dataset) ,:]

#print(len(train),len(test))

# one time step to the future

lookback = 1

trainX, trainY = create_dataset(train, lookback)
testX, testY = create_dataset(test, lookback)

#size = int(training_size « (perc /100))
#trainX = trainX[0:training_size — size:]
#strainY = trainY [0:training_size — size:]

# create the model
model_name = ’'requests_MLP’
model=Sequential ()

model.add (Dense (LAYER1, input_dim=Ilookback, activation="relu’))

model.add (Dropout (0.2))
model.add (Dense (LAYER2, activation="relu’))
model .add (Dropout (0.2))

model.add (Dense(1))

#Compilation and training
#start = time.time ()

model.compile(loss = 'mean_squared_error’, optimizer =

#print "Compilation Time
#start = time.time ()

, time.time () — start

" adam " )

model. fit (trainX ,trainY ,epochs=NB_EPOCHS, batch_size=BATCH_SIZE, verbose=0)

#print "Training time : ", time.time() — start
#model.save ("{}.h5". format (model_name))

# Making predictions

yhat = model.predict(trainX)

y_train = trainY

train_score = mean_squared_error(y_train, yhat)

print (’Trainscore: %.2f MSE (%.2f RMSE)’ %(train_score ,

)

math.sqrt(train_score))
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yhat

= model. predict (testX)

y_test = testY

re =

r2_score(y_test,yhat)

# configuration executed

print (’Filename: ', filename)
print ( 'BATCH_SIZE:  ,BATCH_SIZE)
print ( ’'NB_EPOCHS: ’ ,NB_EPOCHS)
print ( 'LAYER1: ' ,LAYER1)

print ('LAYER2: ' ,LAYER2)

print(’R2: ’,r2)

test_score = mean_squared_error(y_test, yhat)
(’Testscore %.2f° %(math.sqrt(test_score)))
("%.2f , %.2f ,’ %(math.sqrt(score) ,perc)) + filename

print
#print

#Save into a file the command of executions and

f=open("MLP_Execu es.txt", "a")

f.write("\n python mlp.py %s %d %d %d %d — R2: %.2f,
RMSE) , Testscore: %.2f MSE (%.2f RMSE)" %(filename , BATCH_SIZE,NB_EPOCHS,
LAYER1,LAYER2, r2, train_score, math.sqrt(train_score) , test_score, math.sqrt(

test_score)))

#print “actual, predicted’

#for

# print('%.2f, %2f % (y_test[i],yhat[i+1]))

i in range(0, len(y_test)):

#plot executions

#plt
#plt

#plt.
#plt.

#plt.
#plt.

#plt

.plot(yhat[—-100:], label="Predicted’)
.plot(y_test[—-100:], label="Current’)
legend ()

grid ()

ylabel (’Requests’)
xlabel (’Samples 15 min’)
.show ()

its scores

Trainscore: %.2f MSE (%.2f
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APENDICE C — MODELO GRU

Comando de entrada:

python gru.py trace5.csv 130 130 128 64

Resultado da execucao:

python gru.py trace5.csv 130 130 128 64 — R2: 0.80,Trainscore: 712.00 MSE (26.68
RMSE) , Testscore: 2850.82 MSE (53.39 RMSE)

# —— coding: utf-8 ——

import pandas as pd

from keras.layers.core import Dense, Dropout

from keras.layers.recurrent import GRU

from keras.models import Sequential, load_model
import matplotlib.pyplot as plt

import numpy as np

from sklearn.model_selection import train_test_split
from sklearn.preprocessing import MinMaxScaler

from sklearn.metrics import mean_squared_error, r2_score
import math, time

import os, sys

def create_dataset(dataset, lookback=1):
dataX, dataY = [], [] # create 2 empty lists

# go through the lenght of dataset, subtract the lookback and 1. 2 steps
before the end of dataset,
#because we predict 1 step to the future
for i in range(len(dataset)—lookback—1):
a = dataset[i:(i+lookback) ,0]
dataX.append(a)
dataY.append(dataset[i+lookback ,0]) # get the next value
return np.array(dataX), np.array(dataY)

# receive the parameters by command line

filename , BATCH_SIZE, NB EPOCHS, LAYER1, LAYER2 = str(sys.argv[1]), int(sys.argv
[2]) ,int(sys.argv[3]),int(sys.argv[4]),int(sys.argv[5])

#perc = float(sys.argv[6])

# Dataset configuration

dataset = pd.read_csv(filename, usecols = [1], header=None)
dataset.columns = ["request"]

dataset dataset.values #convert to the array

dataset dataset.astype( ' float32’) # convert to float

# length of our dataset
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training_size = int(len(dataset)+*0.67)
testing_size = len(dataset)—training_size

# split the data set
train , test = dataset[0:training_size:], dataset[training_size:len(dataset)

# one time step to the future

lookback = 1

trainX , trainY = create_dataset(train, lookback)
testX, testY = create_dataset(test, lookback)

# Scaling dataset
x_train, y_train = trainX, trainY

x_test, y_test = testX, testY

# scaling values for model

scaleX = MinMaxScaler ()

scaleY = MinMaxScaler ()

trainX = scaleX.fit_transform (x_train)

trainX = trainX.reshape((—-1,1,1))

trainY = scaleY.fit_transform (y_train.reshape(—1,1))
testX = scaleX.fit_transform (x_test)

testX = testX.reshape((—1,1,1))
testY = scaleY.fit_transform (y_test.reshape(—1,1))

# creating model using Keras

model_name = ’'requests_ GRU’

model = Sequential ()

model.add (GRU(units=LAYER1,
return_sequences=True,
input_shape=(1, 1)))

model.add (Dropout (0.2))

model.add (GRU(units=LAYER2))

model.add (Dropout(0.2))

model.add (Dense(1, activation="sigmoid’))

#test with less samples

#size = int(training_size = (perc /100))
#trainX = trainX[0:training_size — size:]
#trainY = trainY [O:training_size — size:]

# Compilation and training
#start = time.time ()
model.compile (loss="mean_squared_error’, optimizer='adam’)

1]
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#print "Compilation Time

#start = time.time ()

model. fit (trainX ,trainY ,batch_size=BATCH_SIZE, epochs=NB_EPOCHS,
validation_split=0.1, verbose=0)

#print "Training time : ", time.time() — start

#model.save ("{}.h5".format (model_name))

, time.time () — start

# Making predictions

yhat = model. predict(trainX)

yhat = scaleX.inverse_transform (yhat)
y_test = scaleX.inverse_transform (trainY)

train_score = mean_squared_error(y_test, yhat)
print (’Trainscore: %.2f° %(math.sqrt(train_score)))

yhat = model.predict(testX)
yhat = scaleY.inverse_transform(yhat)
y_test = scaleY.inverse_transform(testY)

#RMSE score

test_score = mean_squared_error(y_test, yhat)
#R square score

r2 = r2_score(y_test,yhat)

print (’Filename: ' ,filename)
print ( 'BATCH_SIZE: * ,BATCH_SIZE)
print ( 'NB_EPOCHS: ’ ,NB_EPOCHS)
print ( 'LAYER1: ' ,LAYER1)

print ( 'LAYER2: ' ,LAYER2)

print(’R2: ’,r2)
print (’Testscore: %.2f MSE (%.2f RMSE)’ %(test_score, math.sqrt(test_score)))

# Save into a file the command of executions and its scores

f=open("GRU_Execu es.txt", "a")

f.write ("\n python gru.py %s %d %d %d %d — R2: %.2f,Trainscore: %.2f MSE (%.2f
RMSE) , Testscore: %.2f MSE (%.2f RMSE)" %(filename , BATCH_SIZE ,NB EPOCHS,
LAYER1,LAYER2, r2,train_score, math.sqrt(train_score), test _score, math.sqrt(
test_score)))

#print 'actual, predicted’
#for i in range(0, len(y_test)):
# print('%.2f, %.2f" % (y_test[i],yhat[i+1]))

# plot some samples.
#plt.plot(yhat[—100:], label="Predicted’)
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#plt
#plt
#plt

#plt
#plt
#plt

.plot(y_test[—100:],

.legend ()

.grid ()

.ylabel ('Requests ’)
.xlabel ('Time’)

.show ()

[EERE}

label="Current’)
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APENDICE D — METODO DE TUNING DE HIPERPARAMETRO: GRID

SEARCH

Comando de entrada:
python grid_search.py trace25.csv

Resultado da execucao:

O algoritmo executa todos os parametros do grid e indica a melhor configuracao.

ARIMA(O, 0, 0) RMSE=600.839
ARIMA(O, 0, 1) RMSE=384.566

ARIMA(10, 2, 1) RMSE=199.126
ARIMA(10, 2, 2) RMSE=199.387
Best ARIMA(4, 0, 1) RMSE=191.030

# grid search ARIMA parameters for time series
import os, sys

import warnings

from math import sqrt

from pandas import Series

from statsmodels.tsa.arima_model import ARIMA
from sklearn.metrics import mean_squared_error

filename = str(sys.argv[1])
log = open(’log _grid.txt’, 'w’)
log.write (filename)

# evaluate an ARIMA model for a given order (p,d,q)
def evaluate_arima_model (X, arima_order):
# prepare training dataset
train_size = int(len(X) = 0.66)
train, test = X[0O:train_size], X[train_size :]
history = [x for x in train]
# make predictions
predictions = list ()
for t in range(len(test)):
model = ARIMA(history , order=arima_order)
model_fit = model. fit (disp=0)
yhat = model_fit.forecast () [0]
predictions .append(yhat)
history .append(test[t])
# calculate out of sample error
rmse = sqrt(mean_squared_error(test, predictions))
return rmse
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2 def evaluate_models(dataset,
33 dataset =
4  best_score, best_cfg =
s for p in p_values:

float ("inf

p_values, d_values, g_values):
dataset.astype( ' float32"’)

"), None

36 for d in d_values:

37 for q in qg_values:

38 order = (p,d,q)

39 try:

40 rmse = evaluate_arima_model(dataset, order)
41 if rmse < best _score:

42 best_score, best_cfg = rmse, order

43 print ('ARIMA%s RMSE=%.3f " % (order ,rmse))

44 log.write (’ARIMA%s RMSE=%.3f " % (order ,rmse))
45 except:

46 continue

47 print (’'Best ARIMA%s RMSE=%.3f " % (best_cfg, best_score))

s log.write ('Best ARIMA%s RMSE=%.3f" % (best_cfg,

49

50

st # load dataset

s2 #series = Series.from_csv(filename,
53 series = Series.from_csv(filename,
s« # evaluate parameters

ss p_values = [0, 1, 2, 4, 6, 8, 10]
s d_values = range(0, 3)
57 q_values = range(0, 3)

58

se warnings. filterwarnings ("ignore™")
so evaluate_models(series.values,
61 log.close ()

p_values,

header=0)
header=0, parse_dates=[0],

d_values, q_values)

best score))

index_col=0)
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APENDICE E - METODO DE TUNING DE HIPERPARAMETRO: TPE
PARA MLP

Comando de entrada:
python hypeas_mlip.py trace5.csv

Resultado da execucao: No final da execugéo, o algoritmo de otimizagao retorna uma
linha de comando com os hiperparametros otimizados, no formato de entrada do programa

mip.py
"python mlp.py trace5.csv 110 180 50 25°

# —— coding: utf-8 ——

#!pip install hyperas

from __future__ import print_function

from hyperopt import Trials, STATUS OK, tpe

from hyperas import optim

from hyperas.distributions import choice, uniform

from hyperas. utils import eval_hyperopt_space, space_eval

from keras.models import Sequential
from keras.layers.core import Dense, Dropout, Activation
from keras.optimizers import RMSprop

from keras.utils import np_utils
import os, sys

import pandas as pd

import numpy as np

def data():

Data providing function:
This function is separated from model() so that hyperopt
won’t reload data for each evaluation run.

# good practice to set the seed state, starting point
#receive command line parameter
filename = str(sys.argv[1])

dataset = pd.read_csv(filename, usecols=[1], header=None)
dataset = dataset.values #convert to the array
dataset = dataset.astype( ' float32 ') # convert to float

# lenth of our data set
training_size = int(len(dataset)=0.67)
#testing_size = len(dataset)—training_size
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def

# split the data set
train, test = dataset[0:training_size ,:], dataset[training_size:len(dataset)

0]

# one time step to the future

lookback = 1
#dataX, data¥Y = [], [] # create 2 empty list
#

dataX_train, dataY_train = [], [] # create 2 empty list
dataX_test, dataY_test = [], [] # create 2 empty list
np.random.seed(7)

for i in range(len(dataset)—lookback—1):
a = dataset[i:(i+lookback) ,0]
dataX_train.append(a)
dataY_train.append(dataset[i+lookback,0]) # get the next value

X_train, Y_train = np.array(dataX_train), np.array(dataY_train)

for i in range(len(dataset)—lookback—1):
a = dataset[i:(i+lookback) ,0]
dataX_test.append(a)
dataY_test.append(dataset[i+lookback,0]) # get the next value

X_test, Y_test = np.array(dataX_test), np.array(dataY_test)

#

#X train, Y _train = create_dataset(train, lookback)
#X test, Y _test = create_dataset(test, lookback)

return X_train, Y _train, X _test, Y_test
model (X_train, Y_train, X_test, Y_test):
lookback = 1

model=Sequential ()
model.add (Dense ({{ choice ([30,60,80])}}, input_dim=lookback, activation="relu

"))

model.add (Dropout(0.2))

model.add (Dense ({{ choice ([10,30,60])}}, activation="relu’))
model.add (Dropout (0.2))

model .add (Dense (1))

model.compile (loss="mean_squared_error’, optimizer="adam", metrics=[ 'mae’])

model. fit (X_train, Y_train,
batch_size ={{choice ([130,180])}},
nb_epoch={{choice ([130,200]) }},
verbose=2,



91

92

93

94

95

96

97

98

99

100

101

102

103

104

105

106

107

108

109

110

111

112

113

114

115

116

117

118

119

120

121

122

123

124

125

if

83

validation_data=(X_test, Y_test))
score, mae = model.evaluate (X_test, Y_test, verbose=0)

print(’Test mae:’, mae)
return {’loss’: —mae, ’status’: STATUS_OK, ’'model’: model}
__name__ == ' _main__ ’:

trials=Trials ()

best_run, best_model, space = optim.minimize (model=model,
data=data,
algo=tpe.suggest,
max_evals=5,
trials=trials ,
eval_space=True,
return_space=True)

X_train, Y_train, X_test, Y_test = data()

print("Evalutation of best performing model:")
print (best_model.evaluate (X_test, Y_test))
print(’’)

print ("Best performing model chosen hyper—parameters:")
print (best_run)

print(’’)

print (filename)

print ('BATCH_SIZE =", best_run.get(’batch_size’))
print (’'NB_EPOCHS =, best_run.get(’nb_epoch’))
print ('LAYER1 =’ ,best_run.get(’Dense’))

print ('LAYER2 =" ,best_run.get(’'Dense_1"))
print(’’)

print ("python gru.py %s %d %d %d Yd" %(filename, best _run.get( batch_size’),
best_run.get(’nb_epoch’), best_run.get(’Dense’), best _run.get(’'Dense_1")))

f=open("MLP_hyperparameters. txt", "a")

f.write("\n python mlp.py %s %d %d %d %d " %(filename , best_run.get(’
batch_size’), best_run.get( ' nb_epoch’), best_run.get(’Dense’), best _run.get(’
Dense_17)))

*?for t, trial in enumerate(trials):
vals = trial.get(’misc’).get(’'vals’)
print (" Trial %s vals: %s" % (t, vals))
tmp = {}
for k,v in list(vals.items()):

tmp[k] = v[0]
print(’’)

print (eval_hyperopt_space (space, tmp))
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APENDICE F — METODO DE TUNING DE HIPERPARAMETRO: TPE
PARA GRU

Comando de entrada:
python hypeas_gru.py trace5.csv

Resultado da execucao: No final da execugéo, o algoritmo de otimizacao retorna uma
linha de comando com os hiperparametros otimizados, no formato de entrada do programa

gru.py
‘python gru.py trace5.csv 130 130 128 64’

# —— coding: utf-8 ——

#!pip install hyperas

from __future__ import print_function

from hyperopt import Trials, STATUS OK, tpe

from hyperas import optim

from hyperas.distributions import choice, uniform

from keras.layers.recurrent import GRU

from hyperas. utils import eval_hyperopt_space, space_eval

from keras.models import Sequential

from keras.layers.core import Dense, Dropout, Activation
from keras.optimizers import RMSprop

from sklearn.preprocessing import MinMaxScaler

from keras. utils import np_utils

import os, sys

import pandas as pd

import numpy as np

#receive command line parameter
filename = str(sys.argv[1])

def data():

#Data providing function:
#This function is separated from model() so that hyperopt
#won’t reload data for each evaluation run.

filename = str(sys.argv[1])

dataset = pd.read_csv(filename, usecols=[1], header=None)
dataset dataset.values #convert to the array

dataset = dataset.astype( ' float32'’) # convert to float

# lenth of our data set
training_size = int(len(dataset)=0.67)
#testing_size

len(dataset)—training_size
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def

# split the data set

train, test = dataset[0:training_size ,:], dataset[training_size:len(dataset)

0]

# one time step to the future
lookback = 1

#dataX, data¥Y = [], [] # create 2 empty list

dataX_train, dataY_train = [], [] # create 2 empty list
dataX_test, dataY_test = [], [] # create 2 empty list
np.random.seed(7)
for i in range(len(dataset)—lookback—1):

a = dataset[i:(i+lookback) ,0]

dataX_train.append(a)

dataY_train.append(dataset[i+lookback ,0]) # get the next value

X_train, Y_train = np.array(dataX_train), np.array(dataY_train)

for i in range(len(dataset)—lookback—1):
a = dataset[i:(i+lookback) ,0]
dataX_test.append(a)
dataY_test.append(dataset[i+lookback ,0]) # get the next value

X_test, Y_test = np.array(dataX_test), np.array(dataY_test)
# scaling values for model
scaleX = MinMaxScaler ()

scaleY = MinMaxScaler ()

X _train
X _train

scaleX. fit_transform (X_train)
X_train.reshape((—1,1,1))

Y_train = scaleY.fit_transform (Y_train.reshape(—-1,1))

X test scaleX. fit_transform (X_test)
X_test = X_test.reshape((—1,1,1))

Y_test = scaleY.fit_transform(Y_test.reshape(—1,1))
return X_train, Y _train, X test, Y test
model (X _train, Y _train, X test, Y _test):

[EEIE]

Model providing function:
Create Keras model with double curly brackets dropped—in as needed.

Return value has to be a valid python dictionary with two customary keys:
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104
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106

107

108
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128

if

loss: Specify a numeric evaluation metric to be minimized
status: Just use STATUS OK and see hyperopt documentation if not
feasible

The last one is optional, though recommended, namely:

model: specify the model just created so that we can

again.
lookback = 1
model = Sequential ()
model.add (GRU(units ={{choice ([32,128,256]) }},
return_sequences=True,
input_shape=(1, 1)))
model.add (Dropout (0.2))
model.add (GRU(units ={{choice ([16,32,64])}}))
model.add (Dropout(0.2))
model.add (Dense (1, activation="sigmoid’))
model.compile (loss="mean_squared_error’, optimizer="adam",
model. fit (X _train, Y_train,
batch_size ={{choice ([130,180])}},
nb_epoch={{choice([130,200])}},
verbose=2,
validation_data=(X_test, Y_test))
score, mae = model.evaluate (X_test, Y_test, verbose=0)
print(’Test mae:’, mae)
return {’loss’: —mae, ’status’: STATUS OK, ’'model’: model}
__name__ == '_ main__ ’:
trials=Trials ()

best_run, best_model, space = optim.minimize (model=model,

data=data,

later use it

metrics=[ 'mae’])

algo=tpe.suggest,

max_evals=5,
trials=trials ,

eval_space=True,
return_space=True)

X_train, Y_train, X_test, Y_test = data()

print(
print(
print(
print(
print(
print(
print(

"Evalutation of best performing model:")
best_model.evaluate (X_test, Y_test))

)

"Best performing model chosen hyper—parameters:")
best_run)

)

filename)
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print ('BATCH_SIZE =", best_run.get(’batch_size’))
print (’'NB_EPOCHS =, best_run.get(’nb_epoch’))
print ('LAYER1 =’ ,best_run.get(’units’))
print ('LAYER2 =’ ,best_run.get(’ units_1"))
print(’")
print ("python hypeas_gru.py %s %d %d %d %d" %(filename , best_run.get(’
batch_size’), best_run.get( ' nb_epoch’),
best_run.get( units’), best_run.get(’units_1"7)))

# Save into a file the command of executions and its scores
f=open("gru_hyperparameters. txt", "a")
f.write("\n python gru.py %s %d %d %d Yd" %(filename, best_run.get(’

batch_size’), best_run.get( ' nb_epoch’), best_run.get(’units’), best_run.

get( ' units_1")))
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