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UBERBAND: META-APRENDIZADO E OTIMIZACAO BASEADA EM
BANDIDOS MULTI-ARMADOS PARA SELECAO EFICIENTE E EFETIVA
DE PROCESSOS COMPLETOS

RESUMO

Na medida em que tecnologias para gerenciamento e armazenamento de dados
se tornam amplamente disponiveis, torna-se um desafio fornecer aos usuarios sistemas efi-
cazes de andlise e compreensao desses dados. Descoberta de Conhecimento em Bases
de Dados (DCBD) é o processo néo-trivial de extragéo de padrdes interessantes, validos e
Uteis a partir de dados. Este processo inclui desde a selecdo de dados, até a interpreta-
¢éo dos padroes identificados. Especialmente para usuarios ndo-especialistas, a definicao
e gestao de um processo de DCBD séao atividades complexas, pois é exigido o conheci-
mento sobre como escolher as operadores adequados dentre a gama disponivel para cada
etapa, como configura-los e como interpretar sua saida. Selegdo Automatica de Proces-
sos Completos (SPC) objetiva auxiliar usuarios de DCBD na tarefa onerosa de escolher o
processo completo de operadores, que inclui métodos de pré-processamento, algoritmos
de aprendizado de maquina e suas configuragées de hiper-pardmetros mais adequados
a um determinado problema. Embora diversas solucdes ja existam para esta tarefa, tais
solugdes sao limitadas do ponto de vista da avaliagdo do processo completo i) algumas so-
lucbes ndo realizam experimentacado do processo e se baseiam apenas em estimativas de
desempenho de problemas similares, o que pode levar a recomendagdes nao-precisas e ii)
as demais solucdes avaliam os processos completos repetidas vezes sobre o conjunto de
treinamento inteiro até encontrar a melhor opgéao. Estas Ultimas solugdes geralmente ob-
tém resultados mais precisos, porém, se tornam computacionalmente custosas em termo
de tempo, a medida em que os conjuntos de dados aumentam e novos algoritmos sao de-
senvolvidos. Neste sentido, esta pesquisa propde e analisa um novo algoritmo para SPC,
denominado Uberband, que combina Meta-Aprendizado, para a estimar a probabilidade de



amostragem de operadores, e otimizacao baseada em bandidos multi-armados, para reali-
zacao de alocacgao adaptativa de instancias do conjunto de treinamento durante o processo
de otimizagdo. Resultados da anélise experimental comparativa com solucbes estado-da-
arte em SPC, indicaram que Uberband proporciona uma SPC com desempenho similar e
em um tempo expressivamente menor do que as solugdes atuais.

Palavras-Chave: aprendizado de maquina automatico, meta-aprendizado, otimizacao ba-
seada em bandidos multi-armados, selecéo de processo completo.



UBERBAND: COMBINING METALEARNING AND BANDIT-BASED
OPTIMIZATION FOR EFFICIENT AND EFFECTIVE WORKFLOW
SELECTION

ABSTRACT

Since data management and storage technologies become widely available, it be-
comes a challenge to provide users with effective systems for analyzing and understanding
these data. Knowledge Discovery on Databases (KDD) is the non-trivial process of extract-
ing interesting, valid, and useful patterns from data. This process ranges from data selection
to interpretation of the identified patterns. Especially for non-expert users, the definition and
management of KDD process are complex activities, since it requires knowledge on how to
choose the appropriate operators from the available range, how to configure them and how
to interpret their output. Automatic Workflow Selection (AWS) aims to assist users of KDD in
the onerous task of choosing the workflow, which includes preprocessing methods, machine
learning algorithms and their hyper-parameter configurations, more suitable for a given prob-
lem. Although several solutions already exist for this task, such solutions are limited from
the point of view of experimental evaluation of candidate workflows: i) some solutions do
not perform workflow experimentation and are based on performance predictions in similar
problems, which can lead to non-precise recommendations and ii) other solutions evaluate
the workflows configurations over the entire training set until the best option is found. These
latter solutions usually get more accurate results, however, they become computationally
time-consuming as the datasets increase and new algorithms are developed. In this sense,
this research proposes and investigates a new algorithm for AWS, named Uberband, that
combines metalearning and multi-armed bandit optimization to perform adaptive allocation
of the training data set during the optimization process. Results of the comparative exper-
imental analysis with state-of-the-art solutions in AWS indicated that Uberband provides a
AWS with good performance and in a significantly speedup over the current solutions.



Keywords: automatic workflow selection, bandit-based optimization, knowledge discovery
in databases, meta-learning.



LISTA DE FIGURAS

Figura1.1 — DesenhodaPesquisa ........... ..., 39
Figura 2.1 — Processo de Descoberta de Conhecimento em Bases de Dados
[Adaptada de [Fayyad etal.,, 1996b]] ....... ... ... 41
Figura 2.2 — Abordagem geral para construgdo de um modelo de classificagcao
[Adaptadade [Tanetal., 2005]] ... .. .o e 45
Figura2.3 — Exemplode Curva ROC . ... .. .. . ... . . . .. i 47

Figura 2.4 — Métodos de Amostragem de Dados [Adaptada de [Faceli et al., 2011]] 49
Figura 3.1 — Tarefas de Aprendizado de Maquina Automatico ................ 52

Figura 3.2 — Processo de Meta-Aprendizado para Selecao de Algoritmos [Adap-

tada de [Brazdiletal.,, 2008] . .. ... ..o e 56
Figura 3.3 — Espaco de Operadores [Adaptada de [Sunetal., 2013] ........... 69
Figura 3.4 — Arquitetura Genérica de uma Solugdo para Apoio a Selecdo de Pro-

cesso Completo . ... e 70
Figura 4.1 — Procedimento de Snowballing . . ......... ... .. ... ... ... ...... 78
Figura 4.2 — Levantamentode artigos . ... 79
Figura 4.3 — Taxonomia das Abordagens de Selecédo de Processo Completo .... 83

Figura 4.4 — Processo Geral de uma solugdo de Raciocinio Baseado em Casos . 84

Figura 4.5 — Solugdo de Planejamento Automatico para Selegcdo de Processo

Completo. Adaptado de [Serbanetal.,2013]......... ... .. ... .. .... 86
Figura 4.6 — Solugéo de Otimizacao para Selecdo de Processo Completo ...... 90
Figura 4.7 — Solucdo Composta para Selecao de Processo Completo.......... 94

Figura 5.1 — Ranking médio da avaliagcdo de Hyperband contra Estratégias de
Otimizacao Bayesianas (SMAC e TPE) e amostragem aleatéria, para o pro-

blema de SPC em 117 conjuntos de dados [Fonte [Li et al., 2017]]........ 106
Figura 5.2 — Visdo Geraldo Uberband ........... ... .. .. 108
Figura 5.3 — Caracterizagdo do Uberband com Base na Arquitetura Genérica de

uma Solugéo para Apoio a Sele¢éo de Processo Completo ............. 115
Figura 6.1 — Avaliagdo da Estratégia de Meta-Aprendizado .................. 117

Figura 6.2 — Desempenho dos meta-regressores Random Forest, 1-NN, 3-NN e
PADRAO na estimativa de erro de 243 subconjuntos de operadores . ... .. 128

Figura 6.3 — Diagrama de Diferenca Critica entre os Meta-Regressores na avali-
acao de predicao de desempenho dos subconjuntos de operadores .. .... 128



Figura 6.4 — Diagrama de Diferenca Critica entre os Meta-Regressores na avali-
acao da geracao de ranking usando a Medida de Correlagdo Spearman ... 129

Figura 6.5 — Diagrama de Diferenca Critica entre os Meta-Regressores na avali-
acao da geracado de ranking usando a Medida de Correlagdao Ponderada. .. 130

Figura 6.6 — Média do Desempenho Top-N entre os 322 conjuntos de dados de
Random Forest, 1-NN, 3-NN e RankingPadrédo....................... 130

Figura 7.1 — Estrutura do espaco de busca experimental do Uberband. Retangu-
los denotam hiper-parametros pai, enquanto elipses denotam hiper-parametros
folha. Formas coloridas denotam um exemplo de processo completo sele-
03T g =T [ T 134

Figura7.2 — Avaliagcdo de Desempenho (em AUC) do Uberband variando o Hiper-
Pardmetro 7. ... e 138

Figura 7.3 — Visao Geral do Uberband com Meta-Aprendizado (a) e sem Meta-
Aprendizado (b) para auxilio no processo de otimizagdo . ............... 139

Figura 7.4 — Distribuicao de Desempenho (em AUC) do Uberband comparado
com Uberband sem Meta-Aprendizado. ........... ... ... .. ... ..... 140

Figura 7.5 — Comparacao de Desempenho (em AUC) do Uberband comparado
com Uberband sem Meta-Aprendizado. ............. ... .. ........ 141

Figura 7.6 — Visdo Geral do Uberband (a) e Hyperband com Meta-Aprendizado (b) 142

Figura 7.7 — Distribuicao de Desempenho (em AUC) do Uberband comparado
com Hyperband acrescido de Meta-Aprendizado para amostragem de sub-
conjuntos de Operadores. ... ...t e 143

Figura 7.8 — Comparacao de Desempenho (em AUC) do Uberband comparado
com Hyperband acrescido de Meta-Aprendizado para amostragem de sub-
conjuntos de operadores. . ... .. e 144

Figura 7.9 — Visdo Geral do Uberband (a) e Hyperband (b) .................. 145

Figura 7.10 — Distribuicdo de Desempenho (em AUC) do Uberband comparado
com Hyperband. . ... .. e 145

Figura 7.11 — Comparacdo de Desempenho (em AUC) do Uberband comparado
com Hyperband. .. ... e 146

Figura 7.12 — Comparagédo de Desempenho (em AUC) e Tempo de Execugao do
Uberband com Auto-Sklearn e Auto-Weka. ............. ... .......... 152

Figura 7.13 — Avaliacdo de Tempo de Execugao (em Segundos) do Uberband com-
parado com Auto-Sklearn e Auto-Weka. .......... ... . ... . ... ... ... 153

Figura 7.14 — Analise de Significancia Estatistica entre Uberband, Auto-Weka e
Auto-Sklearn em Termos de Tempo de Execugdo ..................... 153



Figura 7.15 — Avaliagdo de Desempenho (em AUC) do Uberband comparado com
Auto-Sklearn e Auto-Weka. . ...... ... .. . . e 154

Figura 7.16 — Andlise de Significancia Estatistica entre Uberband, Auto-Weka e
Auto-Sklearn em Termos de Desempenho (AUC) . .................... 154






LISTA DE TABELAS

Tabela 2.1 — Matriz de Confusao para um problema de classificagao binaria. . . .. 45
Tabela 2.2 — Medidas de Desempenho para Modelos de Regresséo ........... 48

Tabela 3.1 — Exemplos de Meta-Atributos Diretos (Simples, Estatisticos e Base-
ados em Teoria da Informacao (BTI)), Landmarking e Baseados em Modelo 58

Tabela 4.1 — Questdéesde Pesquisa .......... ... .. 76
Tabela 4.2 — Solugdes de Apoio a Selecao de Processo Completo ............ 80
Tabela 4.3 — Comparacao entre as solucdes - Dados de Entrada ............. 81
Tabela 4.4 — Comparagao de Solugdes - Tipo de Apoio . ............cooue... 97
Tabela 4.5 — Comparagao de Solugbes - Validagado ........................ 101
Tabela 6.1 — Algoritmos de Aprendizado Usados para Avaliar o Uberband ... ... 120

Tabela 6.2 — Métodos de Pré-Processamento Usados para Avaliar o Uberband .. 120
Tabela 6.3 — Meta-Atributos Uberband .. ............ ... .. ... .. ... ....... 122

Tabela 6.4 — Desempenho médio e desvio padrao dos meta-regressores na pre-
dicdo de desempenho dos modelos-completos .. ........ ... ... ... ..., 127

Tabela 6.5 — Acuracia Média dos Rankings (rs gerados pelos meta-regressores,
calculada com a Correlagdo de Spearman) . ..., 129

Tabela 6.6 — Acuracia Média dos Rankings (r, gerados pelos meta-regressores,
calculada com a Medida de Correlagéo Ponderada) ................... 129

Tabela 7.1 — Algoritmos de AM e numero de hiper-parametros correspondentes . 134

Tabela 7.2 — Métodos de Selecédo de Caracteristicas (Avaliadores (A) e Métodos
de Busca (B)) e o nimero de hiper-parametros correspondentes . ........ 134

Tabela 7.3 — Conjuntos de Dados de Teste para Avaliagcao Comparativa do Uber-
AN ... e 135

Tabela 7.3 — Conjuntos de Dados de Teste para Avaliagdo Comparativa do Uber-
AN ... e 136

Tabela 7.4 — Média e desvio-padrao do desempenho (AUC) do Uberband com-
parado com Uberband sem Meta-Aprendizado ....................... 140

Tabela 7.5 — Média e desvio-padrao do desempenho (em AUC) do Uberband
comparado com Hyperband acrescido de Meta-Aprendizado para amos-
tragem do subconjunto de operadores . ... ... ... o 142

Tabela 7.6 — Média e desvio-padrdao do desempenho (em AUC) do Uberband
comparado com Hyperbandpadrdo ............ ..., 143



Tabela 7.7 — Comparagao entre os melhores subconjuntos de operadores sele-
cionados por Uberband e Hyperband, incluindo as etapas de Selecao de
Caracteristicas (SC) e Classificagdo (CL) . ........ ... .. ... 147

Tabela 7.8 — Média e desvio-padrao do desempenho (em AUC) e Tempo de Exe-
cucao (em seg) do Uberband comparado com Auto-Sklearn e Auto-Weka .. 151

Tabela C.1 — Comparacao entre os melhores processos completos selecionados
por Uberband e Hyperband, incluindo hiper-parametros ................ 177

Tabela A.1 — Principais caracteristicas dos conjuntos de dados utilizados na Fase
de Meta-Aprendizado, incluindo nome do conjunto de dados (dados), nu-
mero de instancias (#inst.), nimero de atributos (#atrib.), dimensionalidade
(dimen.), porcentagem de atributos categéricos (%Cat.), porcentagem de
atributos numéricos (%Num.), porcentagem de valores ausentes (%aus.) e
porcentagem de instancias da classe majoritaria (%Maj.). .............. 187

Tabela B.1 — Métodos de Pré-Processamento e Algoritmos de Aprendizado do
espaco de busca do Uberband e seus respectivos hiper-parametros . ..... 199



LISTA DE ALGORITMOS

Algoritmo 3.1 — Algoritmo Hyperband, adaptado de [Lietal.,2017]............ 66
Algoritmo 5.1 — Algoritmo Uberband .. ........ . ... ... . . i i 111
Algoritmo 6.1 — Algoritmo de avaliagdo Top-N, adaptado de [Brazdil et al., 2008] . 126
Algoritmo A.1 — Algoritmo Uberband sem Meta-Aprendizado . ................ 173

Algoritmo B.1 — Algoritmo Hyperband com Meta-Aprendizado ................ 175






LISTA DE SIGLAS

ACO — Ant Colony Optimization

AG — Algoritmo Genético

AM — Aprendizado de Maquina

AUTOAM — Aprendizado de M&quina Automatico

AUC - Area Under ROC Curve

BA-FMS — Bat Algorithm for Full Model Selection

CA — Configuracao de Algoritmos

CARS - Collaborative Analytics Recommender System
CASH — Combined Algorithm Selection and Hiperparameter Optimization
DCBD — Descoberta de Conhecimento em Base de Dados
DMER — Data Mining Experiment Repository

DMOP — Data Mining OPtimization ontology

DMWEF — Data Mining Ontology for Workflows

FF — Fast-Forward

GAD — Grafico Aciclico Direcionado

GAPSO-FMS — Genetic Algorithm and Particle Swarm Optimization for Full Model
Selection

HMDA — Hybrid Data Mining Assistant

HTN — Hierarchical Task Network

IDA — Intelligent Discovery Assistant

IDEA — Intelligent Discovery Eletronic Assistant

K-NN — k- Nearest Neighbours

KDDVM — Knowledge Discovery in Databases Virtual Mart

LOO — Leave-One-Out

MA — Meta-Aprendizado

MCPS — Multicomponent Predictive System

MD — Mineracao de Dados

METAL — Meta-Learning Assistant for Providing User Support in Machine Learning
Mining

MH — Meta-Heuristica

NEXT — Next-generation Experiment Toolbox

NSGA2FMS — NSGA-II for Full Model Selection



OB — Otimizagao Bayesiana

OWL — Ontology Web Language

PA — Planejamento Automatico

PDDL — Planning Domain Definition Language
PG — Programacao Genética

PMD — Planning for Data Mining

PMML — Predictive Model Markup Language
PSMS — Particle Swarm Model Selection

PSO — Particle Swarm Optimization

RBC — Raciocinio Baseado em Casos

SA — Selecao de Algoritmos

SC — Selecao de Caracteristicas

SMAC — Sequential Model Algorithm Configuration
SPC — Selecao de Processo Completo

SVM — Support Vector Machine

TPE — Tree Parzen Estimator

TPOT — Tree Based Pipeline Optimization



LISTA DE SIMBOLOS

D—Conjuntode dados ........... it e e 44
N — Numero de instancias em um Conjuntodedados D ..................... 44
X; — Uma instancia - vetor de atributos m-dimensionalde D, i=1,2,..N ......... 44
y—Atributo-alvo . . . . 44
F=Umafungao-alvo . ...... ... ... e e 44
P —Numero de conjuntos de dados . ... .. 53
A—Conjunto de Algoritmos . . . . ...ttt 53
C—Conjuntode caracteristicas . .. ... ...t 55
a—Algoritmo emM A . e 60
h—Ndmero de hiper-pardmetrosde a. ......... .. i 60
N — Espaco de configuragdes dos hiper-parametros de um algoritmoa.......... 60

N; — Espago de configuragdes do i-ésimo hiper-parametro em A, onde i=1,2,...,.h 60

A —Uma configuragdo de hiper-parametro . .......... ... . . ... 60
a, — Um algoritmo com seus hiper-parametros A instanciados . ................ 60
L—Fungdodeperda ...... ... e 60
V — Protocolo de validagao, tal como Holdout, Validacdo Cruzada e Leave-one-out 60
rd — NUmero de rodadas em um problemade bandidos . ..................... 64
AC —Conjunto de @GBS . ...t vttt e 64
RC — Conjunto de reCOMPENSAS . .« . v v vttt it e ettt e e e 64
M—Conjuntodepoliticas . . ......... i e et e e e e i 64
R — Maxima quantidade de recursos que pode ser alocada para uma unica confi-
guragéo de Hyperband/Uberband . .......... . ... . . ... . . . .. 65
n — Par@metro que controla a proporcao de configuracdes descartadas em cada
rodada do Successive Halving. .. ... ... .. 65
Smax — NUmero de execugdes do SuccessiveHalving que serao realizadas ....... 65
B — Quantidade de recursos utilizada em cada iteracdo do SuccessiveHalving .... 65
n— Numero de configuracbes aseremavaliadas ........................... 65
r — Quantidade minima de recursos a ser alocada para cada configuragéo . ... ... 65
T — Lista de configuragdes de hiper-par@metros . . . ............. ... . ... .. 65

L — Lista do desempenho calculado de cada configuraggoem T ............... 65



Op — Conjunto de todos os Operadores de DCBD disponiveis em um determinado
espaco de busca - que podem ser métodos de pré-processamento ou algo-
ritmos de aprendizado . . ... ... e

subop, — processo completo, um subconjunto de operadores de DCBD, instancia-
dos com seus hiper-parametros, incluindo obrigatoriamente um algoritmo de
aprendizado . .. ... e

M — Namero de meta-atributos . ........ ... . .
m — Conjunto de meta-atributos . . . . ... ...
W — Numero de operadores disponiveis em um espagodebusca . .............
w — Conjunto do desempenho predito para cada operador j =1, ..., [W| .........
¢ — Conjunto de modelos de predigao induzidos pelo meta-regressor ...........
7 — Conjunto de pesos dos 0peradores . . . ... .ottt
Nmax — NUmero maximo de configuragdes . . ...

O — Lista de subconjunto de operadores amostrados a cada execucao de Succes-
siveHalving . . . ...

H — Lista de hiper-parametros amostrados para cada subconjunto de operadores
BN O . e e

rs — medida de correlagdo de ranking correlagdo de Spearman . ...............
rw — medida de correlagdo de ranking ponderada . ... ....... ..o



1.1
1.2
1.3
1.4

2.1

2.2
2.2.1
2.3

3.1
3.2
3.2.1
3.3
3.3.1
3.3.2
3.3.3
3.3.4
3.4
3.4.1
3.5

3.5.1
3.5.2
3.5.3
3.5.4
3.6

SUMARIO

INTRODUGAO ... ... e 35
OBJETIVO DA TESE . ..ottt ettt et e e e e e 37
PRINCIPAIS CONTRIBUICOES DATESE .. ..ottt 37
METODOLOGIA . ...ttt e e e e e 38
ORGANIZAGAO DA TESE ..\ttt e e e e 39

DESCOBERTA DE CONHECIMENTO EM BASE DE DADOS E APRENDI-

ZADODE MAQUINA . ... ... 41
DESCOBERTA DE CONHECIMENTO EM BASES DE DADOS E MINERAGAO

DE DADOS ..ttt e 41
APRENDIZADO DE MAQUINA . ... 42
APRENDIZADO DE MAQUINA SUPERVISIONADO . .........cccuuuuu... 43
CONSIDERAGOES FINAISDO CAPITULO ... 50
APRENDIZADO DE MAQUINA AUTOMATICO ...............ccovuo.... 51
DEFINICAO DE APRENDIZADO DE MAQUINA AUTOMATICO ............ 51
SELECAO DE ALGORITMOS . . . oottt e 53
META-APRENDIZADO PARA SELECAO DE ALGORITMOS .............. 55
CONFIGURACAO DE ALGORITMOS ...t 60
METODOS LIVRE DE MODELO . ...ttt e 61
METODOS BASEADOS EM OTIMIZACAO BAYESIANA . ................. 62
METODOS DE FIDELIDADE MULTIPLA . ... e e 63
OTIMIZACAO BASEADA EM BANDIDOS MULTI-ARMADOS . ............. 63
SELECAO DE PROCESSO COMPLETO ..ottt e e e e 67
ESPACO DE BUSCA ...\ e 68
DEFINICAO DOS COMPONENTES DE UMA SOLUCAO DE SELECAO DE

PROCESSO COMPLETO . ..t e e et e e e e e e e 69
BASE DE CONHECIMENTO . . . .o e e e 70
METODO DE SELECAO DE PROCESSO COMPLETO . ... oooeeeeeean. .. 71
APOIO ATOMADA DE DECISAO . . . ..ot e 71
VALIDAGAO . . . e 72

PRINCIPAIS DESAFIOS DA SELECAO DE PROCESSO COMPLETO ....... 72



3.7

4.1

4.1.1
4.1.2
4.1.3
4.1.4
4.2

4.2.1
4.3

4.3.1
4.3.2
4.3.3
4.4

4.4.1
4.4.2
4.4.3
4.4.4
4.5

4.5.1
4.5.2
4.5.3
4.5.4
4.5.5
4.5.6
4.6

4.6.1
4.6.2
4.6.3
4.7

4.7.1
4.7.2

CONSIDERAGOES FINAIS DO CAPITULO . ..o veeee e 73

SELECAO AUTOMATICA DE PROCESSO COMPLETO: UMA REVISAO SIS-

TEMATICADALITERATURA . . ... . e 75
PLANEJAMENTO E LEVANTAMENTO DE ARTIGOS POR REVISAO SISTE-

MATICA DA LITERATURA . ... e 75
OBJETIVO E QUESTOES DE PESQUISA . ...\ 76
ARTIGO DE CONTROLE . ...ttt e e e 76
BUSCA EM MOTORES DE BUSCA .. ...ttt e 77
BUSCA POR SNOWBALLING . ....... . e 77
SELECAO DE ARTIGOS ...ttt 77
RESULTADO DA SELECAO DE ARTIGOS . ... ..ot 79
BASE DE CONHECIMENTO .. ...ttt e 80
OPERADORES . ...ttt e e e 81
INFORMAGOES DO CONJUNTODE DADOS ... ...iiiiiiiiiiianns 82
DESEMPENHO DO OPERADOR . ..ottt e 83
TIPOS DE METODOS DE SELECAO DE PROCESSO COMPLETO ........ 83
RACIOCINIO BASEADO EM CASOS . . ..o ot it e 84
PLANEJAMENTO AUTOMATICO .. ..ottt e 86
OTIMIZADORES . ... ittt e e e 90
SISTEMAS COMPOSTOS ..ot 94
APOIO ATOMADA DE DECISAO . ...\ttt 96
FASES DO PROCESSODE DCBD .. ..'iitiiie e 96
OTIMIZAGAO DE HIPER-PARAMETROS .. ...\ 97
TAREFA . . 98
TIPO DE RECOMENDAGAO . ...\t 98
EXECUGAD .. ittt e e e e 99
TIPO DE IMPLEMENTACAO DA SOLUGAO . ... 99
VALIDACAOD ..ot e 100
TIPODE VALIDAGAO .. .ottt e e e e 100
MEDIDAS DE DESEMPENHO . ... ...t 100
CONJUNTO DE DADOS ..ot e e e 101
DISCUSSAOD . ..ottt e e 102
EXTENSIBILIDADE DO ESPACODEBUSCA . ... ...t 102

CUSTO BENEFICIO DO MODELO GERADO .. ........c.vvieiiinn... 103



4.7.3
4.8

5.1
5.2

5.2.1
5.3
5.3.1

5.3.2
5.3.3
5.3.4
5.3.5
5.4

5.5

6.1

6.1.1
6.1.2
6.1.3
6.1.4
6.1.5
6.1.6
6.2

6.2.1
6.2.2
6.2.3
6.2.4
6.2.5

CONSIDERAGOES GERAIS .. oot 104
CONSIDERAGOES FINAIS DO CAPITULO . . .o oveeee e 104

UBERBAND: SELECAO DE PROCESSO COMPLETO UTILIZANDO META-
APRENDIZADO E OTIMIZACAO BASEADA EM BANDIDOS MULTI-ARMADOS105

UBERBAND ... e 107
FASE 1: ABORDAGEM DE META-APRENDIZADO PARA PREDICAO DE DE-
SEMPENHO DE OPERADORES .. ...\ttt 107
DEFINICAO DA ESTRATEGIA DE META-APRENDIZADO. . ............... 109
FASE 2: SISTEMA DE SELECAO DE PROCESSO COMPLETO ........... 110
OTIMIZACAO DE PROCESSOS COMPLETOS BASEADA EM BANDIDOS MULTI-
ARMADOS . . . e 111
RECURSOS . . . oottt ittt e 112
NUMERO MAXIMO DE CONFIGURAGOES . . ... 112
SELECAO DE PROCESSO COMPLETO ..\t 113
ESPACO DE BUSCA . . oot et e e 114

CARACTERIZACAO DO UBERBAND COM BASE NA ARQUITETURA GENE-
RICA DE UMA SOLUGAO PARA APOIO A SELECAO DE PROCESSO COM-
PLET O L 115

CONSIDERAGOES FINAISDO CAPITULO ...\ttt e e 116

META-APRENDIZADO PARA PREDICAO DE DESEMPENHO DE SUBCON-

JUNTOSDEOPERADORES ............iiiiiiiiiiiiaaaaaaen, 117
CONFIGURAGCAO EXPERIMENTAL ...ttt e e e e 118
BASES DE DADOS . . ..ottt ittt e e 118
OPERADORES . . . ittt e e e e e 119
DESEMPENHO DOS OPERADORES . ... ..ottt 120
META-ATRIBUTOS . ..ottt et e 121
META-REGRESSOR ...ttt 121
RANKING DE SUBCONJUNTOS DE OPERADORES  .............c...... 123
APLICACAO E AVALIACAO DE META-APRENDIZADO . . ................ 123
MEDIDA DE DESEMPENHO DO META-REGRESSOR . .......ccovvnnn... 124
MEDIDA DE DESEMPENHO DE RANKING . . . ..« 124
METODO DE AVALIACAO DE NIVEL-BASE ... ... 125
ESTRATEGIA DE AVALIAGAO . ... e 126

METODOS DE COMPARAGCAO . . . ..ot e e 127



6.3
6.4
6.5
6.6

7.1

7.1.1
7.1.2
7.2

7.2.1
7.2.2
7.2.3
7.2.4
7.2.5
7.3

7.3.1
7.3.2
7.3.3
7.3.4
7.4

8.1
8.1.1
8.2
8.3

AVALIACAO DE DESEMPENHO DO META-REGRESSOR . ............... 127

AVALIAGAO DA CONSTRUGCAO DE RANKINGS .........c.oouueeeuin... 129
AVALIAGAO DE NIVEL-BASE .. ... ittt 130
CONSIDERAGCOES FINAIS DO CAPITULO . .. vve oo 131
AVALIACAO EXPERIMENTALUBERBAND .................c.cccuvv.... 133
CONFIGURAGAO EXPERIMENTAL . . .. 133
DEFINICAO DO ESPACO DE BUSCA EXPERIMENTAL . ...........o..... 133
CONJUNTOS DE DADOS . . . . oottt e e e 134
ANALISE DOS COMPONENTES DO UBERBAND ... ......oouveeenen... 136
METODO DE AVALIACAO . . . oo oo oo e et e 136
AVALIAGAO DE HIPER-PARAMETROS . . ..o 137
AVALIACAO DA ESTRATEGIA DE META-APRENDIZADO ................ 139
AVALIACAO DA ESTRATEGIADE OTIMIZAGAO . .. oo 141
AVALIACAO DO UBERBAND COMPARADO AO HYPERBAND ............ 143
ANALISE COMPARATIVA COM ESTADO DA ARTE EM SELEGAO DE PRO-

CESSOS COMPLETOS . . . . oottt it e e e e 148
METODOS DE COMPARAGAO . . . . oo 149
METODO DE AVALIACAO . . . .o oottt e 150
PREPARAGAO EXPERIMENTAL .. ..ottt e e 151
COMPARANDO UBERBAND COM AUTO-WEKA E AUTO-SKLEARN .. ..... 151
CONSIDERAGOES FINAIS DO CAPITULO . . vvveee e e e 155
CONSIDERACOES FINAIS . . . . ...t e 157
CONTRIBUICOES . . . . oottt e e e e e 157
PUBLICAGOES . . ..ttt e 158
LIMITAGOES . ..ottt e e 159
TRABALHOS FUTUROS . . . .ottt e ettt e et e e e e e 159
REFERENCIAS . . ... e 161

APENDICE A — Pseudo-Cédigo da Versdo do Uberband sem Meta-Aprendizado173
APENDICE B - Pseudo-Cédigo da Versao do Hyperband com Meta-Aprendizado175

APENDICE C - Processos Completos selecionados por Uberband e Hyperband 177



ANEXO A —Conjuntosde Dados . .........cciiiiiiii e

ANEXO B - Hiper-Parametros Configurados no Espaco de Busca Experimen-
taldoUberband . ... ... ..






35

1. INTRODUCAO

O rapido crescimento da capacidade de gerar e coletar dados possibilitou que
muitas empresas e instituicoes armazenem enormes volumes de dados. Porém, a obten-
cado de conhecimento a partir desses dados ainda é um grande desafio. Descoberta de
Conhecimento em Bancos de Dados (DCBD) é definida como o processo nao-trivial de
identificar padrées validos, novos, potencialmente Gteis e compreensiveis em Bancos de
Dados [Fayyad et al., 1996a]. O processo de DCBD é um processo altamente complexo,
iterativo e interativo, com uma natureza orientada por objetivos, dependente de dominio
[Diamantini et al., 2009] e tipicamente envolve muitos operadores, ou seja, métodos de pré-
processamento e algoritmos de Aprendizado de Maquina (AM).

A grande variedade de operadores disponiveis em cada fase do processo de
DCBD faz com que a selegdo dos operadores mais adequados a um determinado pro-
blema possa acarretar na realizacao de diversos experimentos, muitas vezes conduzidos
por tentativa e erro, demandando muito esforco e tempo, e sem garantia de sucesso no final
[Vilalta e Drissi, 2002] [de Sa et al., 2017]. Os primeiros sistemas de descoberta de conhe-
cimento, como Weka [Witten e Frank, 2016], KNIME [Berthold et al., 2009] e as primeiras
versoes do RapidMiner [RapidMiner, 2018], contém implementagdes de varios operadores
de DCBD, mas fornecem apenas suporte limitado em seu uso, porque a selegdo, combina-
cao e configuracao, isto é, a definicao dos hiper-parametros, desses operadores sao feitas
pelo usuario. Como a demanda por algoritmos de AM cresce mais rapidamente que a oferta
de especialistas na area, existe uma necessidade crescente de tecnologias para selecionar,
combinar e configurar automaticamente algoritmos para a tarefa em questao.

Aprendizado de Maquina Automatico (AutoAM) € a sub-area de AM que trata desse
problema. Esta area inclui diferentes esforcos de pesquisa sobre automagao de AM, como
selecao e configuracdo de algoritmos [Guyon et al., 2015]. Os sistemas de AutoAM para
Selecao automatica de Processos Completos (SPC) integram essas diversas tarefas, ou
seja, projetam e recomendam uma combinacao otimizada de operadores, incluindo a con-
figuragéo de hiper-parametros, para tarefas de aprendizado especificas, com dependéncia
minima do conhecimento do usuario.

Nos ultimos anos pesquisadores buscaram melhorar a experiéncia de usuarios
de DCBD, a partir do desenvolvimento de diversas solugdes para SPC. O objetivo des-
sas solucdes é encontrar rapidamente, dentro de um limite de recursos pré-estabelecido,
uma combinacao de operadores de DCBD, e seus respectivos hiper-parametros, que ma-
ximizam uma medida de desempenho no problema de aprendizado de maquina e sobre
o conjunto de dados fornecidos. Essas solucdes envolvem a aplicagdo de diversas abor-
dagens baseadas em Inteligéncia Atrtificial (IA), tais como Raciocinio Baseado em Casos
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(RBC) [Charest et al., 2008], Planejamento Automatico (PA) [Fernandez et al., 2010], Meta-
heuristica (MH) [Sun, 2014] e Otimizacao Bayesiana (OB) [Thornton et al., 2013].

Embora Raciocinio Baseado em Casos esteja apto a oferecer uma selecao precisa
do processo completo adequado a um determinado problema, este resultado esta intrinse-
camente relacionado com a quantidade e qualidade de casos de sucesso, presentes na
base de casos. Logo, se ndo houver na base casos que possam ser utilizados para guiar a
selecdo de processo completo para um dado problema, ou 0s casos existentes sdo sejam
suficientes para realizar uma selecao precisa, a qualidade do processo recomendado fi-
card comprometida [Sun et al., 2013]. Alternativamente, métodos baseados em otimizagao
como Meta-Heuristicas e Otimizagdo Bayesiana tém como vantagem a selecao de proces-
sos completos 6timos, ou préximos de 6timos, avaliados diretamente nos dados de entrada.
Em contrapartida, por se tratarem de uma busca que avalia todo o0 amplo espaco de possi-
bilidades, estas abordagens podem vir a serem mais custosas computacionalmente quanto
maior o conjunto de dados e o numero de operadores de DCBD a serem combinados.

Na tentativa de contornar o desafio de explorar um grande espago de busca ale-
atoriamente, [Nguyen et al., 2014, Feurer et al., 2015a, Chong et al., 2013] combinam Pla-
nejamento Automatico, Otimizagao Bayesiana e Meta-Heuristica, respectivamente, com um
estratégia de Meta-Aprendizado, de maneira a inicializar a estratégia de busca com um
conjunto de processos completos que obtiveram bom desempenho preditivo em problemas
anteriores similares ao problema atual.

Embora a restricdo do espaco de busca proporcione vantagens, estas solugdes
ainda recaem em uma limitagdo fundamental: o grande tempo de execugao necessario
para testar um processo completo candidato no conjunto de dados de treinamento, levando
em consideracdo que muitas possibilidades de processo sdo testadas até que uma boa
combinagao seja encontrada. Dado que a aplicagdo DCBD vem incorporando problemas
cada vez mais complexos, bem como novos algoritmos de AM continuam sendo desen-
volvidos, a questao do tempo de busca se tornara mais severa no futuro. Assim, surge a
necessidade de se utilizar métodos que otimizem a avaliagdo dos processos candidatos,
tornando o processo de SPC mais eficiente.

Neste contexto, a partir da andlise de trabalhos recentes aplicados a tarefa de
otimizacao de hiper-parametros de algoritmos, verificou-se a possibilidade de explorar re-
sultados intermediarios de dados treinamento. Especificamente, o trabalho de Li et al.
[Li et al.,, 2017] apresenta uma solugdo para identificar a melhor configuragcdo de hiper-
parametros utilizando um algoritmo de otimizacdo baseado em bandidos multi-armados.
Este algoritmo, denominado Hyperband, tem como foco a otimizagdo da avaliagdo de con-
figuracdes, a partir da alocacdo adaptativa de recursos para configuracées promissoras,
enquanto as menos promissoras séo eliminadas. Em seus resultados comparativos, Hy-
perband superou solugdes baseadas em Otimizagdo Bayesiana, até entdo estado-da-arte
na tarefa de otimizacado de hiper-pardmetros, em diversos experimentos. Porém, ao ser
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avaliado para o problema de SPC, embora tenha convergido mais rapidamente, obteve um
desempenho inferior as demais abordagens.

Uma vez que Hyperband foi desenvolvido para otimizar a configuragdes de algo-
ritmo, o espago de busca é restrito aos hiper-parametros do algoritmo em questdo e uma
Unica escolha deve ser otimizada: a combinacdo desses hiper-parametros. Porém, con-
figuracdo de algoritmos € apenas uma das tarefas da SPC, que também inclui a selegéao
desses algoritmos. Neste contexto, quando ndo se tem conhecimento prévio que direcione
a melhores possibilidades de escolha, o algoritmo de otimizacdo deve trabalhar a partir da
selecdo aleatéria de processos completos, até determinar as regides de melhor desempe-
nho, o que é computacionalmente custoso, mesmo levando em consideragéo a alocagao de
adaptativa de recursos.

1.1 Objetivo da Tese

A partir da limitacGes existentes nas solugdes atuais, a seguinte questao de pes-
quisa pode ser estabelecida: "é possivel melhorar o desempenho e o tempo de execugao
da Selegéao de Processos Completos a partir do conhecimento proveniente de problemas
anteriores e sem a necessidade de experimentar todas as solugdes candidatas no conjunto
completo de dados de treinamento?".

Com base nesta questao, esta tese tem como objetivo principal propor e avaliar um
algoritmo para Selecédo de Processos Completos que utiliza Meta-Aprendizado e alocacao
adaptativa de recursos, a partir da utilizacdo de métodos baseados em bandidos multi-
armados.

Como resultado, espera-se que, do ponto de vista do usuario, dado um conjunto
de dados referente a um problema de DCBD, o algoritmo proposto retorne o processo com-
pleto, isto €, uma combinacdo de operadores (métodos de pré-processamento e algoritmo
de aprendizado de maquina) e suas configuracdes de hiper-parametros, que obteve o0 me-
Ihor desempenho preditivo em um determinado espaco de busca. E do ponto de vista cien-
tifico, que este resultado possua um desempenho preditivo igual ou superior as solugoes ja
existentes, com reducéo significativa do tempo de execucéo.

1.2 Principais Contribuicoes da Tese

A principal contribuicao desta tese € um novo algoritmo para selegao de processo
completo, denominado Uberband (Capitulo 5), que combina Meta-Aprendizado como forma
de favorecer amostragem de operadores com maior desempenho estimado para o problema
em questao, com uma estratégia de avaliagcao de processos que conduz experimentos com
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pequenas porgdes dos dados de entrada para eliminar progressivamente processos nao
promissores, enquanto aloca maiores recursos de dados para ajustar configuracées de me-
Ihor desempenho.

Como contribuigdes especificas acerca de SPC, temos:

» Revisao Sistematica da Literatura sobre Sele¢ao de Processos Completos: apresen-
tada no Capitulo 4, onde os trabalhos relacionados foram detalhados, organizados em
uma taxonomia e discutidos em termos de suas vantagens e desvantagens;

 Arquitetura Genérica de Componentes de uma Solugcdes de Selecado de Processos
Completos: A analise dos trabalhos relacionados também permitiu a elaboracéo de
uma arquitetura geral que categoriza sendo todas, mas boa parte das solugées exis-
tentes, tanto do ponto de vista técnico como de contribuicdes cientificas. Esta arqui-
tetura é apresentada no Capitulo 3;

 Estratégia de Meta-Aprendizado para Predicao e Desempenho de Operadores: em-
bora esta estratégia seja utilizada neste trabalho como entrada para o otimizador, ela
demonstrou ser capaz de selecionar combinagdes de operadores com qualidade, o
que indica que pode ser utilizada individualmente para esta tarefa. A avaliagao indivi-
dual da estratégia de MA é apresentada no Capitulo 6;

* Avaliagdo Empirica em grande volume de dados: O Capitulo 7 apresenta a ava-
liacdo da abordagem proposta em 60 conjuntos de dados no repositério OpenML
[Vanschoren et al., 2014].

1.3 Metodologia

A Figura 1.1 apresenta o desenho da pesquisa apresentada nesta Tese, incluindo
as fases da pesquisa e métodos que sao aplicados para concepgao desta solugao.

» FASE 1: nesta fase é realizado o estudo de base teorica da area. Fazem parte da
base tedrica o estudo do processo de Descoberta de Conhecimento em Base de
Dados, Aprendizado de Maquina, que inclui AM Supervisionado, AM automatico e
Meta-Aprendizado, bem como os métodos de Otimizagao, em especial a otimizacao
baseada em bandidos multi-armados (Capitulos 2, 3). Durante este processo é reali-
zada a Revisao Sistematica da Literatura (Capitulo 4) com o objetivo de identificar os
trabalhos existentes em Selecao de Processo Completo, bem como as possibilidades
de pesquisa na area.
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actmatodologia
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Figura 1.1 — Desenho da Pesquisa

* FASE 2: nesta fase foi desenvolvida e avaliada a abordagem de Meta-Aprendizado

(Capitulo 4). Esta fase incluiu: a identificagdo dos conjuntos de dados (representati-
vos de problemas de DCBD reais) em repositérios de dados publicos, a definicao dos
meta-atributos (caracteristicas dos dados) para caracterizar as etapas do processo
de DCBD e a medi¢do do desempenho do conjunto de processos completos a serem
avaliados, sendo que estas duas ultimas fases constituem os dados a serem registra-
dos na meta-base de conhecimento. Além disso, foi selecionado experimentalmente
o meta-aprendiz (algoritmo de AM responsavel por construir o modelo de predi¢do de
desempenho dos processos completos com base na meta-base de conhecimento).
Por fim, é feita a andlise experimental do componente de MA.

» FASE 3: nesta fase é desenvolvido e avaliado o algoritmo para selecao de processo

completo. Por fim, é realizada uma analise comparativa entre a solugao proposta e os
trabalhos relacionados existentes mais relevantes, identificados na revisdo sistematica
da literatura (FASE 1).

Organizacao da Tese

Esta tese esta estruturada em 8 capitulos. O restante do volume esta organizado

da seguinte maneira:



40

* O Capitulo 2 apresenta o processo de Descoberta de Conhecimento em Base de
Dados e a area de Aprendizado de Maquina, com foco em Aprendizado de Maquina
Supervisionado;

» O Capitulo 3 apresenta os conceitos relacionados a Aprendizado de Maquina Automa-
tico, incluindo, Selecao de Algoritmos, com foco em Meta-Aprendizado, Configuragéao
de Algoritmos, com foco em Bandidos Multi-Armados e Selegédo de Processo Com-
pleto;

» O Capitulo 4 apresenta os trabalhos relacionados, em forma de uma Revisdo Siste-
matica da Literatura sobre Selecao de Processo Completo;

» O Capitulo 5 apresenta a visao geral da solugdo desenvolvida nesta pesquisa;
» O Capitulo 6 apresenta o detalhamento e a avaliagdo do componente de MA;

» O Capitulo 7 apresenta o detalhamento e a avaliagdo do processo de otimizacao para
SPC, bem como a avaliagdo comparativa da solugéo;

* Por fim, o Capitulo 8 apresenta as consideragoes finais, avaliando as contribuicées da
pesquisa, limitagdes e possibilidades de trabalhos futuros.
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2. DESCOBERTA DE CONHECIMENTO EM BASE DE DADOS E
APRENDIZADO DE MAQUINA

Este capitulo tem como objetivo apresentar a primeira parte da base teérica para
a pesquisa proposta neste trabalho e esta organizado da seguinte maneira: na Secao 2.1
€ apresentada uma visao geral do processo de Descoberta de Conhecimento em Bases de
Dados e na Secéao 2.2 é apresentada a area de Aprendizado de Maquina, com énfase em
Aprendizado de Maquina Supervisionado.

2.1 Descoberta de Conhecimento em Bases de Dados e Mineracao de Dados

Descoberta de Conhecimento em Bases de Dados (DCBD, do inglés - Knowledge
Discovery in Databases) é uma area que estuda como extrair informagdes néo-triviais de
grandes quantidades de dados com o objetivo de descobrir padrées desconhecidos, ten-
déncias inesperadas ou outras relagdes presentes nesses dados [Fayyad et al., 1996b]. O
processo de Descoberta de Conhecimento em Bases de Dados € ilustrado na Figura 2.1.
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Figura 2.1 — Processo de Descoberta de Conhecimento em Bases de Dados [Adaptada de
[Fayyad et al., 1996Db]]

De acordo com [Fayyad et al., 1996b], o processo de DCBD inclui as etapas de:
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» Limpeza dos Dados: remover o ruido e as inconsisténcias;
* Integracao dos Dados: combinar multiplas fontes de dados;

» Selecao dos Dados: selecionar dados relevantes para a analise a partir da base de
dados;

» Transformacao de Dados: transformar e consolidar dados de uma forma apropriada
para mineracao através da realizacao de operacdes de sumarizagao e agregacao;

* Mineracao de Dados: aplicar métodos inteligentes para extragéo de padrdes;

 Avaliacao de Padroes: identificar padrdes verdadeiramente interessantes de repre-
sentagao do conhecimento, com base em medidas de interesse, como suporte e con-
fianca;

» Apresentacao do Conhecimento: apresentar o conhecimento minerado aos usué-
rios, através de técnicas de visualizagao e representacdo de conhecimento.

Dentre essas etapas, Mineracao de Dados (MD) destaca-se por ser onde efetiva-
mente os padrdes Uteis podem ser descobertos, ou "minerados"[Tan et al., 2005]. De fato,
muitos trabalhos utilizam o termo Mineracao de Dados como sindnimo de Descoberta de
Conhecimento em Base de Dados, tamanha a importancia desta etapa [Han et al., 2011]
[Witten e Frank, 2016].

Mineracao de Dados é uma area interdisciplinar, que inclui Estatistica, Técnicas de
Modelagem, Banco de Dados, e teorias de aprendizado provenientes de Inteligéncia Artifi-
cial, como Reconhecimento de Padrbées e Aprendizado de Maquina [Tan et al., 2005]. Seu
principal objetivo € a extragdo de conhecimento inovador, ou seja, ainda nao conhecido e
qgue tenha valor para o dominio em que é aplicado [Faceli et al., 2011]. Neste sentido, técni-
cas de Aprendizado de Maquina (AM) se destacam neste processo, e aplicagdes utilizando
AM sado continuamente propostas, tais como, modelos para analise de crédito, modelos
para diagnostico médico.

2.2 Aprendizado de Maquina

Aprendizado é qualquer mudanga em um sistema que melhore o seu desempenho
na segunda vez que ele repetir a mesma tarefa ou outra tarefa tirada da mesma populacao
[Simon, 1981]. A partir dessa definicdo, Mitchell [Mitchell, 1997] define Aprendizado de
Maquina como sendo o estudo de algoritmos e sistemas que melhoram automaticamente
com a experiéncia.
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Diversas estratégias de aprendizado podem ser utilizadas para desenvolver algo-
ritmos de AM. A mais estudada atualmente baseia-se no conceito de indugao, segundo o
qual é possivel obter-se conclusdes genéricas a partir de fatos ou observagdes particula-
res [Witten e Frank, 2016]. Esse tipo de inferéncia légica caracteriza-se por extrapolar a
informagéo contida nos dados a fim de modelar conceitos mais gerais.

O aprendizado indutivo tem sido tradicionalmente empregado para a concepgéao de
abordagens de AM segundo trés vertentes basicas: supervisionada, nao-supervisionada e
semi-supervisionada.

Na primeira, o objetivo é induzir descrigdes gerais de conceitos utilizando exem-
plos rotulados por um supervisor. O algoritmo de aprendizado utiliza essas informagées
para aprender a associagao entre caracteristicas dos exemplos e seus rétulos. Se os r6-
tulos forem discretos, o problema € caracterizado como sendo de classificagéo, se forem
continuos, como regressao. Na segunda, a meta é descobrir padrdes e regras gerais capa-
zes de explicar as observacées. Comumente, a tarefa de algoritmos nao-supervisionados
€ analisar os exemplos e tentar identificar, caso haja, estruturas de grupos nos dados. Por
fim, no aprendizado de maquina semi-supervisionado o algoritmo aprende tanto a partir de
dados rotulados quanto de nao rotulados.

A subsecao a seguir apresenta uma visao geral de aprendizado de maquina su-
pervisionado, que € o foco desta pesquisa.

2.2.1 Aprendizado de Maquina Supervisionado

Um conceito pode ser entendido como uma regra que particiona os objetos de um
dominio, de acordo com a obediéncia (ou ndo) deles a ela [Utgoff, 1984]. A tarefa do AM
supervisionado é induzir tais conceitos a partir de exemplos especificos dos mesmos.

No AM supervisionado, os objetos (também denominados exemplos ou instancias)
sdo rotulados por um supervisor ou professor, que detém o conhecimento do dominio e co-
nhece a definicdo do conceito a ser aprendido. O supervisor fornece os objetos na forma de
pares (entrada e saida desejada) [Haykin, 1998] e o algoritmo aprende, entdo, uma relacéao
entre as caracteristicas (também conhecidas como atributos ou variaveis) das entradas e
das saidas, que seja consistente com os objetos considerados e que possa ser utilizado
para predizer saidas corretas para entradas ndo vistas anteriormente.

No geral, os problemas tratados em AM supervisionado podem ser divididos em
duas categorias: classificagdo e regressao, cuja principal diferenga esta no roétulo atribuido
ao objeto, que pode ser categdrico ou continuo. As subsecdes a seguir apresentam uma
visdo geral sobre as tarefas de classificacao e regressao.
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Classificagao

Classificacdo € a tarefa de atribuir objetos a uma dentre varias categorias pré-
estabelecidas. E um problema que engloba diversas aplicagdes, tais como categorizagao
de células cancerigenas, deteccao de spams em e-mails, detecgéo de fraudes bancarias,
dentre outros.

Em tarefas de classificagao, dado um objeto (%, y), em que X é um vetor de m valo-
res dos atributos preditivos X = (x', x2, ..., x™), o objetivo é predizer o rétulo do atributo alvo
y, que assume valores discretos, e também pode ser denominado como atributo classe.
Se as classes tiverem diferentes nimeros de objetos, a classe com maior numero é deno-
minada classe majoritaria, e a com menor numero, minoritaria. O processo de classificagéo
se resume a construir um modelo (também denominado classificador ou hipétese), a partir
dos dados observados, que seja capaz de classificar objetos com rétulos desconhecidos.
Tal processo é formalmente definido por Tan et al. [Tan et al., 2005] como:

"Tarefa de aprendizado de uma fungao alvo f que mapeia cada conjunto de atributos X
para um dos roétulos de classe pré-definidos y."

A Figura 2.2 ilustra o processo de classificagdo. Com base em um conjunto de
dados de treinamento, que possui objetos rotulados, um algoritmo de AM é utilizado para
construir um modelo (classificador). Apds construido, este classificador é aplicado para
predizer classes para objetos de um conjunto de testes, cujos rétulos de classe sdo desco-
nhecidos.

Uma caracteristica importante do algoritmo de AM nesta tarefa & construir mo-
delos com boa capacidade de generalizagédo, ou seja, modelos capazes de predizer, com
precisao, rétulos de classe para objetos nao apresentados anteriormente [Tan et al., 2005].
Exemplos de algoritmos de classificacdo incluem Arvores de Decisdo, Redes Neurais Arti-
ficiais, Maquinas de Vetores de Suporte (SVM - do inglés, Support Vector Machines), clas-
sificadores Bayesianos, dentre outros, onde cada um se diferencia dos demais pelo viés
indutivo empregado.

Avaliacédo de Classificadores

A avaliagao do desempenho dos modelos de classificagdo é baseada na contagem
do numero de objetos do conjunto de teste que sao corretamente e incorretamente preditos
pelo modelo. A tabulacdo desta contagem é feita em uma tabela conhecida como matriz
de confusao.

A Tabela 2.1 ilustra uma matriz de confusao para um problema de classificacao de
duas classes, positiva e negativa. As siglas VP, VN, FP e FN significam:

» Verdadeiro Positivo (VP): total de objetos da classe positiva corretamente classificados
como positivos;
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Figura 2.2 — Abordagem geral para construgdo de um modelo de classificagdo [Adaptada
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» Verdadeiro Negativo (VN): total de objetos da classe negativa corretamente classifica-

Atrib2  Atrib3
pequeno 55K
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grande 110K
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grande 67K

dos como negativos;

+ Falso Positivo (FP): total de objetos da classe negativa incorretamente classificados

como positivos;

 Falso Positivo (FN): total de objetos da classe positiva incorretamente classificados

como negativos.

Tabela 2.1 — Matriz de Confuséo para um problema de classificagao binaria

Diversas medidas de desempenho podem ser derivadas partir da matriz de con-
fusdo. Trabalhos como [Ferri et al., 2009] buscam identificar as medidas mais comumente
usadas na comunidade de AM. Porém, a escolha da medida mais adequada para um de-
terminado contexto dependera principalmente das caracteristicas do problema sob anélise
e do objetivo final da avaliagdo [Rossi, 2013].

A seguir sao descritas algumas das mais populares medidas de desempenho de-
rivadas da matriz de confuséo, de acordo com Faceli et al. [Faceli et al., 2011], dado um

Classe
néo
néo
néo
néo

sim

Algoritmo de
Aprendizado de
Maquina

nao =
Indugéo
nao

sim
nao

sim

Classe

)

EVREESEEES RS

Aprendizado
do Modelo

MODELO

Aplicagao do
Modelo

Dedugéo

Classe Predita

Positivo | Negativo
Classe | Positivo | VP FN
Real Negativo | FP VN

conjunto de teste com N objetos:




46

« Acuracia: também conhecida como taxa de acerto, é a soma dos elementos da dia-
gonal principal da matriz, dividida pela soma de todos os elementos da matriz.

VP + VN

= VP+VN+FP+FN

(2.1)

* Precisao: proporgao de objetos positivos classificados corretamente, dentre todos os
objetos preditos como positivo.

VP

prec=vp L Fp

(2.2)

» Sensibilidade: também denominada revocagao ou taxa de verdadeiros positivos (TVP),
corresponde a taxa de acertos da classe positiva.

VP

sens = rev = VP +EN (2.3)
» Especificidade: corresponde a taxa de acertos da classe negativa.
VN
°P = YN+ FP 4

* Medida-F: uma vez que a precisao pode ser vista como uma medida de exatiddao do
modelo e a revocagao como uma medida de completude, a analise dessas medidas é
geralmente feita de maneira combinada. Esta combinagao, conhecida como medida-F,
nada mais é que é média harmdnica ponderada de precisdo e revocacao.

(w+1) % revxprec
rev + w x prec

Frn = (2.5)

Adicionalmente, uma outra forma de se avaliar classificadores em problemas bina-
rios € com o uso de curvas ROC (do inglés, Receiving Operating Characteristics). O grafico
ROC é um grafico bidimensional desenhado em um espaco denominado ROC , onde o eixo
X representa a taxa de falsos positivos (TFP) e o eixo Y representa a taxa de verdadeiros
positivos (TVP). A Figura 2.3 apresenta um exemplo do espago ROC: a linha pontilhada di-
agonal representa classificadores com predicdes aleatérias. Assim, qualquer classificador
abaixo desta linha é considerado pior que o aleatério. O ponto (1,0) representa as classifi-
cagoes perfeitas, onde todos as instancias sao classificadas corretamente; ja o ponto (0,1)
representa uma classificacdo completamente incorreta; o ponto (0,0) indica que todos os
exemplos foram classificados como negativos; e o ponto (1,1) representa as classificagcoes
sempre positivas.

O procedimento usual para se comparar classificadores no espaco ROC ¢ a ge-
racdo de uma curva, denominada curva ROC. A linha em azul na Figura 2.3 apresenta um
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exemplo de curva ROC para um classificador. A partir desta curva pode-se calcular a area
abaixo da curva ROC (AUC, do inglés, Area Under ROC Curve). A medida AUC produz
valores entre 0 e 1, sendo os valores proximos de 1 considerados melhores.

1.0

0.8

o
o

Taxa de VP

N
IS

0.2

e — curva ROC (area = 0.79)

0.0 0.2 0.4 0.6 0.8 1.0
Taxa de FP

Figura 2.3 — Exemplo de Curva ROC

Regresséo

Enquanto que na classificagdo o atributo alvo y € um conjunto de categorias, na
tarefa de regressao este atributo € um valor continuo.

Exemplos de aplicagdes de regresséo incluem estimativa de custo de projetos de
desenvolvimento de software, projecdo de vendas totais de uma companhia, predigcdo de
indices no mercado de agdes, dentre outras aplicagdes.

Em uma definicdo formal, de acordo com Tan et al. [Tan et al., 2005], dado um
conjunto de dados D que contém N objetos,

D=(%y)li=1,2..N

onde cada X; corresponde ao conjunto de atributos do i-ésimo objeto (também conhecido
como variaveis independentes ou atributos preditivos, que podem assumir tantos valo-
res discretos quanto continuos) e y; corresponde ao atributo alvo. A regressado pode ser
descrita como:

"Tarefa de aprendizado de uma func¢ao alvo f que mapeia cada conjunto de atributos X em
uma saida de valor continuo y"

Dentre os exemplos de algoritmos de AM para regressdo temos a Regresséo Li-
near Simples, Regressao Linear Multivariada, Regressdo dos Minimos Quadrados, dentre
outros.
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Avaliacdo de Regressores

O objetivo da tarefa de regressao é encontrar uma fungao alvo, também chamada
de regressor, que se ajuste aos dados de entrada com um erro minimo. Para calcular
este erro, uma gama de fungdes de erro é proposta na literatura, sendo que as principais,
destacadas por Witten e Frank [Witten e Frank, 2016] sao listadas na Tabela 2.2.

Dado um conjunto de testes com N objetos, onde p = (p1, p2, ..., Pn) S&0 0s valores
preditos e ¥ = (ry, I, ..., fy) S0 0s valores reais dos objetos de teste, temos as seguintes
medidas:

Tabela 2.2 — Medidas de Desempenho para Modelos de Regressao

Medida Formula

Erro Quadratico Médio MsE = Pr—n)’+ = Pn— 1)
Raiz do Erro Quadratico Médio RMSE = \/(p1 —n)P+ N +(Pn —1n)?
Erro Absoluto Médio MAE = [P =TT+ + TPy = ]

n
(p1 — 1) + ...+ (Pn — In)°
(r1 —7’)2+...+(f/\/—7')2 ’
HAE= |p1 _r1)|+'"+|pN_rN|
Pt —F+...+|pn — T

Erro Quadratico Relativo RSE = onde 7 = 4 Zﬁo r

Erro Absoluto Relativo

O erro quadratico médio (MSE, do inglés - Mean Squared Error) é a medida
principal e mais comumente usada, pois tende a ser a mais facil de se manipular mate-
maticamente. A partir desta medida, pode-se tirar a raiz quadrada para manter a mesma
unidade dos valores preditos, ao que denomina-se raiz do erro quadratico médio (RMSE,
do inglés - Root Mean Squared Error).

O erro absoluto médio (MAE, do inglés - Mean Absolute Error) é uma medida
alternativa a MSE, que calcula uma média da magnitude dos erros individuais, sem consi-
derar os seus sinais. Esta caracteristica é relevante uma vez que o MSE tende a aumentar
o efeito de outliers (valores discrepantes presentes nos dados), enquanto que o MAE néao
possui este efeito, por tratar os erros igualmente de acordo com sua magnitude.

Em alguns casos, o erro relativo pode ser mais relevante que o erro absoluto e,
portanto, medidas adequadas devem ser empregadas. O erro quadratico relativo (RSE,
do inglés - Relative Squared Error) é a razao do erro quadratico do modelo induzido pelo
algoritmo de regressao e do erro quadratico de um preditor simples, onde tal preditor utiliza
a média do atributo alvo do conjunto de treinamento para predizer o atributo alvo dos objetos
de teste.

Por fim, o erro absoluto relativo (RAE, do inglés - Relative Absolute Error) é o
erro absoluto total, com o mesmo tipo de normalizacdo do RSE, ou seja, normalizado por
um preditor simples.
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Técnicas de Amostragem de Dados

Na avaliacdo experimental dos algoritmos, tanto de classificacdo quanto de re-
gressao, € necessario levar em consideracao que os objetos utilizados no treinamento do
modelo devem ser diferentes dos usados para testa-lo. Do contrario, o desempenho pre-
ditivo do modelo tende a ser otimista, uma vez que os algoritmos de AM tendem a melho-
rar de alguma forma o seu desempenho preditivo nesses objetos durante a fase indutiva
[Faceli et al., 2011].

Técnicas de amostragem de dados atuam na definicdo de subconjuntos de trei-
namento e de teste, onde os dados de treinamento sdo empregados para induzir e ajustar
0 modelo, e os dados de teste simulam a apresentagédo de novos objetos ao preditor. Um
exemplo de utilizacdo desses subconjuntos (Treino e Teste) é ilustrado na Figura 2.2.

A Figura 2.4 ilustra os principais métodos de amostragem [Han et al., 2011]. A
seguir, os métodos mais comumente aplicados, Holdout e Validagao Cruzada, sao descritos
em maiores detalhes.
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Treinamento Treinamento 1 Teste 1
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Dados
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- com reposicéo

(c) Validagao Cruzada (d) Bootstrap

Treinamento d Tested

Figura 2.4 — Métodos de Amostragem de Dados [Adaptada de [Faceli et al., 2011]]

Holdout

Neste método, um conjunto de dados com N objetos é particionado aleatoriamente em
subconjunto de treinamento e subconjunto de teste, na proporcao de p objetos para treina-
mento e p — 1 para teste. Usualmente, utiliza-se p = %, conforme pode ser observado na
Figura 2.4 (a).

A estimativa obtida por este método € dita pessimista, uma vez que apenas uma
porcdo dos dados iniciais é utilizada para induzir o modelo. Além disso, o Holdout nao
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permite avaliar a variagdo de desempenho dos algoritmos mediante a apresentacao dife-
rentes combinacdes de objetos no treinamento [Faceli et al., 2011]. Uma forma contornar
as desvantagens deste método é a utilizacdo de amostragem aleatéria (Figura 2.4 (b)).
Essa variagdo do método faz com que o Holdout seja repetido r vezes, de maneira que o
desempenho final do preditor € a média do desempenho obtido em cada iteragao.

Validacao Cruzada

Na Validacao Cruzada (em inglés, k-fold cross validation), os N objetos iniciais sdo
aleatoriamente particionados em k subconjuntos mutualmente exclusivos (Dx, ..., Dk), onde
N > k > 0. Apés isso, o treinamento e o teste sdo executados k vezes, sendo que em
cada iteragao / a particdo D; € reservada para teste, enquanto que as demais sao utilizadas
conjuntamente no treinamento. Este cenario € ilustrado na Figura 2.4 (c).

Ao contrario do Holdout e da amostragem aleatéria, neste método, todos os ob-
jetos sao utilizados 0 mesmo numero de vezes para treinamento e uma vez para teste. O
desempenho final do preditor € obtido pela média do desempenho em cada subconjunto
de teste. Quando k = N tem-se o método /leave-one-out, onde um Unico objeto € utilizado
para teste a cada iteragdo. Apesar de produzir uma estimativa mais fiel do desempenho
do modelo, este método é computacionalmente caro e, geralmente, aplicado a um conjunto
pequeno de dados.

23 Consideracoes Finais do Capitulo

Este Capitulo introduziu dois conceitos base para esta pesquisa: Descoberta de
Conhecimento em Base de Dados e Aprendizado de Maquina. Estes conceitos serdo explo-
rados para definicao de Aprendizado de Maquina Automatico (Capitulo 3), para categoriza-
cao das solugdes existentes de Selecao de Processo Completo, de acordo com o processo
de DCBD (Capitulo 4), bem como nas definicées experimentais, onde serédo referenciadas
as medidas de desempenho, tanto de classificagdo quanto de regressao, bem como as
técnicas de amostragem de dados.
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3. APRENDIZADO DE MAQUINA AUTOMATICO

Com o crescimento do interesse em Ciéncia de Dados, profissionais da area es-
tdo frequentemente enfrentando o desafio de decidir qual algoritmo, e valores de hiper-
parametros associados, sao melhores para determinada tarefa de Aprendizado da Ma-
quina (AM). A selecao do algoritmo efetivo e a configuragdo de seus hiper-parametros
sdo tarefas que requer amplo conhecimento em AM e/ou testes repetitivos. Isso ndo esta
apenas além da capacidade de usuarios leigos, com pouca experiéncia em computacgao,
mas, também, com frequéncia € uma tarefa ndo-trivial mesmo para especialistas em AM
[Sparks et al., 2015].

Aprendizado de Maquina Automético (AutoAM) € o campo de AM que visa atender
a essas necessidades através do desenvolvimento de solugdes que permitem aos profissio-
nais de Ciéncia de Dados, especialistas e ndo-especialistas, criarem eficientemente mode-
los preditivos ajustados a problemas especificos, com um minimo de intervencao humana
[de Sa et al., 2017].

Neste Capitulo serdo abordados os principais conceitos de Aprendizado de Ma-
quina Automatico. A Secdo 3.1 apresenta uma definicdo da area. A Secado 3.2 apre-
senta AutoAM aplicado a Selecédo de Algoritmos, com énfase na abordagem de Meta-
Aprendizado. A Secéao 3.3 apresenta AutoAM aplicado a Configuracéo de Algoritmos, com
énfase na abordagem de Otimizagdo Baseada em Bandidos Multi-Armados. Por fim, a Se-
cao 3.4 apresenta os conceito de AutoAM para Selegéao de Processo Completo e a introduz
uma Arquitetura Genérica de Componentes para solucdes desse tipo, que sera usada como
base para categorizar os trabalhos relacionados, apresentados no Capitulo 4.

3.1 Definicao de Aprendizado de Maquina Automatico

Aprendizado de Maquina tem como objetivo melhorar o desempenho de uma classe
de tarefas, com base na experiéncia adquirida anteriormente [Mitchell, 1997]. Pesquisas
em AM tradicional visam o desenvolvimento e a analise de algoritmos de aprendizado que
sigam essas diretrizes sem, no entanto, a preocupacao do quéao facil é a utilizacao des-
ses algoritmos. Um exemplo efetivo desse contexto é a tendéncia recente de Aprendizado
Profundo (do inglés, Deep Learning) [LeCun et al., 2015], cujos algoritmos oferecem um ex-
celente desempenho nas tarefas aos quais sdo aplicados, mas sdo muito dificeis de serem
configurados.

Levando-se em consideragdo a quantidade de algoritmos de AM disponiveis (por
exemplo, a biblioteca Weka [Witten e Frank, 2016] dispde atualmente de cerca de 70 algorit-
mos entre métodos supervisionados e ndo-supervisionados) apenas a selegao do algoritmo
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mais adequado ao problema ja seria uma escolha trabalhosa. No entanto, cada algoritmo
existente esta geralmente associado com hiper-parametros, ou seja, entradas do algoritmo
que determinam como ele ira atuar para realizar a generalizacdo de dados nao vistos (por
exemplo, numero k de vizinhos no k-NN, taxa de aprendizado em uma Rede Neural Artifi-
cial), sendo que qualidade do modelo predito criticamente depende da configuragédo desses
hiper-parametros [Li et al., 2017, Thornton et al., 2013]. Sem nenhum tipo de ajuda externa,
dado um problema de aprendizado, a sele¢do e a configuracao de algoritmos é geralmente
uma tarefa manual e, portanto, custosa por parte do usuario.

Com foco nesse desafio, AutoAM propde a automatizagdo desse processo labo-
rioso, a partir da construgdo de solugdes de alto-nivel que atuem sob os algoritmos de
aprendizado, de maneira a seleciona-los e configura-los sem a interferéncia do usuario
[Thornton et al., 2013].

Apesar do termo "Aprendizado de Maquina Automatico"ter sido definido recente-
mente, no trabalho de [Thornton et al., 2013]. A busca pela automatizacdo de partes do
processo de AM vem sendo feita desde a década de 70 [Rice, 1976], seja em tarefas dis-
tintas ou na juncéo dessas tarefas. As tarefas envolvidas em AutoAM sdo apresentadas
na Figura 3.1 e tem como base o processo de Descoberta de Conhecimento em Bases de
Dados (DCBD), onde os algoritmos de AM sao ferramentas essenciais.

Selecdo de Processo Completo

Pré- Selegao !
Processamento * Transformacgdo *

1
' de Modelo,
1| Selecao de

1| Algoritmo

1 Configuragdo

'

| ] de Algoritmo

e e -

_:¢ Interpretacdao
-

Selecgao L Avaliagao

Figura 3.1 — Tarefas de Aprendizado de Maquina Automatico

A tarefa de Mineracdo de Dados é tida como a mais importante do processo de
DCBD, pois € onde efetivamente os padrées serdo derivados, a partir da utilizacdo dos
algoritmos de AM [Fayyad et al., 1996b]. Com o foco nessa tarefa, a automatizagdo mais
simples e, portanto, a primeira a ser explorada pelos pesquisadores, foi a Selecdo de Al-
goritmos de AM, que sera detalhada na Secao 3.2. Essa tarefa é tida como mais simples
pois, embora existam muitos algoritmos, esse espago de busca ainda é limitado e finito se
comparado ao espaco de busca de hiper-pardmetros, que frequentemente envolve valores
reais.

A tarefa de Configuragao de Algoritmos (ou otimizagao de hiper-parametros) co-
mecou a ser explorada em meados da década de 90 na medida em que AM comecou a ser
mais aplicado e observou-se o impacto que esses hiper-pardmetros tinham sob a qualidade
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do modelo gerado. Assim, ao combinar a escolha do algoritmo com sua parametrizagao,
AutoAM passou a oferecer a Selecao de Modelo.

No entanto, ao observarmos o processo de DCBD como um todo podemos no-
tar que, embora MD seja uma tarefa chave, as demais também desempenham papel im-
portante, sendo essencial, uma vez que os algoritmos de AM sdo susceptiveis as carac-
teristicas dos dados de entrada (desbalanceamento, dados ausentes, dimensionalidade,
etc). Sendo assim, em um cenario real, as escolhas do usudrio passam a envolver tam-
bém esses métodos de pré-processamento, que por sua vez possuem seus préprios hiper-
parametros, elevando o papel de AutoAM para escolha ndo somente do modelo (algoritmo
de AM + hiper-pardmetros), mas de um processo completo de operadores (métodos de
pré-processamento + algoritmo de AM + hiper-parametros).

Idealmente, um processo completo de operadores de DCBD, doravante chamado
"processo completo”, deve incluir a automatizacédo de todo o processo. No entanto, as eta-
pas de selecdo de dados e interpretacado, por definicdo, envolvem decisdes que precisam
da interferéncia humana. Sendo assim, AutoAM foca-se nas etapas onde as tarefas podem
ser efetivamente automatizadas: pré- processamento, transformagao, mineragédo e avalia-
céo de dados.

Adicionalmente, a area de AutoAM também possui uma vertente que investiga a
automatizagéo de estruturas de Redes Neurais Convolucionais, tais como apresentado em
[Liu et al., 2018] e [Zoph e Le, 2016]. Porém este tema esta fora do escopo deste trabalho,
maiores detalhes podem ser encontrados em [Elsken et al., 2018].

As proximas segoes apresentam os processos de Selegao de Algoritmos 3.2, Con-
figuracdo de Algoritmos 3.3 e Selecdo de Processo Completo 3.4, que € o foco principal
desta Tese.

3.2 Selecao de Algoritmos

Selecao de Algoritmos (SA) consiste em escolher, a partir de uma colecao de algo-
ritmos, aquele que espera- se que resolva um determinado problema mais eficientemente
[Lindauer et al., 2015].

Rice [Rice, 1976] foi o primeiro a formalizar a ideia de selecionar dentre diferentes
algoritmos com base nas caracteristicas do problema.

Definigdo 1: Dado

* Um conjunto P de problemas;
* um espaco de algoritmos A; e

» uma medida de desempenho m: P x A— R
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o problema de selecdo de algoritmos consiste em encontrar um mapeamento f :
P — A que otimize m(p, a(p)), isto é, o desempenho esperado para os problemas p € P,
atingido a partir da execucgao do algoritmo selecionado a € A para o problema p.

Na pratica, o mapeamento f € frequentemente implementado usando caracteris-
ticas dos problemas p € P. Essas caracteristicas sdo entdo mapeadas para um algoritmo
usando técnicas de AM. Essa estratégia pode envolver um modelo aprendido unico ou uma
combinagao complexa de varios que, dado um novo problema a ser resolvido, € usada para
decidir para qual algoritmo mapear um determinado problema [Bischl et al., 2016].

Os tipos de decisdo que o processo de SA produz orientam a escolha dos mo-
delos de aprendizado que realizam a sele¢cdo. Se apenas um unico algoritmo deve ser
executado, pode-se treinar um modelo de classificacdo que tome exatamente essa decisao.
Existem alternativas para usar modelos de classificagdo para selecionar um Unico algo-
ritmo, bem como existem modelos de regressdo que predizem o desempenho de cada al-
goritmo do conjunto disponivel [Mersmann et al., 2013] [Roberts et al., 2007]. Outras abor-
dagens incluem o uso de técnicas de agrupamento para particionar instancias de proble-
mas em espago de caracteristicas e tomar decisdes para cada particio separadamente
[Kadioglu et al., 2010].

Para tomar decisoées, sistemas de SA precisam de informagdes sobre os proble-
mas a serem resolvidos e o desempenho de algoritmos neste conjunto de problemas. A
extracdo dessas informacgdes, caracteristicas usadas por técnicas de AM para selecao, in-
corre em sobrecarga de processamento ndo necessaria quando apenas um unico algoritmo
€ usado para todos problemas, independentemente das caracteristicas do problema. Por-
tanto, é desejavel extrair informagdes da forma mais barata possivel, garantindo, assim, que
os beneficios do desempenho de usar selecao de algoritmos nao sejam superados por essa
sobrecarga [Bischl et al., 2016].

Algumas abordagens usam apenas o desempenho anterior dos algoritmos dispo-
niveis como base para a selecdo daqueles que serdo executados para um dado problema
[Streeter et al., 2007] [Silverthorn e Miikkulainen, 2010]. Essas abordagens tém o beneficio
de que os dados necessarios podem ser coletados com um minimo de sobrecarga a me-
dida que os algoritmos sdo executados. Elas podem funcionar bem se o desempenho dos
algoritmos for semelhante em amplos intervalos de instancias de problemas. No entanto,
quando essa suposi¢ao nao é satisfeita (como na maioria dos casos), sdo necessarios mais
recursos informativos [Bischl et al., 20186].

Por fim, a area de Meta-Aprendizado (MA) utiliza os chamados meta-atributos, que
sao caracteristicas descritivas de conjuntos de dados, juntamente com o desempenho de
algoritmos sobre estes conjuntos de dados, e busca descobrir o relacionamento entra estes
meta-atributos e o desempenho dos algoritmos, de maneira a prever o desempenho desses
mesmos algoritmos, dado um novo conjunto de dados [Brazdil et al., 2008]. A Secéo a
seguir detalha o processo de MA para Selecao de Algoritmos.
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3.2.1 Meta-Aprendizado para Selecao de Algoritmos

Meta-aprendizado (MA) estuda a forma como os algoritmos de AM podem au-
mentar sua eficiéncia por meio da experiéncia [Vilalta e Drissi, 2002]. O objetivo é en-
tender como o préprio processo de aprendizado pode se tornar flexivel de acordo com a
natureza da tarefa considerada. Esta abordagem difere do aprendizado convencional (ou
aprendizado-base), no escopo de seu nivel de adaptagao: enquanto o AM convencional é
baseado no acumulo de experiéncias de uma tarefa em especifico (tais como, diagndstico
médico, estimativa de custo, deteccao de fraudes, dentre outras), o meta-aprendizado é
baseado no acumulo de experiéncia sobre o desempenho de mdltiplas aplicagdes de um
algoritmo de AM [Vilalta et al., 2010].

Com base no trabalho seminal de Rice [Rice, 1976], Smith-Miles [Smith-Miles, 2009]
define os seguintes pré-requisitos para tratar o problema de selecéao de algoritmos usando
uma abordagem de meta-aprendizado:

* um grande conjunto de problemas, com varios niveis de complexidade (espago de
problemas P);

diversos algoritmos para tratar os problemas (espago de algoritmos A);

» métricas de desempenho para avaliar o desempenho dos algoritmos (espaco de de-
sempenho Y); e

» um conjunto de caracteristicas apropriadas para descrever as propriedades dos pro-
blemas (espago de caracteristicas C).

A Figura 3.2 apresenta uma visdo geral do processo de MA para SA, conforme
proposto por [Brazdil et al., 2008]. Neste processo, podemos observar que a associagcao
de caracteristicas dos problemas com as medidas de desempenho dos algoritmos cria um
conjunto de meta-conhecimento (conhecimento extraido sobre o processo de aprendizado)
sobre o desempenho de algoritmos, utilizando os conceitos de “aprender a aprender” como
base do MA para selecdo de algoritmos.

O processo inicia com a construcao de um repositério que armazena os P conjun-
tos de dados referentes as instancias de problemas diversos. As propriedades de cada ins-
tancia sao investigadas e descritas de acordo com caracteristicas independentes da tarefa
em particular (meta-atributos preditivos ou meta-caracteristicas), em C. Paralelamente a
extracdo de meta-atributos, os algoritmos em A sdo aplicados aos P problemas, e o desem-
penho preditivo destes algoritmos é avaliado (meta-atributo alvo), em Y. As informagdes
de caracterizagdo e o desempenho dos algoritmos sdo agrupados, para cada problema,
em uma base de conhecimento (meta-base), onde cada linha, equivalente a um par meta-
atributo/meta-atributo alvo, é denominada meta-exemplo. Essa meta-base é utilizada como
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P A Algoritmo 1 Meta-Conhecimento
Algoritmo n \ Y
Meta- Desempenho

Atributos ~ dos Algoritmos
C Caracterizagao dos
Dados

‘ Meta-Aprendiz ‘

Figura 3.2 — Processo de Meta-Aprendizado para Selegdao de Algoritmos [Adaptada de
[Brazdil et al., 2008]

entrada para um algoritmo de AM, denominado meta-aprendiz, que induz um modelo ca-
paz de relacionar os meta-atributos preditivos ao meta-atributo alvo, gerando a relagao f
da definicdo de selecdo da algoritmos. Por fim, o modelo gerado pode ser utilizado para
recomendar os algoritmos de AM mais adequados a um novo problema.

Com base nas definigbes apresentadas acima, temos que a base de uma aborda-
gem de meta-aprendizado para recomendacao de algoritmos é constituida por: i) caracteri-
zagao dos problemas (representados por conjuntos de dados); ii) definicdo das medidas de
avaliagcdo de desempenho dos algoritmos; iii) formas de recomendagao.

Caracterizagao da Base de Dados

Caracterizar bases de dados consiste em identificar e extrair propriedades que
possivelmente afetem o desempenho preditivo dos algoritmos de aprendizado [Souza, 2010].
Essas caracteristicas, que sdo usadas como meta-atributos de entrada, devem enfatizar
os aspectos importantes do dominio, provendo conhecimento util capaz de diferenciar o
desempenho preditivo de um dado conjunto de algoritmos de AM. Dessa forma, a quali-
dade das recomendacdes realizadas é dependente da caracterizacao dos dados e, por isso,
esse componente € essencial para o sucesso dos métodos baseados em meta-aprendizado
[Rossi, 2013].

De acordo com Brazdil et al. [Brazdil et al., 2008], o desenvolvimento desses meta-
atributos deve levar em consideragao os seguintes pontos:

» Poder discriminativo: o conjunto de meta-atributos deve conter informacdes que dis-
criminem diferentes algoritmos de AM em termos de desempenho.

» Complexidade computacional: os meta-atributos ndo podem ser muito complexos
computacionalmente. Do contrario, os ganhos obtidos em nao realizar uma busca
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por forga bruta pelo melhor algoritmo podem ser mitigados pela caracterizagdo dos
dados.

* Dimensionalidade: o numero de meta-atributos ndo deve exceder muito a quantidade
de bases de dados disponiveis. Do contrario, pode ocorrer um super-ajuste no modelo.

Por ser uma etapa crucial no processo de selecao de algoritmos, diversos estudos
tratam da definicao, categorizacao e selecao de meta-atributos. De maneira geral, ha trés
principais tipos de meta-atributos: i) diretos; ii) baseados em landmarking; e iii) baseados
em modelo.

1. Diretos: os meta-atributos diretos podem ser ser obtidos por trés grupos de medi-
das: simples, estatisticas e baseadas em teoria da informacdo. Grande parte dessas
medidas foi definida pelos projetos STALOG [Michie et al., 1994] e METAL (em in-
glés, A Meta-Learning Assistant for Providing User Support in Machine Learning and
Data Mining) (ESPRIT Nr. 26.357). Porém, outros trabalhos como [Kalousis, 2002]
[Sohn, 1999] [Soares, 2004], também contribuiram neste sentido.

» Simples: incluem informacdes gerais sobre um conjunto e dados (por exemplo,
numero de atributos, numero de objetos e nimero de classes);

« Estatisticas: sao aplicadas para atributos numéricos das bases de dados e cal-
culam grandezas estatisticas, tais como curtose, variancia e assimetria;

» Baseadas em teoria da informacéo: séo aplicadas para caracterizar atributos
nominais, por exemplo, entropia e informagao mutua.

2. Landmarking: sao estimativas rapidas do desempenho de um algoritmo em uma de-
terminada base de dados, propostos inicialmente por [Pfahinger et al., 2000]. O uso
de landmarking baseia-se no conceito de que cada algoritmo opera de maneira sa-
tisfatéria em uma area de competéncia, definida pela propriedade dos dados. Dessa
forma, utilizando-se algoritmos simples com vieses indutivos diversos, chamados lanad-
markers, € possivel obter informacdes importantes sobre a natureza do dominio em
que eles sdo aplicados. Nesse contexto, o landmarking é utilizado para determinar a
proximidade de um conjunto de dados em relagéo a outros, por meio da similaridade
de desempenho dos algoritmos;

3. Baseados em Modelo: Assim como na abordagem baseada em landmarking, a ba-
seada em modelo caracteriza dos dados de maneira indireta. Neste caso, ao invés de
utilizar as medidas de desempenho do classificador induzido, usa-se a estrutura do
modelo em si [Bensusan, 1998] [Peng et al., 2002].

A Tabela 3.1 apresenta exemplos de meta-atributos diretos (DIR), landmarking e
baseados em modelo (BM).
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Tabela 3.1 — Exemplos de Meta-Atributos Diretos (Simples, Estatisticos e Baseados em

Teoria da Informacgao (BTI)), Landmarking e Baseados em Modelo
Tipo Medida Referéncia
Numero de objetos
NuUmero de atributos
NuUmero de classes
NuUmero de atributos binarios
Correlagao média absoluta entre atributos, por classe
DIR - EstatisticdAssimetria média absoluta dos atributos
Curtose média dos atributos
Entropia média dos atributos
DIR - BTI Informagdo mutua média entre classes e atributos
Razao sinal/ruido
Acuréacia do 1-NN (k-NN com k=1)
Acuracia do Naive Bayes
Altura (ndmero de niveis) de uma Arvore de Decisao
BM NUmero de nés de uma Arvore de Decisdo [Peng et al., 2002]
Numero de folhas de uma Arvore de Decisao

DIR - Simples

[Michie et al., 1994]

Landmarking [Bensusan e Giraud-Carrier, 2000]

Medidas de avaliacao

Para determinar qual algoritmo de AM utilizar em um determinado conjunto de
dados, € necessario especificar as medidas de desempenho, para que uma lista de prefe-
réncia dos algoritmos possa ser estabelecida [Kalousis, 2002]. A principio, qualquer me-
dida de desempenho empregada para avaliar os algoritmos candidatos pode ser utilizada
[Faceli et al., 2011], sendo assim, por Selecao de Algoritmos ser uma tarefa de AM super-
visionado, as principais medidas utilizadas sdo as mesmas apresentadas na Segéo 2.2.1.

Além de medidas relacionadas com as predicdes feitas pelos modelos, outras me-
didas podem ser interessantes tais como, o tempo requerido para o algoritmo de AM cons-
truir um modelo, o tempo requerido para o modelo rotular um objeto, a quantidade de memoé-
ria requerida pelo algoritmo e a simplicidade e interpretabilidade dos modelos construidos
[Souza, 2010].

Formas de apresentacdo de recomendagao

A forma de recomendacao disponibilizada por um sistema de meta-aprendizado
deve ser selecionada de acordo com o uso desejado para o sistema. Por exemplo, o usuario
pode desejar saber qual o melhor algoritmo para uma determinada tarefa, ou pode querer
um conjunto de recomendacdes.

A forma de recomendagédo determina o tipo de meta-atributo alvo e pode ser
sintetizada em quatro abordagens [Brazdil et al., 2008]:

1. Recomendacéao do melhor algoritmo;

2. Recomendacao de uma lista de algoritmos;
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3. Recomendacao de um ranking de algoritmos;

4. Estimativa de desempenho.

A primeira forma de recomendacéo consiste em fornecer um Unico algoritmo, isto
€, aquele que produza o melhor modelo para uma dada tarefa, segundo o critério de desem-
penho utilizado [Kalousis, 2002]. A principal vantagem dessa abordagem é que o problema
de meta-aprendizado pode ser visto como um problema de classificacdo, onde o atributo
classe € o melhor algoritmo. O principal problema em aplicar essa abordagem € a auséncia
de alternativas para o algoritmo recomendado quando ele n&o puder ser utilizado, deixando
o usuario sem opcoes de escolha [Faceli et al., 2011].

A segunda abordagem é mais flexivel que a primeira, indicando, dentre os algo-
ritmos considerados, um conjunto de algoritmos (geralmente pequeno) que espera-se que
obtenha bom desempenho na tarefa em consideracado. Nesse conjunto, além do melhor al-
goritmo, estao presentes os algoritmos que nao possuem desempenho estatisticamente in-
ferior ao melhor [Kalousis, 2002]. Esta abordagem foi inicialmente proposta no projeto STA-
LOG [Michie et al., 1994] e posteriormente adotada em trabalhos como [Brazdil et al., 1994]
[Lindner e Studer, 1999]. A vantagem desta forma de recomendacéao é a maior gama de op-
cOes dada ao usuario, em comparagao com a primeira abordagem. Porém, essa recomen-
dacao é feita de maneira desordenada, ou seja, ndo fornece indicagdes de qual algoritmo
tentar como primeiro, segundo, e assim por diante [Brazdil et al., 2008].

Nestas duas primeiras abordagens, os problemas de meta-aprendizado séo for-
mulados como problemas de classificacdo, sendo o modelo de recomendacao gerado por
um algoritmo de classificacdo (meta-classificador). As classes a serem previstas podem
ser tanto o nome de um determinado algoritmo, como a informagéao de que um determinado
algoritmo € aplicavel ou nao para um problema [Kalousis, 2002].

A terceira abordagem exibe os algoritmos em ordem de preferéncia com relagao
a base de dados, ou seja, gera um ranking de algoritmos, tal como em [Kalousis, 2002],
[Soares e Brazdil, 2000]. O critério de ordenacao pode ser simplesmente a acuracia dos
modelos, ou medidas mais complexas, que envolvem multiplos objetivos, tais como tempo
de execucao do algoritmo ou a interpretabilidade do modelo gerado [Souza, 2010]. Ran-
kings sao particularmente recomendados para selegdo de algoritmos, pois o sistema de
MA pode ser desenvolvido sem qualquer informagédo sobre quantos algoritmos o usuario
vai tentar utilizar, uma vez que esta quantidade depende dos recursos computacionais dis-
poniveis e da importancia que o desempenho do algoritmo tem para a tarefa em questao
[Brazdil et al., 2008]. Por exemplo, se o tempo é um fator critico, poucas opcdes serdo se-
lecionadas. Por outro lado, se a acuracia € o fator critico, um maior numero de alternativas
vai ser testado, na tentativa de elevar o desempenho.

Por fim, caso o usuario esteja interessado no desempenho real do algoritmo a ser
utilizado, ao invés do desempenho relativo, como o dado por rankings, o sistema de meta-
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aprendizado pode fornecer recomendagdes em forma de valores, indicando o desempenho
estimado para cada algoritmo [Brazdil et al., 2008]. Essa abordagem transforma o problema
de recomendacdo em varios problemas de regressao, um para cada algoritmo. Exemplos
de aplicagao podem ser encontrados em [Gama e Brazdil, 1995] [Sohn, 1999]. Como o de-
sempenho de cada algoritmo sera medido, individualmente, em um problema de regressao,
esta abordagem é flexivel para mudancas nos algoritmos, pois 0 acréscimo ou retirada de
um algoritmo n&o afeta o desempenho dos demais.

Em abordagens de regressao os problemas de meta-aprendizado sdo formulados
como problemas de regressao, e 0 modelo de recomendacédo é gerado por um algoritmo
de regressao (meta-regressor). O resultado obtido por um meta-regressor para um novo
conjunto de dados pode ser a estimativa do desempenho do algoritmo de AM associado ao
meta-regressor para esse novo conjunto [Rossi, 2013].

A grande vantagem desta Gltima abordagem é que, além de fornecer uma reco-
mendacao direta para o usuario, ela pode ser adaptada para obter as outras trés aborda-
gens apresentadas anteriormente, onde: o melhor algoritmo é o que obteve a maior estima-
tiva de desempenho, a lista de algoritmos contém o subconjunto que estima-se que tera um
bom desempenho com base no melhor, e o ranking € o conjunto de todos os algoritmos,
ordenados por desempenho.

3.3 Configuracao de Algoritmos

Modelos de aprendizado sdo compostos por parametros que fazem parte de sua
formulacdo matematica e cujo valores sdo estimados a partir de um conjunto de dados
de treinamento [Murphy, 2012]. Nestes modelos, existem ainda par@metros denominados
hiper-pardmetros, que se diferenciam dos primeiros por ndo serem estimados do mesmo
modo e por necessitarem de uma definicdo de valores definitiva, antes mesmo que o trei-
namento se inicie. Os hiper-parametros definem propriedades como a complexidade do
modelo e 0 quéo rapido os parametros serdao aprendidos [Bishop, 2006]. Ou seja, os hiper-
parametros estao diretamente ligados ao desempenho do modelo treinado e ao numero de
operagdes computacionais necessarias no aprendizado, assim como no tempo de duragao.

Em AutoAM, a tarefa de determinar os hiper-parametros € denominada Configura-
cao de Algoritmos (CA), ou otimizacao de hiper-parametros, e é altamente relacionada com
a Selecao de Algoritmos [Bischl et al., 2016]. A principal diferenga entre as duas tarefas diz
respeito ao fato de que SA opera em um conjunto finito (e geralmente factivel) de algorit-
mos, enquanto a CA opera em um espacgo combinatorial de configuragdes de parametros
de algoritmos, que envolve valores inteiros e reais[Bischl et al., 2016].

Segundo [Hutter et al., 2009], podemos definir a otimizacao de hiper-parametros
como sendo:
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Definicao 2: Dado um algoritmo a € A, com h hiper-parametros. Denota-se o
dominio do i-ésimo hiper-parametro por A; e o espaco total de configuracées de hiper-
parametros por A = Ay, A, , ..., Ap. Um vetor de hiper-parametros € denotado por A € A, e
a com seus hiper-parametros instanciados é denotado por a,. Dado um conjunto de dados
D, o objetivo é encontrar:

AT = arg min V(£, ax, Drreinos Dvalidacao) (3.1)
XS

onde V(£, ax, Direinos Dvaiidacao) Mmede a perda do modelo gerado pelo algoritmo a
com hiper-parametros A no conjunto de dados de treinamento D;.ino € avaliado no conjunto
de dados de validacdo D, jgacao- Geralmente o protocolo de validagédo V é Holdout ou
Validagdo Cruzada (Sec¢ao 2.2.1) e a fungao de perda utilizada é definida pelo usuario, por
exemplo, erro de classificagao (Segao 2.2.1).

Os dominios de hiper-parametros podem ser valores reais (por exemplo, taxa de
aprendizado), valores inteiros (por exemplo, nimero de camadas de uma Rede Neural Ar-
tificial), binarios (por exemplo, se deve-se fazer poda em uma Arvore de Decisao ou nao),
ou categoricos (por exemplo, escolha do kernel de um SVM). Além disso, o dominio de
configuragcdes pode conter condicionalidade, isto é, um hiper-parametro pode ser relevante
apenas se outro hiper-parametro (ou uma combinacao de hiper-parametros) assume um
determinado valor. Espacos condicionais assumem a forma de grafos aciclicos direciona-
dos [Thornton et al., 2013].

No geral, qualquer método de otimizacao caixa-preta pode ser aplicado para otimi-
zagao de hiper-parametros. Dentre estes métodos se destacam os métodos livre de modelo
e 0s métodos de otimizagdo Bayesiana. Além disso, novas estratégias como métodos de
fidelidade multipla (do inglés, multi-fidelity) estao sendo utilizados para modelos complexos,
devido ao fato de explorarem a aproximacao de desempenho, o que é mais barata do que
a avaliagdo do modelo de aprendizado completo.

3.3.1 Métodos Livre de Modelo

Em relacdo aos métodos livres de modelo, a busca exaustiva (Grid Search) é
a mais basica, e consiste na avaliagdo de um conjunto finito de hiper-parametros pré-
definidos, sem a utilizacdo de qualquer otimizacao durante o processo de pesquisa. Ela
busca através de um subconjunto manualmente especificado do espago de hiper-parametros
guiada por um método de estimativa de desempenho preditivo, por exemplo, Validagao
Cruzada [Montgomery, 2017]. Este método sofre com a "maldigdo"da dimensionalidade
[Yang e Wu, 2006], uma vez que o numero de avaliagcdo de funcées aumenta exponencial-
mente com a dimensionalidade do espacgo de busca.
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Alternativamente a busca exaustiva, a busca aleatéria amostra configuragdes ale-
atoriamente até que um determinado orgamento seja atingido [Bergstra e Bengio, 2012].
Como vantagens em relacdo a busca exaustiva, a busca aleatéria apresenta a facilidade
de paralelizacdo e permite a alocagao de flexivel de recursos. Em termos experimentais,
busca aleatéria é considerada um bom método comparativo (baseline), pois nao faz supo-
sicdes sobre o algoritmo a ser otimizado e, dada uma quantidade suficiente de recursos
pode atingir um desempenho arbitrariamente proximo ao 6timo. A busca aleatéria também
€ um método Util para inicializar um processo de otimizagao, pois explora todo o espago de
configuracdes e, portanto, muitas vezes encontra configuracées com desempenho razoavel.

Meta-heuristicas baseadas em populagao, tais como Algoritmos Genéticos (AG)
[Holland, 1992], Programacao Genética (PG) [Koza, 1992] e Otimizagdo por Enxame de
Particulas (PSO, do inglés, Particle Swarm Optimization) [Kennedy, 2011] sdo algoritmos
qgue mantém uma populacao, isto €, um conjunto de configuracdes, e melhora esta popu-
lacao aplicando perturbagdes locais e combinagdes de diferentes configuragdes para obter
uma nova geracao de melhores configuracées [Boussaid et al., 2013]. Esses métodos sao
conceitualmente simples, podem lidar com diferentes tipos de dados, € com paralelizacgao.

3.3.2  Métodos Baseados em Otimizagao Bayesiana

A Otimizacao Bayesiana (OB) é um algoritmo iterativo com dois componentes prin-
cipais: um modelo substituto probabilistico e uma fungdo de aquisi¢do para decidir qual
ponto avaliar em seguida. Em cada iteracdo, o modelo é ajustado a todas as observa-
cbes da funcao-alvo feitas até entdo. Entao, a fungédo de aquisicédo, que usa a distribuicao
preditiva do modelo probabilistico, determina a utilidade de diferentes pontos candidatos,
balanceando exploracéo e aproveitamento. Embora outras op¢des estejam disponiveis, ge-
ralmente a otimizacéo Bayesiana emprega Expected Improvement (El) [Jones et al., 1998]
como fungdo de aquisicao, e processos Gaussianos [Ma, 2012] ou o algoritmo Random
Forest [Breiman, 1996] para modelar a funcao-alvo.

Otimizacao Bayesiana é atualmente considerada o estado-da-arte em métodos de
otimizagédo de caixa-preta para otimizagéo de hiper-parametros por obter resultados signifi-
cativos na configuracao algoritmos de Aprendizado de Maquina Profundo [Snoek et al., 2015,
Dahl et al., 2013]

Métodos de otimizagao de hiper-parametros baseados em otimizagdo Bayesiana
incluem ParamILS [Hutter et al., 2009] e SMAC (do, inglés, Sequential Model Based Algo-
rithm Configuration) [Hutter et al., 2011].
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3.3.3  Métodos de Fidelidade Mdltipla

O aumento constante do volume de dados a ser processado, que leva a gera-
cao de modelos cada vez mais complexos pelos algoritmos de AM sdo um grande desafio
da configuragéo de algoritmos, pois tornam a avaliacdo do desempenho dos modelos ge-
rados por algoritmos de caixa-preta mais cara, uma vez que tais modelos sdo gerados
sob o conjunto completo de treinamento. Assim, treinar uma Unica configuragdo de hiper-
parametro em grandes conjuntos de dados pode exceder varias horas e levar varios dias
[Krizhevsky et al., 2012].

Técnicas comuns para acelerar a calibragem desses modelos incluem treinar con-
figuracdes candidatas em um pequeno subconjunto de dados por algumas iteragées, usar
um subconjunto de atributos preditivos ou usar poucos folds na Validagao Cruzada.

Os métodos de fidelidade mdltipla usam essas heuristicas manuais em algorit-
mos formais, usando as chamadas aproximagdes de baixa fidelidade da funcéao de perda
a ser minimizada. Essas aproximagdes introduzem um trade-off entre o desempenho da
otimizacdo e o tempo de execugdo, mas, na pratica, a aceleracao obtida supera o erro
de aproximagao [Kandasamy et al., 2017]. Diversos métodos de fidelidade mdltipla foram
aplicados no contexto de otimizagdo de hiper-parametros, tais como métodos baseados na
predicdo de curvas de aprendizado [Kohavi e John, 1995] e métodos baseados em bandi-
dos multi-armados [Jamieson e Talwalkar, 2016].

Recentemente, os métodos baseadas em bandidos multi-armados tém se desta-
cado com resultados que superam a otimizacdo Bayesiana, tida até entdo como estado-da-
arte nesta tarefa, em diversas aplicagcdes. Devido a esses resultados promissores, métodos
baseados em bandidos multi-armados sdo aprofundados nas préximas segoes.

3.3.4  Otimizacado Baseada em Bandidos Multi-Armados

Os problemas baseados em bandidos foram introduzidos em meados da década
de 50 por [Thompson, 1933], em um estudo que investigava o processo de aprendizado ani-
mal. Inicialmente, o estudo foi executado com ratos que enfrentaram o dilema de escolher
entre direita e esquerda, apos entrarem em um labirinto em forma de T, sem saber em qual
dos lados encontrariam comida. Ja na aplicacdo do estudo com humanos, foram utiliza-
das maquinas com duas alavancas ("two-armed bandit"), onde cada alavanca oferecia uma
recompensa aleatéria, cuja distribuicao era desconhecida pelo jogador. A maquina foi deno-
minada "two-armed bandit"em homenagem a "one-armed bandit", uma antiga denominagéo
para as maquinas cacga-niquel operadas por uma alavanca. Nesse caso, a denominacao
bandido seria pelo fato das maquinas "roubarem dinheiro".
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Lattimore et al. [Lattimore e Szepesvari, 2018] definem o problema como sendo:

Definicdo 3: O problema baseado em bandidos € um jogo sequencial entre um
aprendiz e um ambiente. O jogo é realizado em rd rodadas onde rd € N* é denominado
horizonte. Em cada rodada, o aprendiz seleciona uma agdo ac; de um conjunto de agdes
AC e o ambiente entao revela a recompensa rc; € R. A selecdo da acao ac; é baseada no
histérico H;_{ = (acy, rcy, ..., ac;_1, rci_1). A politica € um mapeamento do histérico para
acoes. O objetivo final do aprendiz € escolher agdes que levem a acumulagdo da maior
quantidade possivel de recompensas ao final das rd rodadas, que é 2{2’1 Ic;.

O principal desafio dos problemas baseados em bandidos é que o aprendiz nao
conhece o ambiente, apenas sabe que o ambiente verdadeiro leva a um conjunto e chamado
classe do ambiente.

Outro conceito importante é o de arrependimento do aprendiz. Ele é relativo a
uma politica 7, e consiste na diferenga entre o total de recompensa esperada ao usar 7
para rd rodadas, e o total de recompensas coletadas pelo aprendiz apds rd rodadas. A
recompensa relativa a um conjunto de politicas 1 é o maximo arrependimento relativo a
qualquer politica = € 1, onde o conjunto I é conhecido como classe do competidor. De
outra forma, pode-se dizer que o arrependimento mede o desempenho do aprendiz em
relagéo a melhor politica da classe do competidor. Costuma-se medir o arrependimento em
relacdo a um conjunto de politicas I1 - que € grande o suficiente para incluir a politica étima
para todos os ambientes em =. Nesse caso, o arrependimento mede a perda sofrida pelo
aprendiz em relagéo a politica 6tima.

Para uma dada politica e classe de competidor, a recompensa depende do am-
biente. Os ambientes onde o arrependimento é grande sdo aqueles em que o aprendiz
esta se comportando pior. O caso ideal € que o arrependimento seja pequeno para todos
os ambientes. O pior arrependimento é o arrependimento maximo em todos os ambientes
possiveis.

Uma grande classe de ambiente corresponde a um menor conhecimento por parte
do aprendiz. Ja uma classe de competidor grande significa que o arrependimento € um
critério mais exigente. Critérios para selecionar esses conjuntos apropriadamente devem
levar em consideracao que: (a) as garantias sobre o arrependimento sejam significativas e
(b) existam politicas que tornem o arrependimento pequeno.

Aplicagdes comuns de solugdes baseadas em bandidos incluem: AB Testing, Po-
sicionamento de Anuncios, Sistemas de Recomendacao, Busca em Arvores e Alocacdo de
Recursos.

Exploracao Pura

No geral, as politicas propostas para problemas de bandidos multi-armados visam
maximizar a recompensa acumulada e minimizar o arrependimento, para isso, sdo designa-
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das para balancear cuidadosamente exploracao e aproveitamento. Porém, existem cenarios
onde é desejavel identificar a "alavanca"com maior retorno médio, dado um orgamento fixo
de recursos disponiveis, de maneira que a exploracao pode ser realizada mais efetivamente.
Problemas dessa natureza sdo conhecidos como "Exploragcdo Pura". Tais problemas tem
como objetivo minimizar o arrependimento simples, definido em fungédo da distancia para
solugcao 6tima, o mais rapido possivel e em qualquer configuracao [Li et al., 2017].

De acordo com [Lattimore e Szepesvari, 2018], problemas de exploragédo pura po-
dem ser do tipo: arrependimento simples, identificacdo da melhor solugcdo com uma confi-
anca fixa e identificacdo da melhor solugdo com um orgamento fixo.

No contexto deste trabalho, utilizaremos ultimo tipo, a identificagdo da melhor solu-
cado com um orgcamento fixo. Esta variacao da Exploracdo Pura consiste em identificar uma
solucao étima ("best arm") tendo uma restricdo no horizonte (numero de rodadas que serao
realizadas) e deve minimizar a probabilidade de selecionar uma solugao sub-6tima.

Algoritmo Hyperband

O algoritmo Hyperband foi proposto por Li et al. [Li et al., 2017] para otimizagéo
de hiper-parametros. Esta estratégia modela o problema de otimizagdo como um problema
de Exploracdo Pura e tem como foco a otimizagdo da avaliacao de configuracées. Para
isso, realizam alocacao adaptativa de recursos para configuragées promissoras, enquanto
as menos promissoras sdo eliminadas.

O algoritmo Hyperband utiliza como sub-rotina o algoritmo Successive Halving,
proposto por [Jamieson e Talwalkar, 2016]. O procedimento do Successive Halving é sim-
ples: dado um numero n de configuragdes pré-definido, aloca um orgamento para cada
configuracdo, avalia o desempenho dessas configuragdes, elimina a metade com pior de-
sempenho e repete até que reste uma configuragédo. A ideia principal € alocar exponencial-
mente mais recursos para configuragdes mais promissoras.

Dado um orgamento fixo B, B/n recursos sdo alocados em média dentre as con-
figuracdes. Porém, nao é claro, a priori, se deve-se: a) considerar mais configuragdes
(n grande) com um orgamento médio pequeno; ou b) considerar um pequeno nimero de
configuracées com um orgamento grande.

O Algoritmo 3.1 apresenta o pseudo-cédigo do Hyperband. Para enderecar o pro-
blema "n versus B/n", o Hyperband considera vérios valores possiveis de n para um orga-
mento fixo B. Em esséncia, ele realiza uma busca exaustiva (Secéao 3.3.1) sobre valores
factiveis de n. Associada com cada valor de n est4d uma quantidade minima de recursos
r, que é alocada para todas as configuragdes antes de algumas serem descartadas: um
grande valor de n corresponde a um pequeno r e leva a uma parada antecipada (early stop-
ping) mais agressiva. De maneira geral, o Hyperband possui dois componentes principais:



(o2}
»

1: Entrada : R, 7

2: Inicializacao: sy = |log, (R)|, B = (Smax + 1)R
3: for s € {Spmax, ...,0} do

4 n= [%%-‘ ,r=Rn"*

5. T = obter_hiper — parametros(n)

6: for ie{0,..,s}do

7: n; = [nn*"-|

8: ri=rn

9: L = {avaliacao_de_desempenho(t,r;) :t € T}
1:  T=top k(T,L, M)
11:  end for
12: end for

13: return Configuragdo com melhor desempenho encontrada

Algoritmo 3.1 — Algoritmo Hyperband, adaptado de [Li et al., 2017]

1. Laco Interno: executa o Successive Halving para valores fixos de ne r (linhas 6-11).

2. Laco Externo: itera sobre valores valores diferentes de n e r (linhas 3-12).

Cada execugao do Successive Halving utiliza uma quantidade de recursos B e
corresponde a um diferente balanceamento (tradeoff) entre ne B/n.

Hyperband requer dois parametros de entrada:

1. R, que corresponde a maxima quantidade de recursos que pode ser alocada para
uma unica configuracao;

2. n, um parametro que controla a proporgao de configuragdes descartadas em cada
rodada do Successive Halving.

Esses dois parametros definem quantas execucdes do Successive Halving serao
realizadas, especificamente sp. + 1 valores diferentes para n sdo considerados com Sy =
[Iogn(F{)J.

O algoritmo inicia com uma execugao mais agressiva do Successive Halving s =
Smax, O que configura n para maximizar a exploragéo, sujeito a restrigdo de que, para pelo
menos uma configuracao, serdo alocados R recursos. Cada execugao subsequente do Suc-
cessive Halving reduz n por um fator de aproximadamente 7 até que a execugéo final, s = 0,
sdo alocados R recursos para todas as configuragdes. Essa Ultima execugao caracteriza
uma pesquisa aleatéria classica 3.3.1.

Desta forma, Hyperband realiza uma pesquisa geométrica no orgcamento médio
por configuragdo, e remove a necessidade de selecionar n para um orgamento fixo, com
um custo de aproximadamente s, + 1 mais trabalho do que executar o Successive Halving
para um unico valor de n. Com isso, Hyperband esta apto a explorar situagdes onde a
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alocagéo adaptativa de recursos trabalha bem, enquanto faz ganho de situagdes onde uma
alocagao mais conservadora € requerida.

Hyperband utiliza trés fungdes:

* obter_hiper — parametros(n) (linha 3): fungdo que retorna um conjunto de n configu-
racoes amostradas de uma distribuicdo definida sobre o espaco de busca.

* avaliacao_de_desempenho(t, r): funcdo que avalia uma configuracao (t) utilizando os
recursos de entrada (r) e retorna o desempenho de validagao.

» top_k(T, L, k): fungdo que recebe um conjunto de configuragdes (T), com seus res-
pectivos desempenhos associados (L), e retorna as k melhores configuragdes.

Usando avaliacdes de baixa-fidelidade baratas, Hyperband demonstrou superiori-
dade de desempenho a pesquisa aleatéria tradicional e a otimizagdo Bayesiana na avalia-
cao de diferentes tipos de recursos, como atributos e épocas [Li et al., 2017].

34 Selecao de Processo Completo

Inicialmente, os trabalhos voltados para apoio ao processo de Aprendizado de
Méaquina Automatico tinham como foco selecionar um de algoritmo aplicavel para um dado
conjunto de dados. Porém, é sabido que aplicagdes reais de Mineragdo de Dados frequen-
temente necessitam de pré-processamento de dados, o que inclui transformacéao de dados,
selecdo de atributos e amostragem, juntamente com as tarefas de classificacdo e/ou re-
gressao, para construir o modelo final [Brazdil e Giraud-Carrier, 2018]. Assim, as pesquisas
na area voltaram sua atencao para o desenvolvimento de abordagens de apoio a Selecao
Automatica de Processos Completos (SPC).

Um processo completo (em inglés, workflow, pipeline ou simplesmente full-model)
pode ser entendido como uma combinagédo de operadores (algoritmos de aprendizado de
maquina e métodos de pré-processamento em geral), selecionados a partir de um espacgo
de operadores disponiveis, com o objetivo de produzir um modelo preditivo com bom de-
sempenho para um determinado problema. Além dos operadores, um processo completo
deve incluir a configuracao de hiper-parametros desses operadores.

Estendendo a definigdo de [Thornton et al., 2013] do problema de selecdo com-
binada de algoritmos e otimizacao de hiper-parametros (CASH, do inglés, Combined Al-
gorithm Selection and Hiperparameter Optimization) para selecionar um subconjunto de
operadores, podemos definir a SPC como:

Definigao 4: Dado W subconjuntos de operadores de DCBD Op = {Op', ..., OpV},
com espaco de hiper-pardmetros associados A = {A’, ..., A"}, um vetor de hiper-parametros
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de um operador op € Op é denotador por A € A, e op com seus hiper-parametros instan-
ciados é denotado por op,. Um subconjunto de operadores é uma combinacao valida de
operadores de pré-processamento e um algoritmo de aprendizado, de modo a tornar sem-
pre possivel a fase de Mineragéo de Dados, restrito de acordo com a ordem das fases do
processo de DCBD a qual cada operador de pré-processamento pertence e a compatibili-
dade de operadores.

O objetivo da SPC é encontrar processo completo, ou seja, subconjunto de opera-
dores, com seus respectivos hiper-pardmetros associados, denotado por op;, de maneira
que:

opy = argmin V(£, opy, Dyeino, Dyaiidacao) (3.2)
opeOp, eN

onde V(£, 0py, Dieinos Dvaiidacao) Mmede a perda do processo completo gerado pelo
subconjunto de operadores op com hiper-parametros A no conjunto de dados de treina-
mento Dyeino € avaliado no conjunto de dados de validacao D, jigaca0- ASSIim como na Confi-
guragao de Algoritmos, o protocolo de validagao V é Holdout ou Validagao Cruzada (Secao
2.2.1) e a funcdo de perda utilizada £ é definida pelo usuario, por exemplo, erro de classifi-

cacao (Secao 2.2.1).
As secdes a seguir abordam uma breve discussao sobre o Espaco de Busca de
problemas de SPC e uma descrigdo dos componentes principais de uma solugao de SPC.

3.4.1 Espaco de Busca

Sun [Sun et al., 2013] define que um espaco de busca consiste de todos os opera-
dores de DCBD que estao disponiveis para um determinado conjunto de dados, tais como
um conjunto de métodos de selegdo de caracteristicas, um conjunto de técnicas de trans-
formacao de dados, um conjunto de algoritmos de AM, dentre outras.

Neste espaco, um processo completo é abstraido como um grafo aciclico direcio-
nado (GAD) consistindo em operadores que sao conectados com base em alguma relagao.
A Figura 3.3 apresenta uma ilustracdo deste conceito.

Levando em consideragao o grande numero de operadores existentes, bem como
seus hiper-parametros, pode-se perceber que o espaco de busca de solugoes é extrema-
mente grande, claramente inviavel de ser resolvido por forca bruta [Sun et al., 2013]. Neste
caso, embora uma solucéo ideal deva suportar todas as possibilidades de operadores exis-
tentes (que é finito) e seus hiper-parametros (que € potencialmente infinito), na pratica este
espaco € transformado em finito pela definicdo dos operadores que serdo incluidos em
uma determinada solugcao. Seja por limitagdes de recursos ou pelo foco da solugao em si,



69

| [JOperadorAH . |
Operador B

Operador C

Operador D

Figura 3.3 — Espaco de Operadores [Adaptada de [Sun et al., 2013]

que pode ser direcionada para uma unica tarefa de AM ou limitada a algumas tarefas de
pré-processamento.

3.5 Definicao dos Componentes de uma Solucao de Selecao de Processo Com-
pleto

Nos ultimos 13 anos, diversas abordagens foram desenvolvidas para Selegéao de
Processo Completo. Estas serdo apresentadas e analisadas no Capitulo 4. Nesta secao,
é apresentada uma Arquitetura Genérica dos Componentes de uma solucao de SPC, tanto
0os componentes técnicos como cientificos. Essa arquitetura é util para classificagdo dos
trabalhos existentes e também pode ser usada como suporte para o desenvolvimento de
novas solugdes na area.

A Figura 3.4 apresenta os principais componentes em uma solugao de SPC, as
linhas pontilhadas indicam um componente ou conexao nao obrigatério, ou nao identificado
em todas as solugdes:



70

"""""""""" Usuario
Especificagdes
da Tarefa .

.4

.| Apoio a Tomada
de Decisao

A4

-—-»

0j3|dwod
ossasoad

desempenho

Comecmento | © | Avallsdor -9
R —— Validagdo Y
Método de Selecéao de Empirica Comunidade
Processo Completo Cientifica

Figura 3.4 — Arquitetura Genérica de uma Solugao para Apoio a Selecao de Processo Com-
pleto

3.5.1 Base de Conhecimento

Algumas solugbes de SPC requerem especificagdes explicitas da tarefa, conheci-
mento de tarefas de aprendizado passado e/ou detalhes sobre o funcionamento de cada
operador, enquanto outras solugdes sdo capazes de realizar a recomendacgéo do zero, ape-
nas baseadas na definicdo do espago de pesquisa e no conjunto de dados de entrada. Para
o primeiro grupo, o componente Base de Conhecimento identifica os dados e as informa-
cbes usados como entrada pelo método de SPC. Esta informacéao pode conter:

Operadores: caracterizagao dos operadores disponiveis (métodos de pré-processamento
e algoritmos de aprendizado). Esta informacao descreve entradas, saidas, pré-condicées
e efeitos.

Conjunto de Dados: caracterizagdo dos dados disponiveis e da tarefa. Essas informa-
¢oes geralmente consistem em caracteristicas de nivel-meta que representam o quéao
dificil é resolver o problema para cada um dos operadores disponiveis.

Desempenho: caracterizagao do desempenho de processos completos, sendo que as
medidas de desempenho dependem da tarefa (classificagéo, regressao, etc.).

» Descricao da Tarefa: contém informagdes como tipo da tarefa, restricoes, objetivo.



71

3.5.2  Método de Selegao de Processo Completo

E o principal componente de uma solucdo de SPC, consiste na técnica compu-
tacional aplicada para selecionar o processo completo. Esse componente é geralmente
composto por dois sub-componentes: um seletor e um avaliador, e a recomendacao se da
a partir da interagao entre eles:

1. Seletor: dado o espago de busca e o conjunto de dados, o seletor é responsavel por
determinar as configuragdes de processo completo que serdo avaliadas. Dependendo
do tipo de método aplicado, esta selecdo pode levar ou ndo em consideracao feed-
backs oferecidos pelo otimizador ou informagdes externas provenientes da base de
conhecimento, como detalhes dos operadores.

2. Avaliador: é responsavel por medir o desempenho de uma configuracdo de processo
completo escolhida pelo seletor e prover feedback para o mesmo. Geralmente isto
é feito a partir do treinamento da configuragdo nos dados de entrada. Porém, ha
casos em que o método nao avalia diretamente uma configuragdo, mas estima seu
desempenho com base em informagdes contidas na base de conhecimento, como o
desempenho dos operadores em problemas passados.

3.5.3  Apoio a Tomada de Decisao

A base de conhecimento e o método de SPC caracterizam as solugdes de SPC do
ponto de vista técnico dessas solugdes. Ja o componente Apoio a Tomada de Decisao ava-
lia as solugdes do ponto de vista do usuario, levando em consideragao a abrangéncia das
funcionalidades oferecidas. Assim, os tipos de apoio fornecidos podem ser categorizados
em termos de:

Fases do Processo de DCBD: esta categoria indica quais fases do processo de DCBD,
além da fase de mineracao de dados [Fayyad et al., 1996a], sdo suportadas;

» Otimizagao de Hiper-Parametros: embora possa ser considerada uma tarefa essencial
para SPC, dado o impacto no desempenho final do processo, muitas solugdes nao
realizam esta tarefa, logo ela é avaliada separadamente;

 Tarefa: as tarefas de Aprendizado de Maquina suportadas (tais como classificacao,
regressao, agrupamento);

» Recomendacéao: forma com que a recomendacao é apresentada ao usuario, que varia
de um Unico processo completo (o melhor), todas as opgdes possiveis ou um ranking
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dos processos completos candidatos, classificados de acordo com algum critério de
qualidade;

» Execucdo: algumas solugdes geram um processo completo que pode ser executado
diretamente, enquanto outras fazem uma recomendagao que deve ser implementada
pelo usuario;

» Implementacéo: indica se a solugdo é um sistema completo que suporta uma inte-
racao do usudrio ou uma estrutura que o usuario pode editar e executar por conta
propria (framework).

3.5.4  Validacao

O componente de validagdo trata do processo de experimentagao empirica da
solucdo proposta. Embora isto ndo faca parte diretamente do nucleo de uma solucédo de
SPC, é um aspecto de alta relevancia quando se avalia a contribuicdo cientifica de uma
solugéo do tipo.

Dada a natureza muito diversificada das solugdes disponiveis para o problema
de selecao de processo completo, ndo é possivel compara-las apenas com base em suas
caracteristicas. Métodos alternativos podem, assim, ser usados para avaliar a aplicabilidade
e a utilidade de uma solucao.

A validacéo pode ser caracterizada em termos de:

» Tipo: como a validagdo € executada, por exemplo uma prova de conceito ou uma
comparagao experimental;

Medidas: lista as medidas de desempenho usadas para avaliar a solucao;

Conjuntos de Dados: quais tipos de conjuntos de dados foram usados para validagao
e quantos foram;

Operadores: quais tipos de operadores foram usados e quantos de cada tipo.

3.6 Principais Desafios da Selecao de Processo Completo

Selecdo de Processo Completo enfrenta varios desafios que a tornam um pro-
blema dificil na pratica:

1. Lidar com um espaco de busca crescente: a medida em que novos algoritmos (e
hiper-parametros) vao sendo desenvolvidos, as solugées de SPC devem ser capazes
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de suportar o acréscimo desses novos operadores, mantendo a premissa da automa-
tizacdo, ou seja, o minimo de interferéncia;

2. Qualidade do Modelo Gerado: com a busca crescente por solugdes de SPC é im-
portante que as solucdes se adequem as necessidades do usuario e oferecam reco-
mendagdes cada vez mais precisas. A maioria dos trabalhos garante o desempenho
por experimentagéo direta, mas como mencionado anteriormente, nem todos o fazem.
Nesse Ultimo caso, é preciso garantir a qualidade de outra maneira;

3. Avaliagdo dos Modelos Completos: fungbes de avaliagdo podem ser extremamente
custosas para processos completos complexos (que envolvam diversos operadores e
hiper-parametros) e/ou grandes conjuntos de dados.

No proximo Capitulo é apresentado como as solugdes atuais lidam com esses
desafios e quais as possibilidades em aberto.

3.7 Consideracoes Finais do Capitulo

Este Capitulo teve como foco a definicdo da area de Aprendizado de Maquina
Automético, que é o conceito basico a ser explorado nesta tese. Embora o foco principal
do trabalho seja Selecao de Processo Completo, a apresentacao dos conceitos de Selecao
e Configuracao de Algoritmos permitiu com que o conceito principal pudesse ser melhor
construido, a partir da composi¢cdo dos demais, além de possibilitar o detalhamento das
técnicas de Meta-Aprendizado e Otimizacdo Baseada em Bandidos Multi-Armados.

O Capitulo 4 apresenta a analise completa dos trabalhos existentes voltados para
apoio a SPC, identificados a partir de uma Revisao Sistematica da Literatura e avaliados
de acordo com a Arquitetura Genérica de uma Solucao para Apoio a Selecao de Processo
Completo e discutidas em termos dos principais desafios da area, apresentados neste Ca-
pitulo.
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4. SELECAO AUTOMATICA DE PROCESSO COMPLETO: UMA
REVISAO SISTEMATICA DA LITERATURA

Solugdes para apoio a Selegao Automatica de Processo Completo (SPC) visam
tornar o processo de Descoberta de Conhecimento em Base de Dados (DCBD) mais aces-
sivel a usuarios de Mineragcéao de Dados (MD), em especial os ndo-especialistas na area, a
partir a automatizagdo da selecao e configuragdo do sub-conjunto de operadores (métodos
de pré-processamento e algoritmos de aprendizado) com melhor desempenho esperado
para um determinado problema. Dado aumento do volume de usuarios dessas ferramentas
e a constante evolugdo de suas necessidades, o desafio dos pesquisadores € aperfeicoar
tais solugdes para que tenham resultados cada vez mais precisos. Com isso, torna-se
necessario verificar o estado-da-arte nessa area de pesquisa, explicitando as técnicas ja
aplicadas e as possibilidades de melhoria.

Neste contexto, o objetivo deste Capitulo é identificar e analisar as solugdes exis-
tentes para apoiar a SPC. As solugdes identificadas foram caracterizadas de acordo com
a Arquitetura Genérica de Componentes de Solucbes de SPC, proposta no Capitulo 3. No
geral, ndo apenas foi identificado o estado-da-arte nesta area de pesquisa, mas os desafios
e possibilidades em aberto para novas pesquisas.

Para identificar as solugdes que visam apoiar a SPC foi realizada uma Reviséo
Sistematica da Literatura [Kitchenham e Charters, 2007]. A principal diferenca entre essa
revisdo e a publicacdo mais relacionada [Serban et al., 2013] é o foco da andlise. Este
ultimo é focado em sistemas do tipo IDAs (do inglés, Intelligent Discovery Assistants). Por
outro lado, este trabalho, concentra-se nas abordagens para desenvolver solugdes para dar
suporte a SPC.

O restante do Capitulo esta organizado da seguinte forma: a Segao 4.1 apresenta
o planejamento da revisdo sistematica. A Secao 4.2 apresenta o processo de selegdo de
artigos. A Secao 4.3 avalia as solugdes identificadas do ponto de vista de suas entradas
e pré-requisitos. A Secédo 4.4 apresenta as técnicas aplicadas para SPC. A Secao 4.5
detalha o apoio fornecido ao usuario por cada solugdo. A Segao 4.6 sintetiza a validagao
empirica realizada por cada trabalho. Por fim, a Seg¢éo 4.7 apresenta uma discussao geral
dos trabalhos identificados.

4.1 Planejamento e Levantamento de Artigos por Revisao Sistematica da Litera-
tura

A Reviséo Sistematica da Literatura é caracterizada como uma maneira de identi-
ficar, avaliar e interpretar toda a pesquisa relevante disponivel sobre uma questao de pes-
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quisa em particular [Kitchenham, 2004]. E um estudo secundario que permite, dentre ou-
tras coisas, a sumarizagdo das evidéncias existentes sobre uma determinada tecnologia
e a identificacdo de gaps em uma area de pesquisa, que permitam a sugestdao de novos
temas a serem investigados nessa area, além de prover suporte para o posicionamento de
novas atividades de pesquisa. O planejamento desta revisao sistematica esta baseado no
protocolo apresentado em [Kitchenham e Charters, 2007].

411

Objetivo e Questdes de Pesquisa

O principal objetivo desta reviséo é identificar as solugdes existentes para apoio a
Selecao de Processo Completo.

A Tabela 4.1 apresenta as questdes de interesse da pesquisa, bem como a moti-
vagao para tais questoes.

Tabela 4.1 — Questdes de Pesquisa

propostas?

QP Questao de Pesquisa Motivacao
QP1 Quais sdo as solugdes existentes voltadas | Identificar as solugbes de apoio a sele¢éo de pro-
para apoio a selegdo de processo completo | cesso completo para DCBD
para DCBD?
QP1.1 | Quais séao os tipos de abordagens utilizadas | |dentificar o tipo de tecnologia utilizada para cons-
nas solugdes existentes? truir a solugao
QP1.2 | Quais as fases do processo de DCBD apoia- | ldentificar as fases do processo de DCBD que sao
das pela selegao? efetivamente atendidas pela solucdo, de acordo
com as fases definidas por [Fayyad et al., 1996b]
QP2 Como é realizada a validagdo das solugbes | Avaliar a evidéncia empirica obtida
propostas?
QP2.1 | Quais conjuntos de dados séo utilizados? Identificar se os conjuntos de dados utilizados séo
apropriados para avaliar a solugdo proposta
QP2.2 | Quais as medidas de desempenho utilizadas | Identificar os critérios objetivos de avaliagao das so-
para avaliar a solugao? lugdes propostas
QP3 Quais os pontos fortes e fracos das solugoes | Caracterizar as solugdes propostas em termos de

vantagens e desvantagens de utilizacao

4.1.2

A busca de artigos foi realizada em motores de busca e a partir da técnica de
snowballing [Wohlin, 2014].

Artigo de Controle

Com o intuito de dar uma maior garantia aos resultados gerados pela string de
busca e para iniciar o snowballing, foram selecionados artigos de controle, ou seja, arti-
gos que devem aparecer nos resultados provenientes de todas as bases. Neste trabalho,
tais artigos sao [Escalante et al., 2009] [Bernstein et al., 2005] [Thornton et al., 2013]. Caso
eles ndo aparecam nas buscas, a string de busca deve ser alterada. Estes artigos foram
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escolhidos por serem amplamente referenciados como exemplos de solugdo de selegéao
de processo completo para DCBD e cuja técnica apresentada foi estendida, comparada e
debatida em publicagdes no decorrer dos anos.

41.3 Busca em Motores de Busca

Os motores de busca selecionados para esta revisdo foram: |IEEEXplore, ACM
Digital Library, Springer-Link, ScienceDirect, Web of Science e Scopus.

A string aplicada a estes motores de busca foi baseada na literatura sobre o tema
e nas palavras-chave dos artigos de controle:

("machine learning"OR "classification"OR "regression"OR "knowledge discovery
in databases"OR "knowledge discovery from data"OR "data mining"OR "knowledge mi-
ning"OR "knowledge mining from data"OR "Knowledge Discovery"OR "DCBD") AND ("al-
gorithm"OR "approach"OR "solution"OR "process"OR "tool"OR "framework"OR "method")
AND ("full model selection"OR "intelligent assistant"OR "intelligent discovery assistant"OR
"workflow"OR "workflow planning"OR "knowledge discovery support system"OR "cash Pro-
blem"OR "automl"OR "machine learning pipeline") )

4.1.4  Busca por snowballing

Adicionalmente, a partir dos artigos de controle foi realizado um snowballing, com
o objetivo de identificar trabalhos relacionados anteriores e posteriores que nao tenham
sido obtidos a partir da string de busca e que sejam relacionados a selecdo de processo
completo para DCBD. O procedimento adotado para esta fase esta de acordo com o pro-
posto por [Wohlin, 2014], e ilustrado na Figura 4.1. A fase de Backward foi realizada a
partir da leitura direta dos metadados presentes nas referéncias dos artigos. Ja a fase de
Forward foi realizada com base no Google Scholar ', que apresenta os artigos que citaram
um determinado artigo.

4.2 Selecao de Artigos

A selegao de artigos foi dividida em duas fases. Na fase |, para a selecao dos
estudos de interesse, os artigos foram avaliados de acordo com os dados do titulo, resumo e
palavras-chave, sobre os quais foram aplicados os seguintes critérios de inclusdo/exclusao:

'https://scholar.google.com.br/
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Inicia a busca Backward

na literatura (para cada artigo do Forward
conjunto): (para cada artigo que cita
Iteracao um artigo do conjunto):

Identificar um
conjunto inicial
de artigos e
classifica-los
segundo os
critérios de
Inclusao/
Excluséo

«Avaliar o titulo do artigo de | | +Avaliar o titulo do artigo
referéncia *Avaliar o resumo do artigo
Fim da lteragao Avaliar o artigo na integra

+Avaliar o resumo do artigo ) ]
+Avaliar o artigo na integra Continuar até
n&o encontrar

novos artigos

Em cada passo do Backward e do Forward é possivel
decidir excluir ou incluir o artigo para analise posterior.

|

Se nao t.em A inclusao final é feita com base na leitura do artigo
novos artigos: ' : ]
fim do completo. Se selecionado, o artigo entra para o conjunto de
snowballing artigos do snowballing

Figura 4.1 — Procedimento de Snowballing

1. Critério de inclusao dos estudos:

(a) Artigos que apresentem solugdes de selecao de processo completo para desco-
berta de conhecimento em bases de dados. As solugdes propostas nos artigos
podem incluir técnicas, métodos, modelos, estratégias, algoritmos ou qualquer
outra iniciativa relacionada a SPC;

2. Critérios de exclusao dos estudos:

(a) Trabalho que ndo estejam no formato de artigo completo (full paper);

(b) Trabalhos relacionados a sele¢do de processo completo para DCBD, mas que
nao proponham solugdes para realizagdo de recomendagao (por exemplo: traba-
lhos que fagcam apenas comparacdes entre solugdes);

(c) Trabalhos cujo conteudo esteja relacionado ao apoio a uma Unica fase do pro-
cesso de DCBD;

(d) Trabalhos que unicamente indiquem os desafios e as diregées a serem tomadas
na area de pesquisa em questao (roadmaps).

Na fase Il foi realizado o refinamento da revisdo sistematica, a partir da leitura
do texto completo dos artigos selecionados na fase |. Para cada artigo selecionado foram
respondidos os critérios de avaliacdo de qualidade do estudo.

1. Abrangéncia do processo de DCBD: quantas/quais fases do processo de DCBD atende?

2. Caracterizagdo da solugao: classifica o tipo de abordagem (por exemplo, planeja-
mento automatico, meta-heuristica, Meta-Aprendizado, outro)?

3. Validagao: avalia o0 desempenho da solugéo (Sim / Nao)?

4. Quantidade de processos completos gerados.
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4.2.1 Resultado da Selecao de Artigos

A figura 4.2 mostra a quantidade de artigos selecionados a cada fase, tanto da
busca por string quanto do snowballing, bem como a quantidade de artigos final.

Busca por String Busca por Snowballing

Aplicagéo da String

Artigos Iniciais
nos motores de busca 9

2810 artigos 3

Aplicacao dos critérios
de incluséo/exclusao e
sobre os artigos do

forward e do backward

Aplicacao dos critérios
Fase | |de inclusao/exclusao
Excluséo de duplicatas

37 artigos { 38 artigos
Obtencéo dos artigos
completos e avaliagéo Avaliacédo de qualidade
Fase Il |de qualidade dos dos trabalhos
trabalhos
18 artigos 38 artigos

Resolucéo de duplicatas

s |

Figura 4.2 — Levantamento de artigos

Em relagao a busca por string, o grande nimero de artigos encontrados na pri-
meira fase deu-se pela nomenclatura empregada nos artigos de controle. Em um primeiro
momento, foi elaborada uma busca com termos mais especificos, porém esta busca nao
retornou os artigos de controle. Apo6s analisados, estes trabalhos levaram a termos mais
genéricos (como "model selection", "algorithm selection", "workflow", dentre outros) que
deixaram a string bastante ampla.

Ja no snowballing, um ponto a se destacar foi o fato de que praticamente nao
houve intersecao entre os artigos de referéncia/citagao dos dois artigos de controle. Embora
o problema atacado seja o0 mesmo, o que notou-se foi que os trabalhos com foco em pla-
nejamento automatico, inspirados em [Bernstein et al., 2005], sdo desenvolvidos de forma
independente dos artigos baseados em meta-heuristica similares a [Escalante et al., 2009]
e a otimizacao Bayesiana similares a [Thornton et al., 2013].

No geral, foram identificados 38 artigos que apresentam solugdes para SPC. Uma
vez que varios destes artigos tratam da mesma solucao em diferentes estagios de desenvol-
vimento, os trabalhos identificados serdo agrupados de acordo com as solugdes. A Tabela
4.2 apresenta uma listagem das solugdes, tipo de abordagem (MA - Meta-Aprendizado, MH-
Meta-Heuristica, PA - Planejamento Automatico, RBC - Raciocinio Baseado em Casos, OB-
Otimizacao Bayesiana, e possiveis combinagdes).
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4.3

Tabela 4.2 — Solugbes de Apoio a Selegédo de Processo Completo

Sigla Nome Abordagem Referéncias
HMDA Hybrid Data Mining Assistant RBC [Charest et al., 2006,
Charest e Delisle, 20086,
Charest et al., 2008]
Auto-Weka Auto-Weka [Thornton et al., 2013,
OB Kotthoff et al., 2016]
Hyperopt Automatic Hyperparameter Configuration [Komer et al., 2014]
for Scikit-Learn
MCPS Automation of composition and optimisa- [Salvador et al., 2016a,
tion of multicomponent predictive systems Salvador et al., 2016b]
PSMS Particle Swarm Model Selection [Escalante et al., 2009]
BA-FMS Bat Algorithm for Full Model Selection [Bansal e Sahoo, 20153,
MH Bansal e Sahoo, 2015b]
GAPSO-FMS Genetic Algorithm and Particle Swarm [Sun et al., 2013,
Optmization for Full Model Selection Sun, 2014]
NSGA2FMS NSGA-II for Full Model Selection [Pérez-Castro et al., 2016]
TPOT Tree-Based Pipeline Optimization [Olson e Moore, 2016]
IDEA Intelligent Discovery Electronic Assistant [Bernstein et al., 2005]
NEXT Next-generation Experiment Toolbox [Bernstein e Danzer, 2007]
RMD RMD [Zakova et al., 2008,
PA Z&kova et al., 2009,
Lavrac, 2008,
Zakova et al., 2011]
eProPlan/elDA [Kietz et al., 2009,
Kietz et al., 2010b,
Kietz et al., 2010a,
Kietz et al., 2012,
Kietz et al., 2014,
Serban, 2010]
KDDVM Knowledge Discovery in Databases Vir- [Diamantini et al., 2009]
tual Mart
PMD Planning for Data Mining [Fernandez et al., 2009,
Fernandez et al., 2010]
Orange4WS Orange4WS [Podpecan et al., 2011]
e-LICO MA-PA [Nguyen et al., 2011,
Hilario et al., 2011,
Nguyen et al., 2012a,
Nguyen et al., 2012b,
Nguyen et al., 2014]
Auto-Sklearn MA-OB [Feurer et al., 20153a]
CARS Collaborative Analytics Recommender MA-MH [Chong et al., 2013]

System

As solugbdes serdao avaliadas nas proximas segdes com base nos componentes
apresentados no arquitetura genérica dos componentes de solugdes de SPC, na Secao
3.5.

Base de Conhecimento

A Tabela 4.3 mostra uma comparacao entre as solugdes existentes em termos da
Base de Conhecimento usada.
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Tabela 4.3 — Comparagéo entre as solugdes - Dados de Entrada

Solucao Operadores  Conjunto de Dados Desempenho Descrigao da Tarefa
HDMA ESPE 66 meta-atributos nao regras de especialis-
(simples, estatisticos, tas
baseados em Tl e de
negacio)
Auto-Weka nao nao néao nao
Hyperopt nao nao nao néo
MCPS nao nao nao nao
PSMS nao nao nao nao
BA-FMS nédo nédo néo nao
GAPSO-FMS nao nao néao nao
NSGA-II-FMS nao nao néo nao
TPOP v.03 nao nao nao nao
IDEA ESPE nao nao tipo, objetivo
NEXT ESPE nao néo objetivo
RDM ESPE nao néo objetivo
ePropPlan/elDA ESPE néo néo tipo, objetivo
KDDVM ESPE nao nao tipo, objetivo
PDM descrigbes nédo nao tipo, objetivo
de modelos
Orange4WS ESPE nao nao tipo, objetivo
e-LICO ESPE 150 meta-atributos Acuracia de 35 pro- tipo, objetivo
(descricdo  simples, cessos completos
informacao-teorica, aplicados em 65
estatistica, processos datasets
completos)
Auto-Sklearn nao 38 meta-atributos  Precisdo do melhor néo
(simples, teoria da processo  completo
informacéo e estatisti- para 140 conjuntos de
cos) dados
CARS nao 6 meta-atributos (land- Precisdo de 40 pro- nao
marking) Cessos completos
para 7 conjuntos de
dados
4.3.1  Operadores

As caracteristicas dos operadores determinam como eles processam dados. Al-
gumas dessas caracteristicas sdo propriedades (por exemplo, capacidade de processar
variaveis numéricas), enquanto outras sdo conhecimento comportamental, que emergem
da combinacao de fatores intrinsecos e extrinsecos, que sao mais dificeis de identificar e
expressar (por exemplo, capacidade de um algoritmo de aprendizagem de lidar com o ruido
nos atributos-alvo). Ambos os tipos de caracteristicas permitem a conexao entre as carac-
teristicas dos conjuntos de dados e o comportamento dos operadores. Isso é valido para
operadores de todas as fases do processo de DCBD.

O primeiro tipo de caracteristicas, conhecido como propriedades, fornece diversas
informagdes sobre os operadores, incluindo:

» Entrada: descreve os hiper-parametros envolvidos na execugao do operador;
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 Saida: descreve o tipo de saida dada a execugéo do operador;
» Pré-condigcdes: descreve os requisitos e restricdes para um operador ser utilizado;

+ Efeito: descreve as mudancas nos dados apéds a aplicacao do operador.

Este tipo de informacédo é usada em diferentes niveis de detalhe por diversas das
solugbes analisadas: HDMA, IDEA, NeXt, RDM, eProPlan/elDA, KDDVM, PDM, Orange4WS
e e-LICO.

Estas solugdes fornecem ou usam ontologias onde os principais conceitos dos
operadores sdo modelados manualmente, geralmente em OWL (do inglés, Ontology Web
Language) [McGuinness et al., 2004]. No contexto da SPC, ontologias descrevem conceitos
relacionados aos operadores, como: fase do processo de DCBD no qual o operador é
aplicado, o conjunto de restricdes e regras para representar conhecimento, tarefa-alvo (por
exemplo, classificacdo, regressao), parametros, pré-condi¢des e pds-condicoes.

O segundo tipo de caracteristicas, conhecimento comportamental, geralmente re-
sulta de uma anélise empirica do comportamento dos operadores que compde 0s pro-
cessos completos. Nesse caso, algumas solugdes [Bernstein et al., 2005] usam ontologias
para modelar informacdes extras sobre os operadores, como desempenho relativo e tempo
de execugao, que sao usadas para ordenar solugdes para a exibigéao final, j& que nem to-
das as solugdes permitem a execugédo do processo completo recomendado para calcular o
desempenho real.

4.3.2 Informagdes do Conjunto de Dados

As informagdes do conjunto de dados correspondem as informacgdes extraidas do
conjunto de dados de entrada para reunir descritores sobre a distribuicdo de dados que
se correlacionam bem com o desempenho dos modelos de aprendizado. Esse tipo de
informacao é aplicada no contexto de solucdes de Meta-Aprendizado [Brazdil et al., 2008]
3.2.1, onde é conhecida como meta-atributo.

Dentre os trabalhos analisados, HDMA e Auto-Sklearn utilizam meta-atributos di-
retos do tipo simples, estatisticos e baseados em teoria da informagcdo. CARS faz uso de
meta-atributos do tipo landmarking, neste caso, o pequeno nimero de caracteristicas esta
relacionado ao custo computacional para calcula-las, que é superior aos outros tipos. e-
LICO, faz uso da maior gama de informagdes do conjunto de dado, além de meta-atributos
simples, estatisticos, baseados em teoria da informagédo e baseados em modelo, também
sdo caracterizados os processos completos (meta-atributo alvo) com o objetivo de entender
quais os aspectos de um modelo explicam seu desempenho esperado dado um conjunto
de dados.
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4.3.3  Desempenho do Operador

Poucas solugdes usam informacdes sobre o desempenho passado dos processos
completos(e-LICO, Auto-Sklearn, CARS e HDMA). Tais solugbes armazenam esse tipo de
informacao em uma base de conhecimento ou repositério de casos.

4.4 Tipos de Métodos de Selecado de processo completo

Esta secdo discute os métodos aplicados para oferecer suporte a SPC. Esses
métodos podem ser organizados em quatro categorias principais, mostradas na Figura 4.3:

Raciocinio
Baseado em
Casos

Planejamento
Automatico

Busca local

Meta- ‘ ‘ Meta- H Meta- ‘

Meta- Fast-
Heuristica Forward

Figura 4.3 — Taxonomia das Abordagens de Selecao de Processo Completo

Bayesiana HTN A Apr Apr i
+ OB + PA

* Raciocinio Baseado em Casos (RBC): as solugdes baseadas em RBC usam proces-
sos completos bem-sucedidos em problemas passados como recomendacgdes para
novos problemas. [Charest et al., 2006];

» Otimizacao: dado um espaco de busca pré-definido, as solugcdes de otimizagdo visam
identificar um processo completo que melhor minimize (ou maximize) uma determina
funcao objetivo, geralmente relacionada com o desempenho deste processo sobre os
dados de entrada;

* Planejamento Automatico: solugcdes que abordam o problema da sele¢do de processo
completo como um problema de planejamento, onde o resultado esperado é anteci-
pado por um processo de deliberacao explicito que escolhe e organiza agdes;

» Compostas: solugdes que combinam mais de uma abordagem. Atualmente, todas
as abordagens compostas usam uma estratégia de Meta-Aprendizado para extrair o
meta-conhecimento de uma colecdo de conjuntos de dados e aplicar essas informa-
cbes para recomendar processos completos semelhantes para um novo conjunto de
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dados. Essas recomendagdes sdo usados como entrada para uma abordagem de
otimizacao ou planejamento automéatico para acelerar o processo de pesquisa.

4.41 Raciocinio Baseado em Casos

Raciocinio Baseado em Casos (RBC) € uma area de pesquisa em aprendizado
de maquina que aplica casos anteriores a problemas atuais, seguindo um processo de ra-
ciocinio analégico [Althoff, 2001]. O RBC é baseado em um modelo cognitivo centrado na
memoria. A ideia basica € que experiéncias passadas podem ser lembradas e adaptadas
para orientar a resolugao de problemas atuais. Em vez de criar uma solugdo do zero, casos
semelhantes ao problema atual sdo recuperados da memaria. A melhor correspondéncia €
selecionada e adaptada para se adequar ao caso atual com base nas diferengas e seme-
Ihancas entre os dois casos [Kolodner, 1993]. A Figura 4.4 da uma visao geral do processo
RBC:

Armazena

Novo Caso A

expert Avaliacéo do
Base de Novo Caso
Casos

Conjunto de
Dados de
Entrada

Processo : Processo
Reasoner Completos Editor Completo
Similares Selecionado

Meta-Dados

Usuario

Figura 4.4 — Processo Geral de uma solugédo de Raciocinio Baseado em Casos

Na selegao de processo completo, um caso representa um processo completo
bem-sucedido e € armazenado e mantido em uma base de casos por um especialista. O sis-
tema Hybrid Data Mining Assistant (HDMA), proposto por Charest et al. [Charest et al., 2006,
Charest e Delisle, 2006, Charest et al., 2008], € o Unico sistema RBC proposto para a SPC.

Entrada

A Secédo 4.3 apresentou as entradas para cada solucédo de selecdo de processo
completo. Com relacao aos sistemas RBC, a entrada mais importante é a base de casos.

Um sistema RBC [Kolodner, 1993] comeca com um conjunto representativo de ca-
S0s, que abrange as metas que surgem no raciocinio e tentativas bem-sucedidas e malsuce-
didas de atingir essas metas . Tentativas bem-sucedidas sdo usadas para propor solu¢des
para novos problemas e tentativas mal-sucedidas sdo usadas para avisar sobre possiveis
falhas. Essa base de casos é criada e mantida por especialistas, que avaliam os casos
a serem inseridos na base continuamente, a medida que novos casos sao criados. Essa
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avaliagcdo pode ser baseada na relevancia do caso, qualidade da solugao, distribuicdo so-
bre o espaco do problema, entre outros critérios. Além disso, esse tipo de sistema utiliza
informacdes de entrada fornecidas pelo usuario, como caracterizagdo da tarefa e detalhes
sobre os operadores, que séo utilizados para selecionar casos semelhantes.

A base de casos do sistema HDMA consiste em 3 casos, selecionados a partir
de conjuntos de dados reais fornecidos por um departamento de apoio a decisdo da uni-
versidade onde o sistema foi desenvolvido. Adicionalmente, o sistema HDMA utiliza como
entrada 66 caracteristicas do problema, extraidas do conjunto de dados de entrada (des-
critores simples, estatisticos, de teoria da informacao e de negdécios). O sistema HDMA
também utiliza como entrada uma ontologia, denominada Data Mining Ontology (DM onto-
logy), contendo tanto conhecimento declarativo quanto procedural para apoiar o processo
de adaptacao do caso. A ontologia define e gerencia conceitos de alto nivel, como tarefas,
tipos de atividades e algoritmos.

Reasoner

O componente reasoner recupera situagoes anteriores semelhantes a atual e as
utiliza para ajudar a resolver o novo problema, ou seja, quando o usuario insere um novo
problema, o sistema recupera os casos que possuem valores de similaridade relativamente
altos. As técnicas de recuperacao de casos incluem métodos matematicos, busca por vizi-
nhos mais préximos e métodos estatisticos de ponderagao.

No sistema HDMA, 14 atributos discriminantes, selecionados a partir da caracte-
rizacdo do problema, sédo utilizados por um componente de recuperacao (algoritmo k-NN,
com k = 5) para identificar casos similares da base de casos.

Editor

Uma vez que o melhor processo completo € escolhido, entre casos semelhantes
(por analise multi-objetiva, heuristica de preferéncias ou analise de especialistas), € ne-
cessario adapta-lo aos dados atuais. No problema de selecao de processo completo, esta
adaptacao permite adicionar ou substituir operadores DCBD. O novo processo completo é
testado nos dados de entrada e, se aceito, é adicionado a base de casos.

No sistema HDMA, o usuario é responsavel por selecionar o caso mais apropriado
entre casos semelhantes sugeridos pelo sistema. Apds isso, o sistema usa as caracteristi-
cas do problema atual para recomendar as adaptacdes que devem ser feitas no caso. Essa
recomendacado é apoiada pelas informagdes contidas na ontologia.
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4.42  Planejamento Automatico

O papel de uma solucdo baseada em Planejamento Automatico (PA) é forne-
cer processos completos validos por meio de raciocinio sobre a aplicabilidade dos ope-
radores de DCBD em uma determinada etapa, de acordo com suas pré/pds-condigdes
[Nguyen et al., 2012a)]. As solugdes baseadas em PA sdo capazes de construir processos
completos autonomamente [Serban et al., 2013]. Um processo completo € exibido como
um plano ou uma sequéncia de operadores para transformar o conjunto de dados inicial em
resultados de andlise de dados. Um sistema PA normalmente consiste em 3 componentes
principais: as entradas (descricao do dominio e descrigao da tarefa), um planejador e um
classificador (Figura 4.5).

Conjunto de meta-dados
Dados de dos operadores
Entrada (ontologia)

Planejador —— Planos — Classificador —

Processo
Completo
Selecionado

Meta-Dados
do Problema

Objetivos

Figura 4.5 — Solugao de Planejamento Automatico para Selecdo de Processo Completo.
Adaptado de [Serban et al., 2013]

As solucdes de PA para SPC sao os sistemas: IDEA, NExT, RDM, eProPlan/elDA,
KDDVM, PDM e Orange4WS.

Descricao do Dominio

Além do conjunto de dados correspondente ao problema atual, algoritmos de pla-
nejamento requerem duas entradas principais [Zakova et al., 2011]: i) a descricdo do do-
minio, especificando os tipos disponiveis de objetos e agdes, e ii) a descricao da tarefa,
especificando o estado inicial, estado objetivo, os operadores disponiveis e objetivos do
usuario, como medida de avaliacao (precisao, tempo de execucao, compreensibilidade, etc)
e objetivo da tarefa (classificagédo, regressao, agrupamento, etc). A descricdo da tarefa é
detalhada na préxima secao.

A descricdo do dominio é geralmente representada por uma ontologia e arma-
zena os metadados de todos os operadores de DCBD disponiveis (métodos e algoritmos).
Conforme descrito na Segao 4.3, essas informagdes podem ser: a fase do processo de
DCBD no qual o operador é aplicado, o conjunto de restricdes e regras para representar co-
nhecimento, tarefa-alvo (por exemplo, classificagao, regressao), parametros, pré-condicées
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e pds-condicdes (caracteristicas especificas que uma entrada ou saida deve ter para ser
usada por um método ou um algoritmo). Com excec¢éo do sistema PDM, que usa um arquivo
PMML (do inglés, Predictive Model Markup Language) de entrada contendo a descrigdo do
dominio, as outras solugées usam ontologias com as informacdes dos operadores.

KDDONTO é a ontologia que suporta o sistema KDDVM, o conceito chave é o
algoritmo. Outros conceitos fundamentais sdo: método, fase, tarefa, modelo, conjunto de
dados, parametro, condigdes prévias, pds-condigcdo, desempenho e fungéo de otimizagao.

A ontologia utilizada pelo sistema IDEA contém, para cada operador, as pré- con-
dicbes e poés- condigcdes, efeitos, estimador dos efeitos do operador em atributos como
velocidade, precisdo, etc., e fungdo de ajuda, com informagdes textuais sobre o operador.
Os operadores sao categorizados em operadores de pré-processamento, algoritmos de in-
ducéo e pos-processamento.

KD Ontology, utilizada pelo sistema RDM e sistema Orange4WS, € composta por
trés conceitos principais: conhecimento (capturando os elementos declarativos no processo
de DCBD), algoritmos (que servem para transformar uma instancia de conhecimento em
outra instancia de conhecimento) e tarefa de descoberta de conhecimento (que implementa
os conceitos relacionados aos processos completos).

O sistema eProPlan/elDA usa duas ontologias: i) Data Mining Ontology for Work-
flows (DMWF) [Kietz et al., 2009] que contém dados dos operadores, objetivos, tarefas e
métodos, bem como a decomposicado de tarefas em métodos e operadores, e ii) a Data
Mining OPtimization ontology (DMOP) [Hilario et al., 2009] que foca nas caracteristicas dos
operadores e é usada pelo planejador para otimizar os planos gerados.

Descricao da Tarefa

A descrigao da tarefa é fornecida pelo usuario em um tipo de descrigdo do domi-
nio de planejamento que é compreensivel pelo planejador (por exemplo, PDDL (Planning
Domain Definition Language) [McDermott et al., 1998]).

O sistema IDEA usa como descricao da tarefa os metadados, o objetivo da tarefa e
0s objetivos do usuario. Os autores ndo fornecem detalhes sobre como essas informagdes
s&o descritas.

O sistema RDM ¢é apresentado em duas versdes, a versao 1 usa como entrada um
arquivo PDDL com a descricdo da tarefa baseada nos elementos da ontologia, a versao 2
usa apenas o conjunto de dados como arquivo de entrada.

As entradas do sistema KDDVM consistem no objetivo da tarefa e nas restricdes
do processo (restricoes de tarefa) definidas pelo usuario.
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No sistema PDM, assim como na descricdo do dominio, a descricdo da tarefa
também é feita em um arquivo PMML fornecido como entrada, que é automaticamente
traduzido em um problema de planejamento descrito em PDDL.

O sistema NExT usa uma base de conhecimento contendo todo o conhecimento
de dominio e um sistema genérico de suporte a execugao.

Por fim, o eProPlan/elDA usa os objetivos do usuario como descricao da tarefa e
o Orange4WS nao usa arquivos de descrigao de tarefa.

Planejador

Ao referenciar a descricdo da tarefa, o planejador constréi processos completos
vélidos selecionando operadores apropriados com base em seus metadados (descri¢gdo do
dominio).

O RDM, o Orange4WS e o PDM implementam algoritmos de planejamento base-
ados no sistema de planejamento Fast-Forward (FF) [Hoffmann e Nebel, 2001].

O sistema RDM implementa duas versdées do algoritmo de planejamento FF: i)
a primeira versdo assume que todas as acbes disponiveis sdo descritas através de um
arquivo PDDL, criado em um estagio de pré-processamento usando a ontologia proposta
e, neste caso, a ontologia nao é usada durante o estagio de planejamento; ii) a segunda
versdo obtém estados vizinhos, combinando pré-condigdes de algoritmos disponiveis com
condicdes atualmente satisfeitas, neste caso, Pellet reasoner [Sirin et al., 2007] é usado
para consultar diretamente a ontologia.

O Orange4WS implementa o algoritmo de planejamento FF da mesma maneira
que a versao 2 do sistema RDM, também usando o Pellet reasoner para consultar a onto-
logia.

O sistema PDM também usa uma solugdo baseada em pesquisa direta, denomi-
nada SAYPHI [De la Rosa et al., 2007].

O trabalho referente ao sistema IDEA n&o especifica o algoritmo de planejamento
aplicado. Os autores descrevem apenas 0 processo de pesquisa direta em alto-nivel: a
sequéncia de operadores sao construidas desde o estado inicial até o estado objetivo. Co-
mecando com um processo vazio, em cada estado, ele encontra os operadores aplicaveis
usando as informagdes de compatibilidade fornecidas pela ontologia, adiciona cada opera-
dor ao processo parcial que o trouxe para o estado atual e transforma o estado usando os
efeitos do operador. O planejador para quando atinge o estado objetivo.

O sistema ePropPlan/ elDA usa o algoritmo HTN (do inglés, Hierarchical Task
Network) [Nau et al., 1998] como planejador. O problema de planejamento da HTN con-
siste em decompor a tarefa inicial, usando um método que contribui para as metas atuais,
em operadores e sub-tarefas e, em seguida, decompor recursivamente cada sub-tarefa até
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obter uma sequéncia de operadores aplicaveis. Pellet reasoner é usado para consultar a
ontologia DMWF e traduzi-la para o planejamento.

O sistema KDDVM utiliza um algoritmo personalizado que comega no estado ob-
jetivo e adiciona iterativamente operadores usando um procedimento de correspondéncia
de algoritmo, formando assim, um grafo direcionado até que o primeiro operador de cada
processo completo seja compativel com o conjunto de dados fornecido.

Finalmente, o Sistema NEXxt aplica um planejamento e execugao de iniciativa mista,
ele usa as restricdes do usuario para selecionar o caso mais similar, usando o Pellet reaso-
ner. Depois disso, 0 sistema usa o conhecimento fornecido pela biblioteca de processos e
pela biblioteca de entidades do dominio para suportar um processo de planejamento, que
adapta o caso ao problema atual.

Classificador

O classificador ordena os processos completos de acordo com os objetivos do
usuario (tempo de execugao, precisao, etc.).

O sistema KDDVM fornece quatro critérios para apoiar o usuario na escolha entre
0s processos completos gerados: medicdo de similaridade, relaxamento de pré-condicao,
uso de modulos de link, avaliagdo de desempenho. Depois que o usuario seleciona um
critério, o sistema recomenda o processo completo que atende a esse critério.

O sistema IDEA produz um classificador heuristico para classificar os processos
completos adequados, em uma ordem baseada em escolhas do usuario.

O sistema PDM nao possui um componente de classificagdo. Todos os planos ge-
rados sdo convertidos em processos completos para serem executados em uma ferramenta
de Mineragao de Dados. Os arquivos de saida com as instancias de processos completos e
informacdes estatisticas, como tempo de execucao e precisdo, sao retornados ao usuario.

O sistema RDM também nao possui um componente de classificagdo. Em con-
traste com o PDM, no sistema RDM, os planos gerados (chamados processos completos
abstratos e representados em um grafo aciclico direcionado) sao apresentados ao usuario,
que escolhe quais sao instanciados para processos completos executaveis.

No sistema eProplan/elDA, enquanto a ontologia DMWF ¢é utilizada para fornecer
informacdes para o processo de planejamento, a ontologia do DMOP ¢ utilizada para su-
portar o processo de classificagao, pois armazena informagdes detalhadas dos operadores.

O sistema NEXT néo aplica um classificador, porque seleciona apenas o caso mais
similar para corrigir com o planejador.
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4.4.3 Otimizadores

Solugdes de otimizagdo estudam como maximizar ou minimizar um determinada
funcao objetivo.

A Figura 4.6 apresenta uma visao geral do processo de selegdo de processo com-
pleto por um otimizador. Usando apenas o conjunto de dados de entrada, um componente
de selecéo (seletor) identifica as solucdes candidatas, enquanto o componente de avaliacao
(avaliador) seleciona as melhores solugdes entre as candidatas, com base em uma funcao
de objetivo predefinida. Esse processo ocorre iterativamente até que um critério de parada
seja satisfeito (limite de desempenho, niumero de iteracdes, etc.).

Melhores
Conjunto Processos

e Dados ‘//M
Processo

I -] .
- Seletor "°°e|5$t° — Avaliador Complet
Funcao C dp; Selecionado
Usuario Objetivo andidato

Figura 4.6 — Solucao de Otimizacao para Selecao de Processo Completo

Meta-Heuristicas

Uma meta- heuristica (MH) é um algoritmo geral projetado para encontrar solugcées
aproximadas para uma ampla gama de problemas de otimizagao dificeis e para os quais nao
ha algoritmo especifico satisfatorio para resolvé-los[Boussaid et al., 2013].

As meta-heuristicas visam equilibrar a exploragéo (exploration) e o aproveitamento
(exploitation). A exploracéo é necessaria para identificar partes do espaco de pesquisa com
solugdes de alta qualidade. O aproveitamento é importante para intensificar a busca em
algumas areas promissoras da experiéncia de pesquisa acumulada. As diferencas mais im-
portantes entre as MH existentes dizem respeito a maneira particular pela qual elas tentam
alcancar esse equilibrio [Gendreau e Potvin, 2010].

No contexto de selecédo de processo completo, cinco solugdes foram identificadas
usando meta-heuristicas: PSMS, GAPSO-FMS, N2FMS, BA-FMS e TPOP v0.3.

1. Seletor:

+ PSMS usa o algoritmo Particle Swarm Optimization (PSO) [Kennedy, 2011] para
explorar o espacgo de pesquisa do processo completo. Uma solugdo candidata
(processo completo) € representada por dois componentes, posicao e veloci-
dade. O valor de velocidade é usado para explorar o espaco de pesquisa. O
conjunto de solugbes candidatas ¢é inicializado aleatoriamente, o fitness de cada
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solucdo é avaliado, o melhor local (melhor posi¢cdo de uma solugao) e o melhor
global (melhor posicédo entre todas as solucdes) sao inicializados. Em cada ite-
racao, a posicao e a velocidade de cada solucdo sao atualizadas e as melhores
sao identificadas.

A solugcao GAPSO-FMS combina o Algoritmo Genético (AG) [Holland, 1992] com
o PSO para selegédo de processo completo. Nessa solugcéo, o AG é usado para
pesquisar a combinagado de operadores ideais e o PSO é usado para otimizagéao
de hiper-parametros. Um conjunto inicial de processos completos (populagéo) é
gerado aleatoriamente. Em seguida, para cada iteragcdo do AG (geragao), o PSO
€ usado para pesquisar os hiper-parametros ideais para cada processo completo
(semelhante ao PSMS). Apés a avaliagao do PSO, os operadores do AG, como
cruzamento e mutacdo, sao aplicados para gerar novos processos completos
gue sao usados para substituir os processos completos com pontuagdes de ava-
liacdo mais baixas. O processo completo com a melhor pontuacao de avaliagao
€ retornado.

O N2FMS utiliza o algoritmo Non-dominated Sorting Genetic Algorithm (NSGA-
II) [Deb et al., 2002]. Uma populagéo de individuos € gerada aleatoriamente. A
funcao objetivo é calculada para cada individuo e é comparada com as fungdes
objetivo de todos os individuos. Portanto, uma classificacdo é feita em diferen-
tes frentes, o conjunto de solugdes é conhecido como conjunto étimo de Pareto,
e seus valores de fungédo de objetivo correspondentes sdo conhecidos como a
frente de Pareto. Apds a classificagdo, cada individuo recebe uma distancia de
superposicao na frente. Um procedimento de selecéo de torneio binario € usado
para preencher a populagao pai. A selegao é baseada na classificagao e, se dois
individuos tiverem a mesma classificacao, a selecdo é baseada na distancia de
superlotacdo. A populagdo de descendentes é criada pela realizagao de opera-
cOes genéticas (cruzamento e mutacao). Uma populagao intermediaria é gerada,
que consiste na unido da populagéo atual e populagédo de descendentes da ge-
racdo atual. Finalmente, uma substituicdo elitista é realizada para selecionar os
individuos para formar a populacao para a préxima geracao. Ele itera até que um
numero maximo de geragdes seja atingido.

O BAT-FMS usa o Algoritmo Bat (AB) [Yang, 2010] para selecdo de processos
completos. O AB é baseado no comportamento de ecolocalizagdo do morcego
(do inglés, bat) para sentir a distancia dos alimentos ou obstaculos. Os morce-
gos liberam um som de pulso muito alto e avaliam o eco que retorna para calcular
a distancia do alvo a partir deles. Na implementacao do algoritmo, um conjunto
inicial de morcegos (processos completos) € inicializado aleatoriamente. Esta po-
pulacao é avaliada e classificada de acordo com a funcao objetivo. A populacao
classificada contém frentes, com os individuos na primeira frente sendo total-



mente ndo dominantes em relagao aos individuos na segunda frente. Um valor
de classificacao, 1 e 2, é atribuido aos individuos na primeira e segunda frente,
respectivamente. Uma distancia de superlotacédo (distancia entre um individuo e
seu vizinho) é calculada para cada individuo. Usando o valor de classificagao e
a distancia de aglomeracgao, a selegao do torneio binario € feita para selecionar
os pais da populagédo, com base em dois critérios, a classificacdo é menor e o
apinhamento é maior. A populagao é atualizada. A populagao recente e a popu-
lacdo de descendentes séo classificadas usando o tipo ndo dominante. Ele itera
até que um numero maximo de iteragbes seja atingido.

« TPOT v0.3 usa um algoritmo de Programagéao Genética (PG) [Koza, 1992]. Os
operadores que compdem o0 processo sao tratados como primitivas de PG e as
arvores PG sdo construidas a partir deles. Para comecgar, o algoritmo de PG gera
processos completos aleatérios baseados em arvore e avalia sua precisao reali-
zando validag&o-cruzada no conjunto de dados de entrada. Para cada geragéo,
o algoritmo seleciona os principais processos completos na populagcéo de acordo
com o esquema de selecdo NSGA-II [Deb et al., 2002]. Cada um dos processos
completos selecionados produz cépias (ou seja, descendentes) na populagao da
préxima geracao, os procedimentos de cruzamento e mutacao sao feitos. A cada
geracao, o algoritmo atualiza uma frente de Pareto das solu¢des ndo dominadas
descobertas em qualquer ponto da execugado da PG. O algoritmo repete esse
processo avaliar-selecionar-cruzar-mutar por geragées, quando o algoritmo sele-
ciona o melhor processo completo da frente de Pareto.

2. Avaliador:

+ A fungao objetivo na solugdo PSMS é minimizar a taxa de erro balanceada (BER)
do processo completo. Assim, em cada iteracdo, cada particula € avaliada para
verificar 0 quao distante esta da solucao 6tima (BER minimo) no espago de
busca;

* A solucdo GAPSO-FMS utiliza como funcao objetivo a maximizagdo do desem-
penho da area sob a curva ROC (AUC) na analise experimental, mas é adaptavel
a outras medidas como precisdo, tempo de execugao, etc;

« Em N2FMS, BAT-FMS e TPOP v0.3 o problema de selecao de processo completo
é definido como um problema de fungéo multi-objetivo;

* No N2FMS o CVER (Cross Validation Error Rate) e tempo de execucédo de cada
processo candidato sdo considerados como objetivos a serem otimizados atra-
vés do algoritmo NSGA-II. No final do processo de otimizagdo multi-objetivo, um
conjunto de solucées de Pareto é obtido, onde todas as solucbes podem ser
consideradas igualmente desejaveis em um sentido matemético;
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* Na solugao BAT-FMS o objetivo principal € aumentar o desempenho da classifica-
cao e o segundo objetivo é diminuir o nimero de atributos no conjunto de dados
de entrada;

» Por fim, no TPOT v0.3 os processos completos sao selecionados para maximizar
simultaneamente a precisdo da classificagdo no conjunto de dados de entrada
enquanto minimiza o numero de operadores.

Otimizagao Bayesiana

A Otimizag&o Bayesiana (OB), também conhecida como otimizagdo baseada em
modelo sequencial, € um método iterativo para resolver problemas de otimizagao de caixa-
preta [Brochu et al., 2010], e foi apresentada na Segéo 3.3

Atualmente, trés solugdes abordam o problema de selecao de processo completo
com algoritmos de otimizacao bayesiana: Auto-Weka, Hyperopt e MCPS.

Todas as solucdes sao baseados no SMBOA (do inglés, Sequential Model- Ba-
sed Optimization) [Hutter et al., 2011], uma estrutura de otimizagao estocéastica que pode
trabalhar explicitamente com hiper-parametros categoéricos e continuos. O SMBO constroi
um modelo probabilistico que captura a dependéncia da fung¢ao objetivo nas configuragcdes
de processo completo. Em seguida, realiza uma iteragcdo onde o modelo gerado é usado
para determinar uma configuragcao candidata promissora para avaliar em seguida, avalia a
configuragdo, e atualiza o0 modelo com o novo ponto de dados obtido.

Os algoritmos disponiveis no SMBO mais proeminentes sédo o Sequential Model-
Algorithm Configuration (SMAC) [Hutter et al., 2011] e o Tree- structured Parzen Estimator
(TPE) [Bergstra et al., 2011], que sao os usados pelas solucbes de SPC.

1. Seletor:

» Auto-Weka usa o SMAC e o TPE para resolver o problema de selegdo de pro-
cesso completo. Como fungao de aquisicao, usa positive expected improvement
(El). Para o SMAC, ele usa modelos Random Forest, pois eles funcionam bem
com dados de entrada discretos e de alta dimensionalidade;

» O Hyperopt usa o TPE, mas os autores apontam que a solugéo ¢é flexivel para
suportar outros algoritmos (como o SMAC);

* O MCPS usa os algoritmos SMAC e TPE. Inicialmente, eles apresentam o pro-
blema de selecao de processo completo como um problema de sistema preditivo
de multiplos componentes e representam o processo completo como uma Rede
de Petri [Murata, 1989] denominada WA-WF-net (Rede de Petri de Fluxo de Tra-
balho Aciclico e Bem Tratado).

2. Avaliador:
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A funcao objetivo do Auto-Weka, Hyperopt-Sklearn e MCPS é minimizar a taxa
de erro de classificagao.

444  Sistemas Compostos

Solugbes compostas combinam varias abordagens para resolver o problema de
selecao de processo completo. A Figura 4.7 apresenta uma visdo geral do processo de
solugao composta, em que todas as solugdes incluem um estagio de Meta-Aprendizado.

Repositorio

de Dados A Processo Completo 1

/ Processo Completo n K

s Meta-
Atributos

Meta-Base

Desempenho
dos n Processos
Completos

Caracterizagédo dos
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. Caracterizagéo dos Selecao Inicial de
P Dados Novos Processos
Ari Completos
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Planejamento
Automatico

Figura 4.7 — Solugao Composta para Selecao de Processo Completo

A Figura 4.7 fornece uma visdo geral do processo de Meta-Aprendizado tal qual
apresentado na Secao 3.2.1. Neste contexto, os processos completos recomendados pelo
Meta-Aprendizado sdo usados como entrada para um algoritmo de planejamento automa-
tico, de meta-heuristica ou otimizacdo Bayesiana, que efetivamente fardo a recomendagéo
final do processo completo apropriado ao problema em questdo. A recomendacao inicial &
util para reduzir o espago de busca de processos completos, uma vez que identifica bons
candidatos, de acordo com o meta-conhecimento acumulado na meta-base.

Trés solugdes compostas foram identificadas: e-LICO, Auto-Sklearn e CARS. Es-
sas solucdes sao descritas em termos de seus componentes de Meta-Aprendizado e otimi-
zagao.
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Fase de Meta-Aprendizado

No e-LICO IDA, um DMER (Data Mining Experiment Repository) armazena todos
0s meta-dados usados no processo de Meta-Aprendizado (conjuntos de dados de treina-
mento, seus meta-atributos, e processos completos com seus resultados de desempenho).
Dado um novo problema (um conjunto de dados associado a uma tarefa), o componente
de Meta-Aprendizado extrai as caracteristicas dos dados e usa as informagdes fornecidas
pelo DMER para aprender um modelo de meta-mineragéo que associa conjuntos de dados
e caracteristicas de processos completos, do ponto de vista de otimizagao de desempenho.

O Auto-Sklearn usa Meta-Aprendizado para inicializar um algoritmo de Otimizacao
Bayesiana. Na meta-base cada problema é caracterizado por 38 meta-atributos, e pelo pro-
cesso completo com maior desempenho empirico determinado por algoritmo de otimizacao
Bayesiana. Dado um novo conjunto de dados, as meta-atributos sdo computados e os 25
problemas mais similares no repositério sdo identificados pela distancia L1. Os proces-
sos completos associados a esses problemas séo utilizados para inicializar o algoritmo de
otimizacao.

A solugao CARS implementa um mecanismo de recomendagao que utiliza um re-
positério de processos completos de estoque e seus conjuntos de dados associados para
buscar por modelos promissores para um dado conjunto de dados. A busca é feita por um
algoritmo baseado em instancias (k-NN) e a similaridade é definida em termos de carac-
teristicas dos conjuntos de dados. Essas caracteristicas sdo meta-atributos do tipo land-
marking. Para cada conjunto de dados de entrada sao definidos 3 vizinhos mais préximos,
usando distancia Euclidiana. Um SVM ¢é aplicado para predizer a acuracia dos modelos
para o conjunto de dados de entrada, e os k melhores modelos sao selecionados para
serem otimizados.

Fase de Otimizacao

A SPC do e-LICO é construida sobre um algoritmo de planejamento automatico
cooperativo que constréi planos seguindo a abordagem de planejamento HTN, apresentada
na solugdo e-proplan/e-IDA (Secéo 4.1). A cada etapa do planejamento, o planejador gera
uma lista de acdes validas, e dos processos completos candidatos parciais, que é passada
para ser classificada pelo componente de Meta-Aprendizado (ordenada pelo desempenho
esperado). O componente de Meta-Aprendizado classifica a lista usando o meta-modelo e
o planejamento continua com os melhores processos completos candidatos até a tarefa ser
resolvida. Ao final, os k melhores modelos s&do apresentados ao usuario, ordenados pelo
desempenho esperado.

Auto-Sklearn usa o algoritmo SMAC [Hutter et al., 2011] como o algoritmo de otimi-
zacao bayesiana, similarmente as solugdes Auto-Weka e TPOT. Além da Otimizacao Baye-
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siana, os autores propdem a construgdo automatica de ensembles usando os modelos
descartados durante o processo de otimizacao.

O CARS aplica o Algoritmo Genético (AG) para melhorar os processos completos
recomendados por meio da evolugéo iterativa. O AG é aplicado aos k melhores processos
completos recomendados pela fase de Meta-Aprendizado. Estes k modelos passam por
diversos ciclos de selecao, cruzamento e mutacgao, guiados na direcao de maior adequacao
(alguma medida do desempenho de previsdo), até que o algoritmo converge para uma
funcao de adequacao.

4.5 Apoio a Tomada de Decisao

A Tabela 4.4 apresenta uma comparacao entre as solugcées em termos do tipo de
suporte ao usuario para selecao de processo completo.

451 Fases do Processo de DCBD

Uma solucéo ideal para Selecao de processo Completo deveria apoiar todas as
fases do processo de DCBD. No entanto, a primeira e a Ultima fases (Selegdo de Dados e
Interpretacdo de Dados) geralmente envolvem uma grande quantidade de informagdes sub-
jetivas especificas do dominio, o que dificulta sua automacao. Assim, as fases comumente
suportadas sao aquelas envolvendo métodos e algoritmos que podem ser aplicados auto-
maticamente (ou seja, pré-processamento de dados, transformagédo de dados, mineragao
de dados e avaliacdo de dados).

Dentre as solugdes identificadas, a tarefa mais apoiada é a redugao de dimensi-
onalidade (na fase de Transformacao de Dados). Esta tarefa é subdividida em selecao de
caracteristicas (Feature Selection) e extracdo de caracteristicas (Feature Extraction), e sua
popularidade estéa relacionada com a maldicdo da dimensionalidade [Bellman, 1966], uma
vez que dados com alta dimensionalidade apresentam um dos desafios mais proeminentes
aos métodos de AM existentes [Yang e Wu, 2006]. Todas as solucdes suportam a selecao
de recursos e/ou a extragcao de recursos.

Como nenhuma solugao suporta a fase de Selegao de Dados, também ¢é interes-
sante destacar que elas trabalham a partir de dados ja estruturados, ou seja, nao lidam com
dados brutos.
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Tabela 4.4 — Comparagéao de Solugdes - Tipo de Apoio

Método  Solucao Fases DCBD HP Tarefa Recomendacdo Execucdo Implementacao
RBC HMDA PD/TD/MD nao classificagdo, ranking nao sistemas
regressao GUI
Auto-Weka TD/MD sim classificagdo, melhor sim framework
OB regressao
Hyperopt TD/MD sim classificagdo melhor sim framework
MCPS PD/TD/MD sim classificagdo melhor sim framework
PSMS TD/MD sim classificagdo melhor sim framework
BA-FMS TD/MD nao classificagdo melhor nao framework
MH GAPSO- PD/TD/MD sim classificagdo melhor sim framework
FMS
NSGA-II- TD/MD sim  regressao melhor sim framework
FMS
TPOP v.03 TD/MD sim classificagdo melhor sim framework
IDEA TD/MD/DE nao classificagdo, ranking sim sistemas
regressao GUI
NEXT TD/MD ndo classificagdo ranking sim sistemas
PA GUI
RMD TD/MD ndo classificagdo melhor nao sistemas
GUI
ePropPlan/elDATD/MD nao classificagdo, ranking sim sistemas
regressao GUI
KDDVM TD/MD/DE nao classificagdo, ranking nao sistemas
agrupa- GUI
mento
PMD TD/MD nao classificagcdo, todos sim sistemas
regressao, GUI
agrupa-
mento
Orange4WS TD/MD ndo classificagdo todos nao sistemas
GUI
MA+PA  e-LICO TD/MD nao classificacdo ranking sim sistemas
GUI
MA+OB  Auto- TD/MD sim classificacdo melhor sim framework
Sklearn
MA+MH CARS TD/MD nao classificagdo ranking sim framework

4.5.2  Otimizagédo de Hiper-Parametros

Os hiper-parametros desempenham um papel importante na maioria dos algorit-
mos no processo de DCBD e defini-los manualmente consome tempo principalmente por
dois motivos: (1) normalmente ha varios hiper-parametros que podem assumir muitos valo-
res (com hiper-parametros continuos representando o caso extremo de um dominio infinito),
e (2) eles sao tipicamente validados usando Validacdo Cruzada [Salvador et al., 2016b].

Além disso, no contexto do problema de SPC, a contribuicao de um Unico método e
dos valores correspondentes do hiper-parametro para o desempenho do processo completo
depende da escolha dos outros métodos no processo completo e de seus valores de hiper-
parametro. Em outras palavras, a escolha dos componentes do processo completo e os
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valores de seus hiper-parametros nao podem ser feitos separadamente, o que faz com que
o tamanho do espaco de busca cresca exponencialmente.

Devido ao tamanho do espaco de pesquisa, muitas abordagens ignoram o pro-
blema de selecionar valores para os hiper-parametros dos métodos no processo com-
pleto, usando um conjunto de parametros padrdo. Notamos que apenas solugdes base-
adas em meta-heuristicas e em otimizacdo Bayesiana trabalham com otimizagao de hiper-
parametros. Isso se deve a capacidade dos otimizadores usados (PSO, GA, SMAC, TPE,
PG) de lidarem com um grande espaco de busca em um tempo viavel.

453 Tarefa

Assim como no contexto de AM em geral, a maioria das abordagens para a SPC
esta focada na tarefa de classificagao.

As excegdes incluem o NSGA-II-FMS, que trata da selegao de processo completo
para problemas de estimativa em dados de séries temporais; HDMA, Auto-Weka, GAPSO,
IDEA, eProPlan e PDM que suportam regresséo; e PDM e KDDVM que também fornecem
suporte para a tarefa de agrupamento.

No entanto, € importante observar que, em muitos casos, os métodos subjacentes
sao adequados para tarefas diferentes da tarefa usada na implementacao da ferramenta ou
na avaliagdo empirica.

4.5.4  Tipo de Recomendagéo

Algumas das abordagens propostas simplesmente identificam todos os processos
completos compativeis com as restricdes do problema. Esta é uma recomendacdo muito
completa, que deverd incluir a melhor alternativa possivel. No entanto, ela ndo fornece
nenhuma orientacdo sobre como o usuario final deve prosseguir com os experimentos.
Dado o numero de solugdes geralmente fornecidas por essas abordagens, elas nao sao
muito Uteis. Eles incluem as solugdes baseadas puramente em Planejamento Automatico,
PDM e Orange4WS.

Alternativamente, algumas abordagens ordenam os processos completos de acordo
com o desempenho esperado (por exemplo, tempo de execugao ou precisdo). Assim, nes-
ses casos, 0 usuario é apresentado a um ranking de alternativas, que pode ser usado para
guiar os experimentos (por exemplo, comegar com o primeiro, depois 0 segundo e assim
por diante). HDMA, IDEA, NExT, ePropPlan, KDDVM, e-LICO e CARS oferecem vérias
possibilidades de processos completos ordenadas de acordo com algum critério de quali-
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dade. Este critério é, em geral, o0 desempenho preditivo do modelo gerado. Alguns deles,
como IDEA, eProPlan e e-LICO, também oferecem a possibilidade de alterar os critérios
para outros, como o tempo de execugao.

Finalmente, algumas abordagens recomendam um Unico processo completo, ou
seja, espera-se que o Unico produza o melhor processo completo para um determinado
problema, de acordo com um critério de qualidade. Por ser um método de recomendacao
simples, o principal problema associado é a auséncia de alternativas ao processo com-
pleto recomendado, caso ele ndo tenha o desempenho esperado ou até mesmo se nao for
executado. Este € o tipo de recomendacéao fornecido pelas abordagens restantes.

455 Execucao

Algumas abordagens fornecem uma recomendagdo em suporte para executa-la.
Estas incluem a meta-heuristica BA-FMS, bem como a solucéo de Planejamento Automa-
tico NEXxT.

Outras abordagens fornecem mecanismos para executar 0s processos completos
recomendados. Essas solugdes podem implementar os proprios operadores (métodos e
algoritmos) ou podem usar uma biblioteca MD existente. As solu¢des restantes estdo no
ultimo caso. Eles usam ferramentas de MD bem conhecidas, incluindo Weka (Auto-Weka,
PDM, MCPS Automatico, GAPSO-FMS, PSMS), Scikit-learn (Auto-Sklearn, hyperopt), Ra-
pid Miner (CARS, e-ProPlan, e-LICO).

456  Tipo de Implementagéo da Solugédo

Em relacdo ao tipo de implementacao, categorizamos as solugdes em dois tipos:
sistemas com interface grafica para o usuario (sistemas GUI, do ingés, Graphics User Inter-
face) ou frameworks.

No caso de um sistema GUI, a solucdo fornece uma interface grafica completa
para interacao do usuario, que a configura de acordo com suas necessidades. A execugao
é transparente para o usuario.

Frameworks sao geralmente projetos de cddigo aberto. Eles sédo integrados com
ferramentas existentes, o que significa que o usuario precisa ter as ferramentas de software
necessarias disponiveis de acordo com a linguagem de programacgao (por exemplo, Java e
Python) e a biblioteca de MD (como Weka e Scikit learn) usada. Além disso, € necessario
configurar manualmente a ferramenta de acordo com a aplicagao.
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No geral, ha um equilibrio entre os tipos de solu¢gdo. Podemos observar que to-
das as meta-heuristicas e otimizacdo Bayesiana sao frameworks, mesmo se combinadas
com Meta-Aprendizado. As abordagens restantes (Planejamento Automatico e RBC) estao
disponiveis como um sistema completo.

4.6 Validacao

A Tabela 4.5 apresenta um resumo da validacao realizada pelas solucdes.

4.6.1  Tipo de Validagao

Em geral, os trabalhos apresentaram pouca validagdo das solu¢gées. Nenhuma va-
lidagéo é apresentada para a solugao Orange4ws. Entre os trabalhos que realizam compa-
racao experimental, apenas alguns baseados em meta-heuristicas e Otimizacao Bayesiana
fornecem comparagdes com outras solugées: PSMS, BA-FMS, NSGA-II-FMS sao compara-
dos com algoritmos que geram modelos simples (suportam apenas a fase MD no processo
de DCBD) em termos de taxa de erro. Auto-Weka, Hyperopt e TPOP v0.3 apresentam uma
comparagao com baselines simples como selegéo aleatéria. O GAPSO-FMS, o MCPS e o
Auto-Sklearn foram os Unicos que foram comparados com outras solugdes de SPC.

4.6.2 Medidas de Desempenho

Varias medidas de desempenho podem ser aplicadas para avaliagdo de processos
completos. No entanto, a escolha da medida mais apropriada para um determinado con-
texto dependera principalmente das caracteristicas do problema em anélise e do objetivo
final da avaliacao.

Apesar do leque de medidas de avaliagdo existentes, a maioria dos trabalhos uti-
liza apenas erro de classificagdo e/ou tempo de execugdo como forma de avaliar o de-
sempenho. O PSMS, Auto-Sklearn e GAPSO levam em conta o desbalanceamento entre
classes nos conjuntos de dados usados e aplicam medidas que suavizam esse efeito.



Tabela 4.5 — Comparagéao de Solugdes - Validagao

Abordagem Solucao Validacao Medidas Dados
RBC HDMA demonstragao de - 1 conjunto de da-
usabilidade dos
Auto-Weka comparagao expe- erro de classifica- 21 conjunto de da-
OB rimental céo dos publicos
Hyperopt demonstracdo de medida-F 3 conjunto de da-
desempenho dos publicos
MCPS comparagao expe- erro de classifica- 21 conjunto de da-
rimental céao dos publicos; 7 in-
dustria quimica
PSMS comparagao expe- taxa de erro balan- 9 conjunto de da-
rimental ceada dos publicos
MH BA-FMS comparagao expe- erro de classifica- 5 Expressdao gé-
rimental céo nica conjunto de
dados
GAPSO-FMS comparagdo expe- AUC 10 conjunto de da-
rimental dos publicos
NSGA-II-FMS comparagao expe- erro de validacdo 8 conjunto de da-
rimental cruzada dos de séries tem-
porais
TPOP v.03 comparagdo expe- acuracia balance- 150 conjunto de
rimental ada dados publicos
IDEA demonstragdo de tempo de execu- 24 conjunto de da-
desempenho ¢ao, erro de classi- dos publicos
ficacao
PA NEXT demonstragdo de - -
usabilidade
RDM demonstragdo de tempodeexecugao 2 conjunto de da-
desempenho dos publicos
ePropPlan/elDA demonstragdo de tempodeexecugdo dados publicos:
desempenho 117 classificagéo;
47 regressao
KDDVM use demonstration - -
PDM demonstragdo de erro de classifica- 20 conjunto de da-
desempenho céo dos publicos
Orange4WS demonstragao de - -
usabilidade
MA+PL e-LICO demonstragdo de erro de classifica- 65 conjunto de da-
desempenho cao dos bioldgicos
MA+OB Auto-Sklearn comparagao expe- erro de classifica- 140 conjunto de
rimental cao, erro de teste dados publicos
balanceado
MA+MH CARS demonstragdo de erro de classifica- 7 conjunto de da-
desempenho cao dos publicos
4.6.3  Conjunto de Dados

A maioria das abordagens usa dados publicos disponiveis na Biblioteca UCI 2, com
excecao do estudo empirico sobre o0 e-LICO, que usa os conjuntos de dados de expressoes

génicas fornecidos pelo NCBI (National Center for Biotechnology Information) 2.

2http://archive.ics.uci.edu/ml/index.php

Shttps://www.ncbi.nim.nih.gov/
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O tamanho dos conjuntos de dados varia de 23 a 32.561 instancias e 3 e 54.675
atributos. Alguns conjuntos de dados contém valores ausentes.

4.7 Discussao

As secOes anteriores apresentaram um detalhamento das solugdes existentes
para SPC separadamente. De maneira a realizar uma discusséo geral dessas solugdes,
0s seguintes aspectos sao considerados: extensibilidade e custo beneficio do processo
completo gerado, onde sera avaliada a qualidade da recomendacédo gerada em balance-
amento com a demanda de recursos computacionais para fazé-lo. Esses aspectos estao
alinhados com os principais desafios da area, apresentados na Segéo 3.6.

4.7 .1 Extensibilidade do Espaco de Busca

Toda solugao suporta um determinado numero de operadores para SPC. Com
o desenvolvimento constante de novos métodos de pré-processamento e algoritmos de
aprendizado, uma caracteristica importante da solugdo é permitir que novos operadores
sejam adicionados facilmente, com o minimo de interferéncia humana.

Solucbes baseadas em otimizadores sao favorecidas em termos de extensibili-
dade, uma vez que nao utilizam uma base de conhecimento no processo de recomendagao.
Assim, para aumentar o espaco de busca, basta acrescentar ou retirar os operadores no
espaco de busca ja suportado, e atualizar as restricbes de combinagdes entre eles.

Ja nas solucdes baseadas em RBC, para cada novo operador adicionado devem
ser adicionados casos de sucesso (processos completos) que utilizaram este método, o
que é parcialmente dependente do usuario, que deve avaliar a validade/ sucesso dos ca-
sos antes de acrescenta-los. Da mesma forma, as solugdes que envolvem Planejamento
Automatico suportado por ontologias (que descrevem os operadores) sao extremamente
dependentes da intervencao de especialistas, que devem fazer as anotacées referentes a
novos métodos/algoritmos na devida ontologia, uma vez que nenhuma delas realiza isto
automaticamente. Neste ultimo caso, mesmo a solugdo PMD, que nao utiliza ontologia, ne-
cessita de uma descrigcdo dos operadores e especificacoes da tarefa que é passada direta-
mente ao planejador, pelo usuario. Ja a solugao proposta por e-LICO, embora possua uma
meta-base de conhecimento que pode ser atualizada automaticamente, também depende
da descricao dos operadores anotada em uma ontologia, para suporte ao planejamento.

No caso das solugbes compostas, para o componente de Meta-Aprendizado, a
cada novo método/ algoritmo adicionado, basta executa-lo em relacdo aos conjuntos de
dados existentes e adicionar o resultado desta execucdo na meta-base de conhecimento.
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Assim, as solugdes compostas de Meta-Aprendizado com otimizadores também séo auto-
maticamente extensiveis.

4.7.2 Custo Beneficio do Modelo Gerado

Solugdes baseadas em RBC utilizam as caracteristicas dos dados de entrada para
buscar por casos similares na base e adaptar os processos usados anteriormente para o
problema em questdo. Ja no Planejamento Automético, um repositério (geralmente uma
ontologia) armazena os metadados de todos os operadores disponiveis como blocos de
construgdo. O usuario fornece um novo conjunto de dados e especifica a descrigao ou
condicdes do problema. Essas entradas do usuario sdo expressas em um tipo de descricao
do dominio de planejamento que é compreensivel pelo planejador. Referenciando essa
descricdo do problema, o planejador constréi processos completos validos selecionando
operadores apropriados com base em seus metadados.

Em ambos os casos a recomendacao € geralmente rapida, pois nao é realizada a
execugao dos processos completos candidatos sobre os dados de entrada, sendo o desem-
penho do processo recomendado estimado com base em informacgdes previamente dispo-
niveis na base de conhecimento. Por outro lado, essas solugdes dependem estritamente
das informagdes provenientes da base de conhecimento: no caso de RBC, esse resultado
esta intrinsecamente relacionado a quantidade e a qualidade dos casos armazenados na
base de casos, para as solugdes de PA, a qualidade do modelo gerado esta associada com
a qualidade do repositério de metadados e do planejador em si.

No caso das solucées baseadas puramente em otimizacdo (meta-heuristicas e
otimizacao Bayesiana), o desempenho de cada processo candidato € avaliado a partir do
treinamento desse modelo no conjunto de treinamento completo e avaliagao (por validagéo
cruzada) no conjunto de validacédo, o que garante uma boa aproximacado do desempenho
real. Em contraponto, esta abordagem despende um maior tempo/recurso na busca por um
processo completo ideal, ja que as possiveis solugdes sdo constantemente executadas e
avaliadas no conjunto de entrada completo.

Por fim, as solugbes parcialmente apoiadas por Meta-Aprendizado utilizam esta
estratégia para recomendar um conjunto inicial de processos completos (com base em simi-
laridade dos exemplos da meta-base), que sdo adaptados para o problema em questao uti-
lizando uma estratégia de planejamento ou otimizacdo. Como o custo do Meta-Aprendizado
é relativamente pequeno, ao aplicarem essa estratégia, tais solugées tendem a economizar
recursos da estratégia de otimizagao. Neste caso, a qualidade do processo completo reco-
mendado esta associada a qualidade do modelo de recomendacgéao gerado pelo processo
de MA, pois, do contrario, se esta recomendacao inicial ndo for precisa, as modificacdes re-
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alizadas pelo planejador ou otimizador podem néo ser suficientes para obter um processo
completo ideal.

4.7.3  Consideragdes Gerais

Com base nas caracteristicas das solugdes existentes apresentadas no decorrer
do capitulo, pode-se avaliar que solugdes baseadas em otimizagdo ou que combinem essa
estratégia com Meta-Aprendizado, sao as demonstram maior aderéncia aos principais de-
safios gerais da area, de extensibilidade, qualidade e avaliacdo do modelo.

Por outro lado, mesmo para essas solugdes, um obstaculo fundamental para a
selecdo de processo completo é o longo tempo necessario avaliar um processo completo
candidato sob o conjunto completo de dados de entrada, levando em consideracado que
para encontrar uma combinacao cujo desempenho satisfaga o usuario final, as solugbes
existentes testam muitas combinagdes. Na tentativa de mitigar esse tempo, algumas solu-
cOes utilizam Meta-Aprendizado como forma de determinar um conjunto inicial de processos
completos para serem avaliados. Tais solugdes tem demonstrado bons resultados.

Dado que os conjuntos de dados tendem a crescer constantemente e que novos
algoritmos serdo desenvolvidos, solucbes que explorem possibilidades de avaliagdes de
processos completos menos custosas, ainda sdo uma possibilidade em aberto na area.

4.8 Consideracoes Finais do Capitulo

Este capitulo apresentou os trabalhos existentes para Selecao de Processo Com-
pleto, identificados com base em uma Revisdo Sistematica da Literatura, ressaltando os
pontos fortes e fracos de cada abordagem. A partir desta revisdo foi possivel identificar
lacunas nas solugdes existentes, que devem ser tratadas afim de se obter uma solugao de
SPC efetiva.

Com base nisso, o proximo capitulo apresenta a solugao proposta neste trabalho
para selecdo de processo completo de DCBD, que busca explorar pontos fortes e mitigar
as algumas das limitagdes identificadas na literatura até entdo, com o objetivo de gerar
recomendagbes mais precisas e menos custosas computacionalmente.
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5. UBERBAND: SELECAO DE PROCESSO COMPLETO
UTILIZANDO META-APRENDIZADO E OTIMIZAGCAO BASEADA EM
BANDIDOS MULTI-ARMADOS

Nos ultimos anos, pesquisadores buscaram melhorar a experiéncia de usuarios de
Mineracdo de Dados (MD) e Aprendizado de Maquina (AM), a partir do desenvolvimento
de diversas solucoes para Selecdo de Processos Completos (SPC). O objetivo destas so-
lucbes é encontrar rapidamente, dentro de um limite de recursos pré-estabelecido, uma
combinacgao de operadores de Descoberta de Conhecimento em Bases de Dados (DCBD).
que correspondem a métodos de pré-processamento e algoritmos de aprendizado e seus
respectivos hiper-parametros, que maximizam uma medida de desempenho no problema
de aprendizado de maquina e no conjunto de dados fornecidos.

Um desafio fundamental e ainda em aberto na area € o grande tempo de exe-
cucao necessario para testar um processo completo candidato no conjunto de dados de
treinamento, levando em consideragao que muitas possibilidades de processo sao testa-
das até que uma boa combinacéo seja encontrada. No geral, esta tarefa pode levar va-
rios dias em um conjunto de dados com um numero moderado de instancias e atributos
[Thornton et al., 2013], visto que a execugao de um algoritmo de aprendizado geralmente
cresce superlinearmente em funcéo no nimero de instancias e pelo menos linearmente em
funcao do nimero de atributos [Hutter et al., 2019]. Dada a aplicacdo de SPC a problemas
mais complexos e o desenvolvimento constante de novos operadores, surge a necessidade
de se utilizar métodos que otimizem a avaliagdo dos processos candidatos, tornando o pro-
cesso de SPC mais eficiente.

A partir da analise de trabalhos recentes aplicados a tarefa de otimizagéao de hiper-
parametros, verificou-se a possibilidade de explorar resultados intermediarios de treina-
mento a partir da utilizagdo de métodos de fidelidade multipla (Secéo 3.3.3). Nos métodos
de fidelidade multipla sédo utilizadas heuristicas, como amostragem do conjunto de treina-
mento, amostragem dos atributos, para gerar aproximacdes de baixa fidelidade da funcao
a ser otimizada, de forma a diminuir o tempo de execugdo das configuracdes avaliadas
[Kandasamy et al., 2017].

Nesse contexto, o trabalho de [Li et al., 2017] se destaca por apresentar uma so-
lucdo baseada em bandidos multi-armados para identificacdo da melhor configuracéo de
hiper-parametros a partir da alocagdo adaptativa de recursos para configuragdes promis-
soras, enquanto as menos promissoras sao eliminadas. Em seus resultados comparativos,
esse algoritmo, denominado Hyperband, superou solugdes baseadas em Otimizacao Baye-
siana (OB) com resultados que apresentam desempenho equivalente e tempo de execugao
muito inferior as solugcdes de OB, em tarefas como regularizacdo de kernel de Support
Vector Machines (SVM) e para otimizagcdo de uma Rede Neural Convolucional.
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Por outro lado, ao aplicar Hyperband em um tarefa de SPC, usando o mesmo
espaco de busca que o Auto-Sklearn [Feurer et al., 2015a], [Li et al., 2017] reportaram que,
embora Hyperband tenha convergido mais rapidamente, ele obteve erros de validacao e
teste superiores as abordagens de OB e a busca aleatéria. A Figura 5.1 (a, b) apresenta
os resultados reportados, considerando uma janela de tempo maximo de 1 hora (3600
segundos)
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Figura 5.1 — Ranking médio da avaliagdo de Hyperband contra Estratégias de Otimiza-
cao Bayesianas (SMAC e TPE) e amostragem aleatéria, para o problema de SPC em 117
conjuntos de dados [Fonte [Li et al., 2017]]

Os resultados obtidos em 117 conjuntos de dados mostram que Hyperband supera
a busca aleatéria no teste, apesar de ter um desempenho pior na validacdo. Os métodos
de otimizagcao Bayesiana (SMAC e TPE) superam Hyperband e a busca aleatéria no de-
sempenho de teste, mas também exibem sinais de overfitting para o conjunto de validagéo,
uma vez que superam a Hyperband por uma margem maior na validagao.

A justificativa para estes resultados foi a de que os métodos de OB escalam melhor
em espagos de busca de alta-dimensionalidade, como é o caso da SPC. Uma vez que
Hyperband foi desenvolvido para otimizar a configuracées de hiper-parametros de um unico
algoritmo por vez, o espago de busca é restrito a este algoritmo e uma Unica escolha deve
ser otimizada: a combinagao desses hiper-parametros. Porém, configuragao de algoritmos
€ apenas uma das sub-tarefas da selecao de processo completo, que primeiramente inclui
a selecao desses algoritmos.

Tendo em vista o potencial oferecido pela alocagao adaptativa de recursos no con-
texto de SPC e as limitacées do algoritmo Hyperband para esta tarefa, esta tese propde
Uberband, que trata dos problemas de otimizagdo da selecdo dos operadores e da oti-
mizagao dos hiper-parametros destes operadores, de maneira a oferecer uma cobertura
completa ao processo de SPC.

Uberband faz uso de uma estratégia de Meta-Aprendizado para predicao de de-
sempenho dos operadores, onde estes valores sdo usados como peso para amostragem
de operadores realizada pelo otimizador, de maneira a favorecer a selegdo daqueles com
maior desempenho previsto. Uma vez amostrados os operadores mais promissores, Uber-
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band utiliza a alocagdo adaptativa de recursos para experimentar diversas configuragdes
de hiper-parametros, até selecionar o processo completo com melhor desempenho para a
tarefa em questao.

O restante do Capitulo esta dividido da seguinte maneira, a Segao 5.1 apresenta
a estrutura geral da solucdo proposta. A Secdo 5.2 apresenta o componente de Meta-
Aprendizado. A Secao 5.3 apresenta o componente de otimizagdo. Por fim, a Secao 5.4
apresenta o Uberband com base na Arquitetura Genérica de uma Solugao para Apoio a
Selecao de Processo Completo, apresentada no Capitulo 3.

5.1 Uberband

A Figura 5.2 apresenta uma visdo geral do Uberband. A partir desta ilustragéo,
podemos identificar os dois componentes da solugao:

1. Componente de Meta-Aprendizado (MA) - Fase 1, que prevé o desempenho dos ope-
radores no espaco de busca, com base no conhecimento adquirido com problemas de
aprendizado anteriores;

2. Componente de otimizagao para Selegao de Processo Completo (SPC) - Fase 2, ba-
seado em bandidos multi-armados e que utiliza o desempenho predito pela estratégia
de MA como probabilidade para amostragem de operadores, bem como atua na oti-
mizagao das configuragdes de hiper-parametros desses operadores.

As proximas secdes apresentam cada um desses componentes.

5.2 Fase 1: Abordagem de Meta-Aprendizado para Predicao de Desempenho de
Operadores

Na Selegao de Processo Completo proposta, inicialmente € aplicada uma estra-
tégia de Meta-Aprendizado (MA) ("Fase 1", Figura 5.2), para determinar o desempenho
previsto de cada subconjunto de operadores, que correspondem a todas as combinagdes
véalidas de métodos de pré-processamento e algoritmos de aprendizado disponiveis no es-
paco de busca, mas sem incluir as combinagdes de hiper-parametros.

Meta-Aprendizado é uma estratégia utilizada por solugdes de SPC para pré-selecionar
processos completos para inicializar algoritmos de otimizagéo, tal como em [Feurer et al., 2015a]
e [Chong et al., 2013], e algoritmos de planejamento automatico [Nguyen et al., 2014], vi-
sando tornar a recomendacao mais eficaz e menos custosa.
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Figura 5.2 — Visdo Geral do Uberband

Diferente dessas solugdes, a abordagem de Meta-Aprendizado proposta em Uber-
band ndo tem como foco determinar um conjunto de processos completos para inicializar a
fase de otimizacao, por dois motivos:
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1. Embora um sistema de Meta-Aprendizado seja apto a fornecer uma recomendacao
precisa do processo completo de DCBD mais adequado a um determinado problema,
este resultado esta intrinsecamente relacionado com a quantidade e qualidade dos
conjuntos de dados utilizados para geragdo da meta-base de conhecimento. Logo,
se nao houver na base exemplos que possam ser utilizados para guiar a recomenda-
céo para um dado problema, ou os exemplos existentes sdo sejam suficientes para
realizar uma recomendagao precisa, a qualidade do processo recomendado ficara
comprometida [Sun et al., 2013];

2. Dada a influéncia dos hiper-parametros sobre o desempenho final dos métodos e al-
goritmos, para determinar efetivamente os processos completos a serem otimizados
e, com isso, restringir o espaco de busca, a estratégia de Meta-Aprendizado deve-
ria considerar as combinacoes desses hiper-pardmetros (além das combinacdes dos
operadores). Do contrario, o espaco de busca poderia ser podado indevidamente.
Porém, computar e armazenar todas as combinagdes de hiper-parametros acarretaria
em maior complexidade na construgado da meta-base.

Levando em consideracao esses pontos, ao propor a utilizacdo do desempenho
previsto para gerar probabilidades de amostragem de subconjunto de operadores, e nédo
um ranking ou o melhor processo completo, o Meta-Aprendizado auxilia o otimizador na
busca por um processo completo étimo, nao realizando efetivamente a recomendacéao, o
qgue faz com que a solucéo: i) favoreca subconjuntos de operadores com maior desempenho
previsto, sem desconsiderar as demais, minimizando, com isso, as possibilidades de erro
do modelo gerado pelo meta-aprendiz; ii) possa trabalhar no nivel-meta apenas com as
combinagdes de operadores, sem levar em consideracao os hiper-parametros, tendo um
menor custo computacional no calculo da meta-base em relagdo as abordagens atuais.

De acordo com o conhecimento da autora da presente tese, esta é a primeira
aplicacao de Meta-Aprendizado que busca identificar uma distribuicdo de amostragem no
espago de busca de um otimizador.

5.2.1 Definicdo da Estratégia de Meta-Aprendizado

O processo de Meta-Aprendizado apresentado nesta tese é baseado nas defini-
cOes de Brazdil et al. [Brazdil et al., 2008], e adaptado para o problema de selegdo de
processo completo. Ele inicia com um repositério de conjunto de dados D = D', ..., D”
referente a P problemas de aprendizado de maquina.

Cada conjunto de dados D' é descrito por um conjunto de M meta-atributos M’ =
(mi, ..., m,). Simultaneamente, o desempenho preditivo dos W subconjuntos de operadores
disponiveis no espago de busca (definidos a partir de combinagdes validas de métodos de
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pré-processamento e algoritmos de aprendizado) é pré-computado, W' = (w!, ..., wj,), sobre
D'

Os meta-atributos e o desempenho dos operadores sdo armazenados em uma
base de conhecimento (meta-base) como tuplas (/, W), onde m € RM e w € RY.

Entdo, para cada subconjunto de operadores j = 1,...,|W|, um algoritmo de re-
gresséo é aplicado para construir um modelo ¢; capaz de predizer o desempenho do sub-
conjunto w; € R para um vetor de meta-atributos /i7" usando a fungéo de predigéo f(y;, /77).

Dado um novo conjunto de dados D', sdo computados os meta-atributos M+
e cada modelo gerado pelo meta-regressor é aplicado para estimar o desempenho do sub-
conjunto de operadores correspondente:

VVjF’+1 — f(@ﬁj; ﬁ,’P+1) (51)

O desempenho estimado é utilizado para gerar a recomendagédo de pesos para
os subconjunto de operadores, de maneira a proporcionar uma amostragem probabilistica
durante a fase de otimizac&o. Para geracao destes pesos, € utilizado o método de selecéo
de roleta viciada [Goldberg e Holland, 1988], que assume que a probabilidade de selecao
€ proporcional ao desempenho predito do subconjunto de operadores . Assim, para cada

j=1,..,|W| em wP*! a probabilidade de selecéo é determinada como:
W-P+1
P+1 J
Vo R R (5.2)
/ w
z]=1 VVIP+1

As probabilidades s&o entdo agrupadas em um vetor ¥~ = (v{*', .., vi*!) que
serd utilizado para identificar a distribuicdo da qual amostrar subconjunto de operadores no
espaco de pesquisa do otimizador.

O Capitulo 6 detalha os componentes da estratégia de Meta-Aprendizado, bem
como a validagdo experimental desta estratégia.

5.3 Fase 2: Sistema de Selecao de Processo Completo

Nesta fase ("Fase 2", Figura 5.2) é realizada efetivamente a recomendacao do
processo completo.

Além de utilizar os pesos derivados da estratégia de Meta-Aprendizado, um dife-
rencial desta solugdo em relagao as ja existentes é a conducao de treinamento/validagao
de baixo custo em pequenas amostras do conjunto de dados para eliminar combinag¢des
pouco promissoras de processos completos o mais cedo possivel, e dedicar mais recursos
computacionais a ajustes finos de combinacgdes promissoras. Mais especificamente, é utili-
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zada uma amostra relativamente pequena de instancias de treinamento para validar varias
combinagdes e encontrar as mais promissoras. O processo é repetido por varias rodadas,
aumentando a amostra e diminuindo o espaco de pesquisa. Na ultima rodada, todo con-
junto de dados de treinamento é utilizado para encontrar bons processos completos apenas
nos candidatos com melhor desempenho até entao.

Por fim, a recomendacéo final € dada na forma do melhor processo completo en-
contrado, classificado de acordo com o desempenho.

5.3.1 Otimizacao de Processos Completos Baseada em Bandidos Multi-Armados

Uberband ataca o problema de otimizacao de processo completo em duas fases:
otimizacdo dos subconjuntos de operadores e otimizacdo dos hiper-parametros dos sub-
conjuntos de operadores. O pseudo-cddigo do Uberband é apresentado em Algoritmo 5.1.

Entrada : novo conjunto de dados D"+, modelos preditos = (¢1, ..., ow), R, 1
mP+1 — (mP+1 mP+1)

. 1 y muny |M|
forje {0,...,|W|} do

WjP+1 = f(@js mP+1)

end for
P+ « selecao_por_roleta(wF+")
Nmax = Max{9, R/1000}
Smax = “Ogn(nmax)J
B = (Smax + 1)R
for s € {smax, ...,0} dO

- | B - Ry
n_[—ﬂﬁw,r_l?r/s

O = obter_operadores(n, V"+")

13: forje {1,..,|0O|} do

14: H = obter_hiper_parametros(n, j)

15: foric {0,...,s} do

16: n; = {nn_"]

17: ri=rn

18: L = {avaliacao_desempenho(h,r;) : h € H}
19: H = top_k(H, L, M)

20: end for

21:  end for

22: end for

23: return melhor processo completo identificado

—
TN RWN

—_
N

Algoritmo 5.1 — Algoritmo Uberband

Uberband utiliza os parametros definidos no Hyperband para determinar quantas
configuracdes de processo completo ira avaliar e qual o orgamento de recursos a ser uti-
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lizado. Porém, a selecdo aleatdria de processos completos no inicio de cada iteragdo é
substituida por duas etapas:

1. Selecao de subconjuntos de operadores, baseada nos pesos derivados na fase de
MA;

2. Selecao aleatéria configuragdes de hiper-parametros, para cada subconjunto de ope-
radores selecionado anteriormente.

Entdo, o procedimento Successive Halving padrdo € realizado para otimizar as
configuragdes de hiper-parametros.

5.3.2 Recursos

Em termos de recursos o trabalho de [Li et al., 2017] sugere diversos elementos,
tais como tempo, atributos, nUmero de iteragdes, a depender do tipo de algoritmo cujos
hiper-parametros estdo sendo otimizados.

Neste trabalho, cujo foco é a otimizagdo de processos completos, o que envolve a
andlise de diversos algoritmos e métodos de processamento simultaneamente, cada qual
com seu respectivo viés indutivo, utilizamos como recurso as instancias (exemplos) do con-
junto de dados de entrada. Este recurso foi selecionado por ser um elemento em comum
aos diversos tipos de algoritmos e métodos.

Assim, o numero maximo de recursos, R, a ser utilizado por uma configuracao é
determinado em fungao do tamanho do conjunto de treinamento disponivel.

5.3.3  Numero Maximo de Configuracdes

No algoritmo Hyperband, apresentado em 3.1, considera-se que R é também o
numero maximo de configuragdes avaliadas na execugao de Successive Halving que realiza
maior exploracao, isto € s = spa. Neste caso, quando i=0,n=Rer=1.

Porém, uma vez que o recurso a ser utilizado € o numero de instancias do con-
junto de dados, seria impraticavel que uma determinada configuracao de processo completo
fosse executada com apenas uma Unica instancia. Sendo assim, neste trabalho foi realizada
uma adaptacao do algoritmo, sugerida por [Li et al., 2017], a partir da adogdo de um atri-
buto nmax = max{9, R/1000}, de maneira que n < nNpa. Com isso, 0 numero maximo de
configuracdes a serem avaliadas passa a ser restringido em funcdo deste novo parametro
e ndo mais em fungéo de R: Spax = |10g, (Nmax) |-
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5.83.4  Selecao de Processo Completo

As entradas do Uberband consistem no conjunto de dados D', representativo de
um novo problema de MD a ser resolvido, os modelos de predicdo gerados pelo processo
de Meta-Aprendizado ¢ = {1, ..., ow} para cada subconjunto de operadores disponivel no
espago de busca, j = {1,...,|W|} e os hiper-parametros R, que define o nimero maximo
de recursos a ser utilizado por uma unica configuragéao, n, que controla a proporcao de
configuragcdes que sera descartada a cada execugao do SuccessiveHalving.

Os modelos de predicao sao utilizados para estimar o desempenho de cada sub-
conjunto de operadores para o novo conjunto de dados W"*'. Estas estimativas de desem-
penho s&o utilizadas para gerar os pesos V"*! < selecao_por_roleta(w"+").

A partir de entao, a fase de otimizacao efetivamente inicia, com a determinacao
do numero de execugbes do SuccessiveHalving que serdo realizadas sp.x, que € feita em
fungdo do niumero maximo de configuragdes Npmay-

Uberband inicia com a maior execugdo do SuccessiveHalving, privilegiando o pro-
cesso de exploragéo e avaliando o maior numero de configuracdes (n).

Inicialmente sdo amostrados os subconjuntos de operadores que serdo otimiza-
dos, usando os pesos determinados pelo processo de Meta-Aprendizado, n subconjun-
tos de operadores sdo amostrados proporcionalmente ao desempenho predito (linha 12).
Entao, para cada subconjunto de operadores, sdo amostrados n configuragées de hiper-
parametros (linha 14), que serdo avaliadas de acordo com o procedimento do Successi-
veHalving (linhas 15-20). No geral, a cada iteragéo de s s&o avaliados n® processos com-
pletos candidatos.

Os recursos disponiveis r sdo adaptativamente alocados a medida que as melho-
res configuracdes avaliadas sdo determinadas. A cada iteracao de s, a medida em que o
numero de configuragdes é podado pelo fator , mais recursos séo alocados.

A fase de otimizagéo do Uberband utiliza quatro fungdes:

« obter_operadores(n, V"+') (linha 12): fungéo que retorna n subconjuntos de operado-
res, sendo que a probabilidade de amostragem de cada subconjunto é proporcional
ao desempenho predito pelo Meta-Aprendizado;

* obter_hiper_parametros(n, O) (linha 14): funcado que retorna um conjunto de n con-
figuragdes (hiper-par@metros) para cada processo completo em O, amostradas no
espaco de hiper-pardmetros de cada operador (método de pré-processamento ou al-
goritmo de aprendizado) que compde o processo completo;
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 avaliacao_de_desempenho(H, r) (linha 18): fungcdo que avalia cada configuracao em
H utilizando (r) instancias do conjunto de treinamento como recurso e retorna o de-
sempenho no conjunto de validagao;

* top_k(H, L, {%J) (linha 19): fungdo que recebe um conjunto de configuracées (H),
com seus respectivos desempenhos associados (L), e retorna as k melhores configu-
racoes.

O Capitulo 7 apresenta a avaliagdo experimental do Uberband, incluindo a avalia-
¢ao dos hiper-parametros.

5.3.5  Espaco de Busca

Atualmente, Uberband trabalha com um espago de busca de operadores e hiper-
parametros pré-definido, onde a ordem e as combinagdes validas dos operadores de di-
ferentes fases do processo de DCBD deve ser estabelecida previamente. A ordem dos
operadores pode ser baseada no préprio processo de DCBD (Secao 2.1)

Na fase de Meta-Aprendizado, os operadores sdao combinados, de acordo com a
ordem pré-estabelecida, e sdo executados utilizando hiper-parametros default. Esta é uma
limitagdo imposta pela impossibilidade de executar experimentos com todas as configura-
¢oes possiveis de cada operador, uma vez que diversos hiper-parametros possuem valores
reais.

Ja na fase de otimizagao, subconjuntos de operadores sao amostrados de acordo
com as mesmas combinacdes possiveis da fase de Meta-Aprendizado e os hiper-parametros
sdo amostrados respeitando as possiveis condicionalidades determinadas.

Apesar de utilizar uma ordem pré-estabelecida de operadores e condicionalidade
de hiper-parametros, Uberband permite que seu espacgo de busca seja alterado com o mi-
nimo de intervencdo humana: caso uma nova fase do processo de DCBD seja inserida ou
removida, a nova ordem de combinagédo de operadores deve ser estabelecida. Ja no caso
de insercao de operadores em uma fase ja existente, os operadores podem ser apenas in-
seridos no espaco de busca com seus respectivos hiper-parametros. Para ambos os casos,
a meta-base de conhecimento € atualizada com a adigdo das medidas de desempenho nos
novos subconjuntos de operadores inseridos ou pela remogéao de medidas de desempenho
dos subconjuntos ndo mais disponiveis. Os modelos de predicdo sdo atualizados de acordo
com as mesmas alteragdes, bem como o espago de amostragem do otimizador.
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5.4 Caracterizacdao do Uberband com Base na Arquitetura Genérica de uma So-
lucao para Apoio a Selecao de Processo Completo

A Figura 5.3 apresenta a caracterizagdo do Uberband de acordo com a Arquite-
tura Genérica de uma Solugao para Apoio a Selecdo de Processo Completo, definida no

Capitulo 3.
Usuario
Espaco de
[4
1. Apoio a Selecéo de
Uber-Band Caracteristicas,

Algoritmos de
Classificagédo
—»| Seletor —> 2. Otimizagdo de
Hiper-Parametros
[ 3. Seleciona o melhor

Processo Completo
4. Framework

A

Meta- Avaliador ! .
Aprendizado /-
Método de Selecao de

desempenho
o0ja|dwod
0SS3d901d

Processo Completo: 1. Analise do ]
Composto Meta-Aprendizado Comunidade
(Meta-Aprendizado + 2. Andlise dos Cientifica

i = Componentes do
Otimizagdo Baseada em Uber-Band
Bandidos) 3. Andlise Comparativa

Figura 5.3 — Caracterizagado do Uberband com Base na Arquitetura Genérica de uma Solu-
céo para Apoio a Selecao de Processo Completo

A “Base de Conhecimento” é estruturada como uma meta-base de Meta- Aprendi-
zado (Secao 3.2.1) e contém um repositério de problemas de AM dos quais foram extraidos
meta-atributos que caracterizam estes problemas, além do desempenho previsto de sub-
conjuntos de operadores de DCBD para cada problema.

Como “Método de Selecao de Processo Completo”, foi combinado Meta- Apren-
dizado com Otimizagdo Baseada em Bandidos Multi- Armados, de forma a combinar o co-
nhecimento oferecido pela base de conhecimento na selecdo de melhores opcdes a serem
avaliadas pelo otimizador.

A versao atual do Uberband oferece apoio a Selegdo Processos Completos que in-
cluam algoritmos de Selecdo de Caracteristicas e a Selecao de Algoritmos para problemas
de Classificagdo, bem como a Otimizagcéao de Hiper-Parametros.

Por fim, Uberband foi avaliado sob diversos aspectos, incluindo a avaliagéo in-
dividual do processo de Meta-Aprendizado, Avaliacdo de cada componente e Avaliacdo
comparativa com solugdes estado-da-arte em SPC.
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5.5 Consideracoes Finais do Capitulo

Tendo como base as limitagdes nas solugdes de Selecdo de Processo Completo
existentes, principalmente no que diz respeito a avaliacao dos processos completos candi-
datos, neste capitulo foi apresentada a visao geral de Uberband, uma solucédo para SPC
que utiliza Meta-Aprendizado e otimizagdo baseada em bandidos multi-armados para reco-
mendar um processo completo para um determinado problema de aprendizado.

Nos Capitulos 6 e 7 serao apresentados detalhadamente os componentes de MA
e otimizacao via bandidos multi-armados, bem como a analise experimental realizada sobre
cada componente.
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6. META-APRENDIZADO PARA PREDICAO DE DESEMPENHO DE
SUBCONJUNTOS DE OPERADORES

Abordagens de Meta-Aprendizado (MA) podem ser empregadas para elaboracao
de sistemas de selecdo de algoritmos, selecao de hiper-parametros, bem como para a
selecao de processo completo (SPC). Neste ultimo caso, MA é utilizado para definir um
conjunto inicial de processos completos a serem avaliados por um algoritmo de otimizacao
[Feurer et al., 2015a, Chong et al., 2013].

Diferente das solucdes existentes, esta pesquisa propde a utilizacao de Meta-
Aprendizado como forma de guiar o processo de amostragem de processos completos feito
por um algoritmo de otimizagdo (Capitulo 5), a partir da estimativa de desempenho desses
processos.

Neste capitulo é apresentado o processo experimental conduzido para avaliar a
estratégia proposta de Meta-Aprendizado isoladamente, Figura 6.1. A avaliagdo em relagao
aos ganhos oferecidos para a solucdo completa proposta neste trabalho sera apresentada
no préximo capitulo.

Meta-Base

AUC
Meta- dos 243
Atributos subconjuntos de
operadores

Dados de Avaliacdo de Desempenho
Treinamento
Subconj, operador 1 (OP1)

Subconj. operador 243 (OP243)
Caracterizagdo dos Dados

321 conjuntos Simples Estatisticas

Teoria da
Informagéo

Caracterizagéo dos Dados
de Teste

Dados
de Teste

Landmarking

Configuragao

Experimental
p Ranking de subconjuntos de operadores

Avaliagoes Avaliagido de Desempenho Avaliagido do Desempenho

do Meta-Regressor da Recomendagdo GralEen ao LIe] s

Figura 6.1 — Avaliacado da Estratégia de Meta-Aprendizado
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A partir da configuragcdo experimental definida, sdo realizadas 3 tipos de avalia-
coes:

1. Avaliacdo de desempenho do meta-regressor: avaliagcdo do desempenho predito para
cada sub-conjunto de operadores;

2. Avaliagdo do desempenho da recomendacado: avaliar a acuracia do ranking predito
em relacdo ao ranking ideal;

3. Avaliacdo do nivel-base: avaliar o ganho real da recomendacao em termos de resul-
tados obtidos no problema de nivel-base.

O restante do Capitulo esta dividido da seguinte maneira: a Secdo de Configu-
racao Experimental (6.1) apresenta as bases de dados utilizadas, os operadores, medida
de desempenho, os meta-atributos e o meta-regressor, além da recomendacgéao por ranking
utilizada para avaliar a estratégia de MA. Na Secéo 6.2 é apresentada a metodologia de ava-
liacdo. Na Secédo 6.3 é descrita a avaliacdo de desempenho do meta-regressor, na Secao
6.4 a avaliagdo de desempenho da recomendagéao e, por fim, na Segao 6.5 é apresentada
a avaliacao de nivel-base.

6.1 Configuracao Experimental

6.1.1 Bases de Dados

Neste trabalho, foram avaliados conjuntos de dados referentes a tarefa de classifi-
cacao (Secado 2.2.1), por ser a tarefa com maior amostragem de dados publicos disponiveis
para teste, maior numero de algoritmos de Aprendizado de Maquina (AM) propostos e, es-
pecificamente do ponto de vista de Meta-Aprendizado, ter o maior nimero de meta-atributos
propostos.

Ao todo foram utilizados 322 conjuntos de dados para construir a meta-base de
conhecimento. Essas bases representam problemas de classificagdo binaria de diversas
naturezas. O numero de instancias varia entre 100 e 98.528 e o numero de atributos entre
3 e 10.937.

Estes dados sao provenientes do OpenML [Vanschoren et al., 2014], uma plata-
forma colaborativa para compartilhamento de conjuntos de dados e experimentos de AM. A
lista completa das bases, com as principais caracteristicas esta disponivel no Anexo A.
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6.1.2  Operadores

Para projetar os experimentos da estratégia de Meta-Aprendizado e, posterior-
mente, da estratégia de otimizagdo foram selecionados operadores da biblioteca de AM
Weka [Witten e Frank, 2016], uma vez que esta € uma das mais proeminentes bibliotecas
da area e contém a maior variedade de métodos de pré-processamento e algoritmos de
aprendizado disponiveis.

Os algoritmos de aprendizado selecionados sdo heterogéneos para representar
os diferentes métodos preditivos de AM, tais como baseado em distancias (k-NN), probabi-
listicos (NaiveBayes, BayesNet), baseados em procura (HoeffdingTree, J48, REPTree, Ran-
domTree, DecisionStump, LMT, JRip, OneR, ZeroR, Decision Table, PART), baseados em
otimizagao (MultilayerPerceptron, SGD, SVM, Logistic, Simple Logistic, Voted Perceptron) e
modelos multiplos preditivos (AdaBoost M1, RandomForest, RandomSubset, RandomCom-
mittee, Vote, Stacking, LogitBoost).

Como tarefa de pré-processamento, foi selecionada a Selegdo de Caracteristicas
(SC) (feature selection) uma vez que lidar com dados de alta-dimensionalidade apresenta
um dos maiores desafios do processo de DCBD [Parmezan et al., 2017]. Neste contexto,
os métodos de selegcao de caracteristicas objetivam encontrar um subconjunto de atributos
a partir dos dados de entrada, que maximize um determinado objetivo e, portanto, pode ser
visto como um problema de pesquisa com um determinado método de pesquisa, métrica
de avaliacao e objetivo geral. Os métodos de SC sao categorizados em diferentes aborda-
gens, de acordo com a dependéncia em relagdo ao algoritmo de aprendizado: i) filtros, onde
a selecao de caracteristicas importantes é realizada em um passo de pré-processamento
usando caracteristicas gerais do conjunto de dados, em um processo que é independente
do algoritmo de aprendizado; ii) wrappers, usa o0 modelo gerado por um algoritmo de apren-
dizado para avaliar cada subconjunto de caracteristicas candidatas, baseado no seu de-
sempenho preditivo; e iii) embedded, a tarefa de SC é realizada internamente no algoritmo
de aprendizado, como parte de seu processo de construgdo do modelo. Além disso, os
métodos de SC empregam diferentes medidas de importancia para avaliar os subconjuntos
de caracteristicas, tais como correlagdo, ganho de informacgéo e distancia.

Nesta pesquisa, para obter resultados mais generalizaveis, foram avaliados mé-
todos de SC baseados nas diferentes abordagens existentes e com diferentes medidas de
importancia.

Ao todo, foram utilizados 27 algoritmos de aprendizado e 8 métodos de pré- pro-
cessamento, totalizando 243 subconjuntos de operadores: 8 métodos x 27 algoritmos de
aprendizado +27 algoritmos de aprendizado.

A Tabela 6.1.2 apresenta a lista de algoritmos de aprendizado e a Tabela 6.1.2 dos
métodos de pré-processamento.
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Tabela 6.1 — Algoritmos de Aprendizado Usados para Avaliar o Uberband

Algoritmo L;g?ogg Parametro
AdaBoost M1 multiplo 100 itera¢des
BayesNet probabilistico

DecisionStump baseado em procura

DecisionTable baseado em procura

HoeffdingTree baseado em procura

J48 baseado em procura

JRip baseado em procura

IBk baseado em distancia k=1

LMT baseado em procura

LogitBoost multiplo

Logistic baseado em otimizagdo ridge = 0,00000001

MultilayerPerceptron

baseado em otimizagao

1 camada oculta

NaiveBayes probabilistico

OneR baseado em procura

PART baseado em procura

RandomForest multiplo 100 arvores
RandomTree baseado em procura

RandomSubset multiplo

RandomCommitte multiplo

REPTree baseado em procura

Stacking multiplo

SimpleLogistic baseado em otimizagao

Stochastic Gradient Descent (SGD)
Sequential Minimal Optimization (SMO)

baseado em otimizacao
baseado em otimizacao

Vote multiplo
VotedPerceptron baseado em otimizagao
ZeroR baseado em procura

Tabela 6.2 — Métodos de Pré-Processamento Usados para Avaliar o Uberband

Método Tipo de Abordagem Medida de Importancia
CFSSubsetEval Filtro Correlagao

Classifier Attribute Eval  Wrapper

Gain Ratio Eval Filtro Ganho de Informacao
Info Gain Eval Filtro Ganho de Informacao
OneR Attribute Eval Wrapper

RELIEF Eval Filtro Distancia

Symmetrical Uncert Wrapper

Wrapper Sub Eval Wrapper

6.1.3  Desempenho dos Operadores

Todos 0s 243 subconjuntos de operadores foram avaliados sobre os 322 conjuntos
de dados usando Validagao Cruzada de 10-folds (Segao 2.2.1).

Como medida de desempenho foi utilizada a area sob a curva ROC (AUC) (Secéo
2.2.1). Esta medida foi selecionada como critério de avaliagdo em detrimento das comu-
mente utilizadas em trabalhos de Meta-Aprendizado, como acurécia e precisao, por uma
variedade de razdes. Em primeiro lugar, a distribuicdo das classes & muito desbalanceada
para a maior parte dos conjuntos de dados: neste caso, uma votagdo por maioria sim-
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ples pode alcangar uma precisdo muito alta, enquanto que na pratica este pode nao ser
um modelo util. Segundo, a classificacao de falsos positivos e falsos negativos pode ter
um custo diferente, mas esses custos ndo sao conhecidos, por isso faz sentido avaliar o
desempenho em toda a faixa de pontuagdo do modelo. Outras medidas de desempenho
igualmente interessantes neste caso, para substituicao de AUC seriam area sob a curva de
precisdo-revocacao e acuracia balanceada.

6.1.4 Meta-Atributos

No Capitulo 3 foram apresentadas as principais abordagens para caracterizagao
das bases de dados utilizadas em Meta-Aprendizado. Elas sdo empregadas para a geracao
de meta-atributos constituintes dos meta-exemplos. Neste trabalho, foram usadas medidas
do tipo simples, estatisticas, baseadas em teoria da informacgao e landmarkings. A escolha
dessas medidas deu-se pela ampla aplicacao e, consequentemente, avaliacao em trabalhos
de Meta-Aprendizado.

Uma vez que a abordagem de MA é uma etapa dentro da solugao final proposta,
tinha-se interesse na utilizacdo de medidas cuja complexidade computacional fosse relati-
vamente baixa, de maneira a ndo sobrecarregar o tempo total para selegcdo de processo
completo. Medidas especificas para caracterizagdo de processo completo, tais como as
propostas por Nguyen et al. [Nguyen et al., 2014], que envolvem Mineragédo de Padrées em
arvores de decisao, e com foco em uma determinada etapa de pré-processamento, como
as medidas de /andmarking para selegao de caracteristicas propostas por [Post et al., 2016]
apresentam uma complexidade alta por envolverem execucgdes de /landmarkings mais com-
plexos.

A Tabela 6.3 apresenta as medidas de caracterizagao.

As medidas do tipo simples, estatisticas e baseadas em teoria da informacgéo sao
adequadas tanto aos dados categéricos (no caso das medidas baseadas em teoria da com-

putagdo) quanto aos numéricos (no caso das medidas estatisticas) utilizados aqui. As me-
didas foram calculadas segundo as definicdes apresentadas em [Kalousis, 2002].

6.1.5  Meta-Regressor

Meta-regressao tém sido aplicada tanto no contexto de selegao quanto de configu-
racao de algoritmos. Neste trabalho, utiliza-se o algoritmo Random Forest [Breiman, 2001]
devido as seguintes motivagdes:
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Tabela 6.3 — Meta-Atributos Uberband

Categoria

Medida

Descricao

Simples

Numero de Instancias, Logaritmo do Numero
de Instancias, Numero de Atributos, Loga-
ritmo do Numero de Atributos, Dimensiona-
lidade, Logaritmo da Dimensionalidade, Di-
mensionalidade Inversa, Logaritmo da Di-
mensionalidade Inversa, Niumero de Classes,
Numero de Atributos Categoricos, % de Atri-
butos Categéricos, Numero de Atributos Nu-
méricos, % de Atributos Numéricos, Relacao
Numérico para Nominal, Relagdo Nominal
para Numérico, Probabilidade de Classe Mi-
nima, Maxima, Média e Desvio Padrao, Nu-
mero de Atributos Binarios,Nimero de Sim-
bolos Minimo, Maximo, Médio e Desvio Pa-
drao, Numero de Valores Ausentes, % de Va-
lores Ausentes, NUmero de Instancias com
Valores Ausentes, % de Instancias com Valo-
res Ausentes, Numero de Atributos com Va-
lores Ausentes, % de Atributos com Valores
AusentesTamanho da Classe Majoritaria, %
da Classe Majoritaria

Descrevem propriedades obtidas a
partir da representacao de atributo-
valor

Estatisticas

Curtose Minima, Curtose Maxima, Curtose
Média, Desvio Padrao da Curtose

Assimetria Minima, Maxima, Média e Desvio
Padrao da Assimetria

Média das Médias de Atributos Numéricos
Desvio Padrao dos Desvios Padroes dos Atri-
butos Numéricos

Expressa o grau de achatamento
da distribuicdo, que em muitos ca-
sos é considerado em relagéo a
distribuicao normal.

Expressa como e quanto a distribui-
¢ao dos dados foge da condicao de
simetria.

Teoria da Informagao

Entropia da Classe

Entropia Média dos Atributos

Informagdo Muatua Média

Numero de Atributos Equivalentes

Taxa Sinal/Ruido

Indica a quantidade aproximada de
informacao necesséria para identifi-
car o rétulo da classe de um exem-
plo a partir do conjunto de dados
original

Estima a qualidade de informacéo
que um atributo em particular tem a
oferecer para a predigao da classe
Mede a reducdo da entropia cau-
sada pela particdo dos exemplos
de acordo com os valores de um
dado atributo.

Taxa entre a Entropia da Classe e a
Informagao Mdtua Média

Estima a quantidade de informacgéo
nao Util do conjunto de dados

Landmarking

Acuracia Arvore de Decisao (gini)
Acuracia Arvore de Decisédo (entropia)

Acurécia 1-NN

1. De maneira geral, comités de algoritmos (ensembles) usualmente superam algoritmos

base nas tarefas de AM [Rokach, 2010, Sagi e Rokach, 2018];
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2. Considerando-se que o meta-regressor deve ser capaz de lidar com varios problemas
de predicao de desempenho, ou seja, multiplos atributos-alvo, e que os atributos predi-
tivos (meta-atributos) sdo os mesmos para todas as predicées, 0 meta-regressor deve
ser capaz de lidar com um grande nuimero de meta-atributos e com a possibilidade
de atributos irrelevantes em cada sub-problema de predicdo. Neste contexto, estu-
dos sugerem que o desempenho preditivo do Random Forest nao é significativamente
afetado com atributos irrelevantes [Sun et al., 2013];

3. Random Forest demonstrou bons resultados quando aplicado como meta-regressor
em uma meta-base com muitos atributos-alvo, no contexto de otimizagdo de hiper-
parametros, em estudos como [Feurer et al., 2015b].

6.1.6  Ranking de Subconjuntos de Operadores

Para tornar possivel a avaliagao desta estratégia de Meta-Aprendizado separada-
mente a estratégia de otimizacao, aplicou-se os processos de avaliagdo comumente utiliza-
dos para este tipo de abordagem. Assim, os subconjuntos de operadores foram ordenados
em forma de ranking, de acordo com o desempenho estimado.

Em geral, um ranking apresenta uma fungéao de preferéncia sobre um conjunto
de itens. Nestes experimentos, os itens sdo os subconjuntos de operadores, ja a fungao
de preferéncia, expressa o desempenho esperado dos subconjuntos de operadores em um
conjunto de dados, tal que, se um subconjunto apresentar melhores resultados que outro,
ele deve ser representado na posicdo mais alta do ranking.

A Secéo 3.2.1 apresentou uma viséo geral dos diversos tipos de ranking aplicaveis
no contexto de Meta-Aprendizado. Nesta avaliagdo experimental, é utilizado o ranking por
regressao, onde o desempenho de cada subconjunto de operadores é estimado separada-
mente e, posteriormente, € ordenado de maneira a estabelecer o ranking.

6.2 Aplicacao e Avaliacao de Meta-Aprendizado

Para comprovar a eficacia da estratégia de Meta-Aprendizado para predicdo de
desempenho, é necessario demonstrar empiricamente que, de fato, a previsdo do meta-
regressor se aproxima da realidade e se 0 método de predicado é capaz de produzir resul-
tados que limitem o tempo gasto com experimentagdo, com deterioragdo reduzida na qua-
lidade dos resultados. Para tanto, assim como na avaliagio de algoritmos de Aprendizado
de Maquina, é necessario definir medidas de avaliacdo de desempenho e uma estratégia
para avaliar o método de predicao.
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No Meta-Aprendizado por regressao, que é o foco desta abordagem, os desempe-
nhos esperados dos sub-conjuntos de operadores sao inicialmente preditos pela aplicacao
do algoritmo Random Forest e combinados para a composicao de ranking, de forma a pro-
ver a quantificagdo e comparacao da abordagem de recomendagéao proposta.

As subsecdes a seguir apresentam as medidas de desempenho utilizadas em cada
avaliacao, a estratégia de avaliacao e as estratégias de comparagao (baselines).

6.2.1 Medida de Desempenho do Meta-Regressor

Na avaliagdo do meta-regressor, para cada elemento do conjunto de testes, um
modelo de regressao € induzido para predizer a AUC para cada subconjunto de operadores.
Para mensurar a qualidade das predicées realizadas, calcula-se o seu desvio em relagéo ao
AUC real obtido pelo subconjunto correspondente. A raiz quadrada do erro médio (RMSE,
do inglés, Root Mean Squared Error) € empregada como medida de desempenho do Meta-
Aprendizado, de modo que os valores menores de RMSE indicam uma menor discrepancia
entre os erros preditos e real e, portanto, estdo associados aos melhores regressores.

6.2.2  Medida de Desempenho de Ranking

Os rankings gerados em Meta-Aprendizado sao séries de dados pareados, isto €,
dados onde existe uma conexao entre o numero de membros correspondentes na amostra.
Neste contexto, métodos de correlagcdo de ranking sdo empregados para avaliar a mono-
tonicidade entre rankings, ou seja, se suas variagdes estao relacionadas. Caso os valores
nos rankings apresentem tendéncia a crescer ou a decrescer juntos, entdo h4 uma corre-
lacdo positiva, com maximo de 1. Se os valores de um ranking crescem enquanto os do
outro decrescem, entdo ha uma correlagdo negativa com minimo de -1. Uma correlagéao de
0 indica que os rankings néao estéo correlacionados.

A Correlagdo de Spearman é uma medida comumente empregada para medir a
acuracia de rankings gerados por métodos de Meta-Aprendizado [Brazdil et al., 2008]. Esse
coeficiente € calculado de acordo com a Equagéao 6.1, para rankings arbitrarios Rankinga e
Rankingg, com n itens:

M7 . (Rankinga; — Rankinga) + (Rankings; — Rankings)
\/ S0 (Ranking — Ranking,)? + (Rankings: — Rankings)?

rs = (6.1)

onde Rankinga; (Rankingg;) corresponde a posicao do item i em Rankinga (Rankingg). En-
quanto Rankinga(Rankingg) representa a média dessas posicoes.
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Uma caracteristica da correlagdo de Spearman ¢é a atribuicao de peso igual a to-
das as posicdes dos rankings considerados. Tal propriedade pode néo ser suficientemente
informativa em casos em que itens melhor posicionados devam ter maior importancia no
calculo do coeficiente de correlagdo. Esta situacdo ocorre com frequéncia no contexto
de recomendagédo de algoritmos, uma vez que o usuario tende a preferir executar algo-
ritmos que estejam em posi¢coes superiores no ranking sugerido [Souza, 2010]. Assim,
uma informag¢ao complementar para avaliar a qualidade de um ranking pode ser obtida com
a utilizagcdo de medidas que realizem ponderagdo de posi¢cdo, como Medida de Correla-
cao de Ranking Ponderada (WRMC, do inglés, Weighted Ranking Measure of Correlation)
[Pinto da Costa e Soares, 2005], apresentada na Equacéo 6.2.

6> " ,(Rankinga; — Rankingg;)?  ((n — Rankinga; + 1) + (n — Rankingg; + 1))

rw=1-—
" m+m+n2—n

(6.2)

Neste caso, o primeiro termo do produto (Ranking— Rankings;)?, assim como na correlagao
de Spearman, representa a distancia entre Rankings e Rankingg. O segundo termo, ((n —
Rankinga; + 1) + (n — Rankingg; + 1) representa ndo apenas a importancia de Rankinga;,
mas também a importancia de Rankingg;. Os valores admissiveis para r,, também estdo no
intervalo [—1, 1].

Nos experimentos realizados sdo adotadas ambas as medidas. A correlagéo de
Spearman, por ser amplamente utilizada na literatura relacionada a Meta-Aprendizado, e a
Medida de Correlagao de Ranking Ponderada.

As medidas sao aplicadas sobre o ranking ideal associado a um meta-exemplo e o
ranking construido por um determinado método, afim de determinar a acurécia da predi¢éo
realizada.

6.2.3  Método de Avaliacdo de Nivel-Base

A acuracia do ranking (medida pelas correlagdes de Spearman e Correlagao Pon-
derada) representa a similaridade entre o ranking recomendado e o ideal. Porém esta
medida ndo contém informacgdes sobre o valor, isto é, o resultado final, no caso da reco-
mendacgao ser seguida pelo usuario [Brazdil et al., 2008]. No contexto do usuario, dado um
ranking de operadores, a escolha de qual utilizar € ponderada em relagdo ao custo be-
neficio. Neste caso, testar varias das opcdes sugeridas aumenta a chance de escolher a
melhor e, geralmente, as primeiras posi¢cdes do ranking séo as escolhidas. Porém, o custo
computacional aumenta a cada possibilidade executada.

Uma vez que a ordem do ranking tende a ser seguida, [Brazdil et al., 2008] suge-
rem a abordagem Top-N para avaliar quantos itens em particular um usuario deve seleci-
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onar. Este método consiste em simular que os top-n itens do ranking serao selecionados,
variando o valor de n. Nesta pesquisa, o método Top-N é utilizado para avaliar os rankings
em termo do ganho de desempenho, sem levar em conta o tempo de execugao, o Algoritmo
6.1 apresenta a adaptacao do Top-N para este fim.

entrada : Rankingrec = {n, ..., In}, Desempenhoieste

o = df1

foric {2,...,n} do
Determinar o ganho de executar o algoritmo rankeado na i-ésima posi¢cao depois de
executar os algoritmos melhor rankeados
tg; = max(tgi_1, dx)

: end for

7: return tg

Rod2

o9

Algoritmo 6.1 — Algoritmo de avaliagdo Top-N, adaptado de [Brazdil et al., 2008]

Onde Ranking.e € 0 ranking recomendado para o conjunto de testes, e Desempenho,,,
€ o desempenho real obtido pela execucao dos operadores no conjunto de dados de teste.
A saida tg corresponde as estimativas dos Top-N desempenhos do ranking recomendado
Rankingieste NO conjunto de dados teste.

Esta estratégia é aplicada para cada conjunto de dados de teste e a média dos
valores de desempenho é agrupada para avaliar a recomendagao.

6.2.4  Estratégia de Avaliacao

Uma vez definidas as medidas para avaliar o desempenho do meta-regressor e,
posteriormente, do ranking predito, pode-se avaliar os métodos utilizados para sua constru-
cdo. Tendo como base o ranking ideal, diz-se que um método é mais acurado que o outro
se este for capaz de construir rankings mais similares ao ideal. Para realizar esta andlise,
emprega-se técnicas de amostragem (apresentadas no Capitulo 2).

Nestes experimentos, é utilizada a estratégia de avaliacdo /leave-one-out (LOO),
onde cada meta-exemplo é sucessivamente separado para teste e os demais para treina-
mento.

Para avaliagdo estatistica dos resultados é utilizado o teste de Friedman seguido
do pés-teste de Bonferroni-Dunn para multiplas comparagdes [Demsar, 2006].
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6.2.5 Métodos de Comparagao

Os resultados obtidos utilizando Random Forest como meta-regressor foram com-
parados a 3 outros métodos de geracao de ranking:

* Ranking padréo: também conhecido como ranking meédio, consiste em sintetizar a
informacao dos desempenhos preditos de todos os meta-exemplos de treinamento
em um Unico ranking, calculado a partir da média de cada posigao;

» Ranking gerado utilizando k-NN como meta-regressor, comk = 1;

» Ranking gerado utilizando k-NN como meta-regressor, com k = 3;

6.3 Avaliacao de Desempenho do Meta-Regressor

A avaliacao do meta-regressor ocorre de acordo com LOO aplicado sobre os 322
meta-exemplos considerados. A Tabela 6.4 mostra os resultados da meta-regressao para
os dados caracterizados utilizando-se os meta-atributos. Os valores apresentados corres-
pondem a medida RMSE dos regressores Random Forest, 1-NN, 3-NN e Ranking Padrao
quando utilizados para predizer o desempenho dos 243 subconjuntos de operadores consi-
derados. Ja a Figura 6.2 apresenta a distribuicao do RMSE para cada regressor.

Tabela 6.4 — Desempenho médio e desvio padrao dos meta-regressores na predicao de
desempenho dos modelos-completos
Random  Ranking
Forest Padrao 1NN 3-NN
RMSE médio 0.1181 0.1576 0.1823 0.1536
Desvio Padrao 0.0376  0.0529 0.0568 0.0491

Como pode-se notar, o meta-regressor Random Forest apresenta o melhor de-
sempenho geral, sendo superior a todos os demais. Assim, espera-se que o erro médio de
sua estimagao em novos meta-exemplos seja inferior a 12% para os 243 subconjuntos de
operadores.

A Figura 6.3 apresenta os resultados do teste estatistico de Friedman, com pés
teste de Bonferoni-Dunn em um grafico de Diferenca Critica. A hipétese nula considerada
foi a de que néo existe diferenca estatistica entre o Random Forest e cada um dos demais
métodos. Foi considerada uma confianca de 95% no teste de Friedman e 90% no teste
de Bonferroni-Dunn. Os meta-regressores foram ordenados de acordo com o erro médio
(menor € melhor), e aqueles conectados com uma linha horizontal sdo estatisticamente
equivalentes.
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Figura 6.2 — Desempenho dos meta-regressores Random Forest, 1-NN, 3-NN e PADRAO
na estimativa de erro de 243 subconjuntos de operadores
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Figura 6.3 — Diagrama de Diferencga Critica entre os Meta-Regressores na avaliagdo de
predicdo de desempenho dos subconjuntos de operadores

Percebe-se que a hipbtese nula foi rejeitada, indicando que o desempenho do
Random Forest é estatisticamente melhor aos demais, de acordo com o nivel de confianca
requerido. A partir desta analise também é possivel perceber que nao foi apresentada
diferenga estatistica entre o 3-NN e o desempenho do ranking padrao. lIsto, juntamente
com o método 1-NN tendo sido avaliado com o pior desempenho, corroboram a deficiéncia
do método k-NN como meta-regressor na tarefa de selegao de subconjuntos de operadores.
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6.4 Avaliacao da Construcao de Rankings

Na secgao anterior foi apresentada a avaliacao do desempenho do meta-regressor,
ou seja, em quao bom ele é para predizer o desempenho dos subconjuntos de operadores.
Nesta secao é apresentada a qualidade da recomendacao realizada.

As Tabelas 6.5 e 6.6 exibem os resultados da utilizacdo dos métodos Random Fo-
rest, 1-NN e 3-NN para predi¢cdo dos desempenhos utilizados na construgdo dos rankings.
Suas entradas correspondem as médias de acuracia (utilizando o coeficiente de Spearman,
rs € a Medida de Correlagao Ponderada, respectivamente) dos rankings preditos no decor-
rer do LOO para os 322 problemas considerados. Adicionalmente, exibe-se também as
correlagdes resultantes da aplicacdo do Ranking Padrao.

Tabela 6.5 — Acuracia Média dos Rankings (rs gerados pelos meta-regressores, calculada
com a Correlacao de Spearman)
Random  Ranking
Forest Padrao 1-NN - 3-NN
Spearman médio 0.7464  0.7077 0.6770 0.7149
Desvio Padrao 0.2322 0.2416 0.2599 0.2341

Tabela 6.6 — Acuracia Média dos Rankings (r, gerados pelos meta-regressores, calculada
com a Medida de Correlacdo Ponderada)
Random  Ranking
Forest  Padrao ' \N 3NN
Correlagao Ponderada Média 0.7464 0.6829  0.6503 0.7265
Desvio Padrao 0.2778 0.2866 0.2713 0.2778

Através da aplicacao dos testes de Friedman e pés-teste de Bonferroni-Dunn, com
95% e 90% de confianca, respectivamente, observou-se novamente a superioridade do
Random Forest em relacdo as demais abordagens, uma vez que o teste apontou que ha
significAncia estatistica nos seus resultados. Neste caso, uma vez que os resultados foram
ranqueados de acordo com as medidas de correlacao (Spearman e Correlacdo Ponderada),
uma posicao de ranking maior € melhor.

CD
|_|

PADRAO Random Forest
1-NN 3-NN

Figura 6.4 — Diagrama de Diferenca Critica entre os Meta-Regressores na avaliagdo da
geracao de ranking usando a Medida de Correlagdo Spearman
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Figura 6.5 — Diagrama de Diferenca Critica entre os Meta-Regressores na avaliagdo da
geracao de ranking usando a Medida de Correlagdo Ponderada

Comparando os resultados desta avaliagdo para a construgdo de rankings com
os resultados da avaliagdo de predigao de desempenho dos subconjuntos de operadores
percebemos que o Random Forest mantém-se consistente como o método mais adequado
em ambos 0s casos.

6.5 Avaliagcao de Nivel-Base

Esta secao apresenta os resultados da avaliagdo dos ganhos de desempenho em
nivel-base do ranking gerado pelo Random-Forest. A Figura 6.6 apresenta a média dos
resultados do algoritmo Top-N aplicado aos 322 conjuntos de dados.
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Figura 6.6 — Média do Desempenho Top-N entre os 322 conjuntos de dados de Random
Forest, 1-NN, 3-NN e Ranking Padrao

Comparando com o desempenho obtido pelos meta-regressores 1-NN, 3-NN e
Padrao, vemos que os ganhos obtidos pelo ranking gerado pelo Random-Forest sdo de
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maneira geral consistentemente mais préximos ao desempenho real do que as demais
abordagens.

Estes resultados corroboram os resultados das avaliacdes anteriores em relacao
a superioridade do Random Forest como meta-regressor.

6.6 Consideracoes Finais do Capitulo

Uberband inclui Meta-Aprendizado como parte da solucao para Selecao de Pro-
cesso Completo, mais especificamente, Meta-Aprendizado € utilizado para gerar pesos ba-
seados no desempenho previsto dos subconjuntos de operadores, de maneira a influenciar
a amostragem realizada pelo otimizador. Assim, subconjuntos com maior desempenho pre-
dito pela estratégia de Meta-Aprendizado serédo favorecidos na fase de otimizagédo, onde
serdo configurados, visando aumentar a qualidade da recomendacao final.

Neste Capitulo foi apresentada a avaliacao da estratégia de Meta-Aprendizado de
forma isolada, de maneira a medir a qualidade da recomendacéo oferecida, isto é, o quanto
o erro de estimativa de desempenho da estratégia de meta-aprendizado pode impactar na
distribuicao dos pesos dos subconjuntos de operadores.
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7. AVALIACAO EXPERIMENTAL UBERBAND

Neste Capitulo sdo apresentadas diversas andlises empiricas que avaliam o de-
sempenho do Uberband sob diferentes aspectos. As avaliagdes foram divididas em:

1. Anélise dos componentes do Uberband;

2. Andlise comparativa com solugdes estado-da-arte de Selecéo de Processo Completo;

O restante do Capitulo esta dividido da seguinte maneira: A Secao 7.1.1 apre-
senta a configuragéo experimental, que inclui o espago de busca de operadores € hiper-
parametros utilizados nestes experimentos e os conjuntos de dados avaliados. A Sec¢éo 7.2
apresenta a avaliagdo dos componentes de Meta-Aprendizado e Otimizagcao do Uberband.
Por fim, a Secao 7.3 apresenta a avaliagdo do Uberband junto a trabalhos proeminentes da
area de Selecao de Processo Completo.

7.1 Configuracao Experimental

711 Definicao do Espago de Busca Experimental

Conforme apresentado no Capitulo 6, os operadores utilizados para avaliar o Uber-
band sao relacionados a Selecao de Caracteristicas e Algoritmos de Classificacgao.

A Figura 7.1 apresenta os componentes experimentais do Uberband. Foram utili-
zados 0s 243 subconjuntos de operadores da fase de Meta-Aprendizado. Porém, enquanto
na fase de Meta-Aprendizado apenas os subconjuntos de operadores foram avaliados, na
fase de otimizagao também sao levados em consideragao os hiper-parametros desses ope-
radores. A parametrizacao de cada operador de selecdo de caracteristicas resultou em um
espaco de 122 hiper-parametros. Alguns desses parametros sdo condicionais, isto é, s6
sdo ativados se seus respectivos componentes sao selecionados.

A Tabela 7.1 lista os 27 algoritmos de aprendizado e a Tabela 7.2 lista os 8 mé-
todos de pré-processamento, respectivamente, com a quantidade de hiper-parametros cor-
respondentes de cada um, que foram distinguidos em condicionais (cond), categédricos (cat)
e numéricos (num). A descricdo dos hiper-parametros e algoritmos pode ser consultada no
Anexo B.
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Figura 7.1 — Estrutura do espaco de busca experimental do Uberband. Retangulos denotam
hiper-parametros pai, enquanto elipses denotam hiper-paréametros folha. Formas coloridas
denotam um exemplo de processo completo selecionado.

Tabela 7.1 — Algoritmos de AM e numero de hiper-parametros correspondentes

nome #cond #cat #num | nome #cond #cat #num
AdaBoost M1 1 1 4 OneR 0 0 1
BayesNet 0 2 0 PART 1 2 2
DecisionStump 0 1 0 RandomForest 2 0 5
DecisionTable 0 4 0 RandomTree 3 1 7
HoeffdingTree 0 0 6 RandomSubSpace 0 0 3
J48 2 6 3 RandomCommitte 0 0 2
JRip 0 2 1 REPTree 1 1 4
IBK 1 4 1 Stacking 0 0 2
LMT 1 5 3 SimpleLogistic 1 2 2
LogitBoost 0 1 4 SGD 0 2 3
Logistic 0 0 1 SVM 0 3 2
MultilayerPerceptron 0 5 2 Vote 0 1 1
NaiveBayes 1 2 0 VotedPerceptron 0 0 3
ZeroR 0 1 0

Tabela 7.2 — Métodos de Selecao de Caracteristicas (Avaliadores (A) e Métodos de Busca

(B)) e o numero de hiper-parametros correspondentes
nome Tipo #cond #cat #num
CFSSubsetEval
Classifier Attribute Eval
Gain Ratio Eval
Info Gain Eval
OneR Attribute Eval
RELIEF Eval
Symmetrical Uncert
Wrapper Sub Eval
Best First
Greedy Stepwise
Ranker

—_
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7.1.2  Conjuntos de Dados

Para avaliar a solugcao proposta, foram selecionados 60 conjuntos de dados da co-
lecdo de conjuntos inicialmente utilizada no processo de Meta-Aprendizado, provenientes
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da plataforma OpenML. Os conjuntos foram limitados aqueles com no minimo 1000 instan-
cias e maximo 50.000, maximo de 1000 atributos e menos de 20% de valores ausentes,
de maneira a acelerar os experimentos e excluir conjuntos de dados com poucos recursos
(instancias), o que inviabilizaria alocagao adaptativa. Os 60 conjuntos de dados usados nos
experimentos sao apresentados na Tabela 7.3.

A meta-base de conhecimento utilizada para a etapa de Meta-Aprendizado € a
mesma apresentada no Capitulo 6, contendo 322 conjuntos de dados. Para nao avaliar
novamente um conjunto de dados que ja tenha sido utilizado na etapa de Meta-Aprendizado,
foi realizado um leave-one-out com os 60 conjuntos desses experimentos, de forma que
quando um desses conjuntos for avaliado, s&o utilizados os meta-dados dos outros 321.

Cada conjunto de dados foi inicialmente amostrado em treino (60%), teste (20%)
e validacao (20%). Durante a execugéo do algoritmo, o conjunto de treinamento foi amos-
trado de acordo com o procedimento de alocagéo de recursos adaptativo, apresentado na
Secado 5.3. Conforme o numero de recursos a ser usado para cada configuracao, r, é de-
finido, o nimero correspondente de instancias € amostrado aleatoriamente do conjunto de
treinamento. Esse subconjunto de instancias é utilizado para treinar a configuragao de pro-
cesso completo e o desempenho do modelo gerado € avaliado no conjunto de validagao.
O conjunto de testes € usado apenas nos melhores processos completos identificados no
processo de otimizagao.

Tabela 7.3 — Conjuntos de Dados de Teste para Avaliagdo Com-
parativa do Uberband

dados #Inst #Atrib #Cat #Num|dados #Inst #Atrib #Cat #Num
2dplanes 40768 11 1 10  |houses 206409 1 8
ada_prior 4562 15 9 6 hypothyroid 3772 30 23 7
adult 3256116 9 7 jim1 1088522 1 21
adult-census 4884215 13 2 ke 2109 22 1 21
ailerons 13750 41 1 40  |kr-vs-kp 3196 37 37 O
analcatdata_halloffame 1340 18 3 15 letter 2000017 1 16
analcatdata_supreme 4052 8 1 7 mfeat-morphological 2000 7 1 6
balloon 2001 3 1 2 mfeat-pixel 2000 241 241 0
bank32nh 8192 33 1 32 mfeat-zernike 2000 48 1 47
bank8FM 8192 9 1 8 mozilla4 155456 1 5
car 1728 7 7 0 mushroom 8124 23 23 0
cmc 1473 10 8 2 nursery 129609 9 0
colleges_aaup 1161 17 4 13 |optdigits 5620 65 1 64
colleges_usnews 1302 35 3 32 |page-blocks 5473 11 1 10
cpu_act 8192 22 1 21 pci 1109 22 1 21
credit-g 1000 21 14 7 pc2 5589 37 1 36
delta_ailerons 7129 6 1 5 pc3 1563 38 1 37
delta_elevators 9517 7 1 6 pc4 1458 38 1 37
electricity-normalized 453129 2 7 pendigits 1099217 1 16
elevators 1659919 1 18  |pollen 3848 6 1 5
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Tabela 7.3 — Conjuntos de Dados de Teste para Avaliagdo Com-
parativa do Uberband

dados #Inst #Atrib #Cat #Num|dados #Inst #Atrib #Cat #Num
fri_c0_1000_5 1000 6 1 5 puma8NH 8192 9 1 8
fri_c1_1000_10 1000 11 1 10 |quake 2178 4 1 3
fri_c2_1000_25 1000 26 1 25 rmftsa_sleepdata 1024 3 2 1
fri_c2_1000_5 1000 6 1 5 scene 1024 3 2 1
fri_c3 1000 _5 1000 6 1 5 segment 2310 20 1 19
fri_c4_1000_10 1000 11 1 10  |sick 3772 30 23 7
fri_c4_1000_25 1000 26 1 25 |spambase 4601 58 1 57
fried 40768 11 1 10 |splice 3190 62 62 O
gina_agnostic 3468 971 1 970 |thyroid_sick 3772 30 23 7
house 16H 2278417 1 16  |wind 6574 15 1 14
7.2 Analise dos Componentes do Uberband

Este primeiro conjunto de experimentos avalia o algoritmo Uberband quando de-
parado com diferentes configuracées de hiper-parametros e em termos de qualidade dos

seus componentes individuais.

7.21 Método de Avaliacao

Para a Avaliacdo dos Componentes do Uberband, tanto de Meta-Aprendizado
quanto de Otimizacao, foram realizados experimentos comparando o Uberband com ver-
sbes sem o respectivo componente, da seguinte maneira:

1. Para avaliar o componente de Meta-Aprendizado, Uberband foi comparado com uma
versao que faz apenas o processo de otimizacao, fazendo tanto a amostragem dos
subconjuntos de operadores quanto a amostragem de hiper-parametros aleatoria-

mente;

2. Para avaliar o componente de Otimizacao, Uberband foi comparado com uma versao
do algoritmo Hyperband (apresentado no Capitulo 3) incrementado do componente
de Meta-Aprendizado;

3. Para uma avaliagdo conjunta dos componentes, Uberband foi comparado com o algo-

ritmo Hyperband original.

Na avaliacao de cada componente, os algoritmos sdo comparados, levantando-se

inicialmente as seguintes hipdteses:
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 Hipétese Nula, Hy: Nao ha diferenga significativa de desempenho com e sem o uso
do componente (Meta-Aprendizado, Otimizacdo, Ambos).

 Hipotese Alternativa, H;: Ha diferenga significativa entre os resultados obtidos com e
sem o uso do componente (Meta-Aprendizado, Otimizagdao, Ambos).

Ao final desta avaliagdo, deseja-se saber se 0 desempenho preditivo do algoritmo
do Uberband com Meta-Aprendizado e Otimizacdo, é superior ao desempenho preditivo
sem algum desses componentes.

Por cada comparacao se tratar de uma avaliagdo de dois algoritmos, foi utilizado
o teste de Wilcoxon [Wilcoxon, 1945] conforme indicado por Demvsar [Demsar, 2006]. O
teste de Wilcoxon (Wilcoxon signed-ranks test) é um teste nao-paramétrico que classifica
as diferengas de desempenho de dois algoritmos para cada conjunto de dados, ignorando
os sinais, e comparando 0s ranks para diferencas positivas e negativas. Neste teste, com
a = 0.05 e 60 conjuntos de dados, a hipétese nula pode ser rejeitada se o coeficiente z é
menor que —1.96.

7.2.2  Avaliagao de Hiper-Parametros

Por ser um algoritmo de aprendizado, Uberband néo ¢ livre de hiper-parametros e
seus efeitos devem ser analisados cuidadosamente. Por ser baseado no Hyperband, este
algoritmo por definicao possui os hiper-parametros R e 7.

O parametro R representa o nimero maximo de recursos que uma configuragao
pode receber. Isto é importante quando sao avaliados cenarios onde diferentes tipos de re-
cursos sao disponiveis, como é o caso da otimizacao de hiper-parametros de um algoritmo.
Conforme explicado no Capitulo 6, no caso da SPC, ao lidar com diferentes tipos de opera-
dores, recursos especificos (por exemplo, nUmero de iteragdes, nimero de épocas) deixam
de estar disponiveis. Por conta disso, como recurso que pode ser usado em comum entre
os diferentes operadores foi definido o numero de instancias do conjunto de treinamento.
Logo, o numero maximo de recursos que uma configuragdo de processo completo pode
usar para o treinamento € o tamanho total do conjunto de treinamento. Em virtude disso, o
parametro R nao sera avaliado.

Ja o parametro n controla o quao agressivamente o SuccessiveHalving elimina as
configuragcées com pior desempenho, ou seja, a proporcao de descarte de configuracdes.
Grandes valores de n correspondem a uma eliminagdo mais agressiva e, consequente-
mente uma conclusdo mais rapida do processo de otimizagdo, uma vez que sao retidas 717
configuracdes de um total de [Ioggj + 1 iteracdes de eliminagdo com n configuracdes. Li et
al. [Lietal., 2017], sugerem a escolha de n = 3. Os resultados a seguir comparam esse
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valor com os valores de n = 2 e n = 4, de maneira avaliar possibilidades menos e mais
rigidas de eliminacédo de configuracées de processo completo.

Para cada valor de 7, Uberband foi executado 5 vezes em cada um dos 60 con-
juntos de dados apresentados na Tabela 7.3. Os resultados foram entdo agregados de
acordo com a média de desempenho (medido em AUC) e de tempo de execucdo (medido
em segundos), tanto do conjunto de validagdo quanto do conjunto de testes. A Figura 7.2
apresenta o desempenho do Uberband com diferentes valores do parametro n medido em
AUC.
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Figura 7.2 — Avaliagcao de Desempenho (em AUC) do Uberband variando o Hiper-Parametro
n.

De acordo com esses valores, pode-se observar que a abordagem com n = 3
apresenta o melhor desempenho, embora muito préximo do desempenho de n = 2. Por
outro lado, considerando que um valor maior de n corresponde a uma eliminagao maior de
configuracdes e a avaliagdo mais rapida, o n = 3 tende a ser amplamente uma aborda-
gem mais promissora. Portanto, avaliando o custo beneficio obtido com esses resultados,
o valor n = 3 sera utilizado como padrao do Uberband nos restantes dos experimentos
apresentados neste Capitulo.
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7.2.3  Avaliagao da Estratégia de Meta-Aprendizado

Para avaliar a estratégia de Meta-Aprendizado em conjunto com o otimizador, fo-
ram executados experimentos com e sem esta estratégia. Para tanto, o algoritmo Uberband
foi alterado de maneira a realizar apenas amostragens aleatérias, tanto dos subconjuntos
de operadores, quanto dos hiper-parametros, essa versao € referida por Uberband sem
Meta-Aprendizado (UB_sem_meta). A Figura 7.3 apresenta uma visdo geral das aborda-
gens comparadas, o pseudo-cédigo de UB_sem_meta é apresentado no Apéndice A.

-—v Meta-Aprendizado

Dados l

| % %

OP1 OPw
Pesos dos Operadores

Amostrar n subconjuntos de H H Amostrar n subconjuntos de
operadores ' ! operadores

Iteragao Smax

H H 1
: l |

H
IleragéQrz:x\ E H yéo [ H
H i

\/
L&

(a) (b)

Figura 7.3 — Visdo Geral do Uberband com Meta-Aprendizado (a) e sem Meta-Aprendizado
(b) para auxilio no processo de otimizagéao

Uberband e Uberband sem Meta-Aprendizado foram executados 5 vezes em cada
um dos 60 conjuntos de dados. A Figura 7.4 apresenta o resultado da distribuicdo do
desempenho do melhor processo encontrado (medido em AUC) por cada algoritmo, nas 5
execucgoes realizadas, tanto para o conjunto de validacdo quanto de testes e a Figura 7.5
apresenta a comparagao de desempenho entre as estratégias. A Tabela 7.4 apresenta a
média e o desvio padrdao do desempenho das duas abordagens.

Conforme pode-se observar, Uberband com Meta-Aprendizado obteve o melhor
desempenho, tanto na validagao quanto no teste: comparado com o baseline, podemos no-
tar que Uberband obteve a maior média de desempenho, bem como a menor variabilidade,
principalmente nos dados de teste.
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Figura 7.4 — Distribuicdo de Desempenho (em AUC) do Uberband comparado com Uber-
band sem Meta-Aprendizado.

Tabela 7.4 — Média e desvio-padrao do desempenho (AUC) do Uberband comparado com
Uberband sem Meta-Aprendizado

Validacao Teste
Uberband Uberband sem Meta | Uberband Uberband sem Meta
Média 0.936 0.908 0.921 0.878
Desvio Padrao 0.098 0.107 0.115 0.126

Nesta avaliagdo, deve-se levar em consideracdo que apenas a amostragem de
subconjuntos de operadores é auxiliada pelo Meta-Aprendizado e, para ambas as estraté-
gias avaliadas, a amostragem de hiper-parametros é feita aleatoriamente. Neste caso, é
possivel que um conjunto de hiper-parametros amostrado por um algoritmo seja melhor do
que para o outro.

Para evidenciar o impacto destes resultados, aplicou-se o teste de Wilcoxon. Con-
siderando Uberband como algoritmo 1 e Uberband sem meta-aprendizado como algoritmo
2, e 0 numero de conjunto de dados igual a 60, obteve-se z = —6.25 para o conjunto de va-
lidagédo e z = —6.43 para o conjunto de testes. Como z < —1.96, em ambos 0s casos, esse
resultado rejeita a hipdtese nula de igualdade e corrobora a significancia do componente de
Meta-Aprendizado para o Uberband.
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Figura 7.5 — Comparagédo de Desempenho (em AUC) do Uberband comparado com Uber-
band sem Meta-Aprendizado.

7.2.4  Avaliacao da Estratégia de Otimizacao

Analogamente a secao anterior, para avaliar separadamente estratégia de otimi-
zagao, foram executados experimentos com e sem este componente.

Para tanto, foi desenvolvida uma versao do algoritmo Hyperband, doravante cha-
mada meta-hyperband, (Algoritmo B.1) que inclui a estratégia de Meta-Aprendizado. Neste
caso, o MA é utilizado na amostragem dos subconjuntos de operadores, e para cada sub-
conjunto, os hiper-pardmetros sdo amostrados aleatoriamente. A otimizacdo é feita se-
guindo o procedimento padrao do Hyperband. A Figura 7.6 apresenta uma visdo geral desta
estratégia quando comparada ao Uberband, o pseudo-codigo desde algoritmo € apresen-
tado no Apéndice B.

A Figura 7.7 apresenta os resultados dessa avaliagéo, a partir da distribuicdo do
desempenho medido em 5 execugdes de cada estratégia e a Figura 7.8 apresenta a compa-
racdo do desempenho, enquanto a Tabela 7.5 apresenta a média e o desvio padrao dessas
execucdes . De acordo com esses resultados, o Uberband utilizando a estratégia de otimi-
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Figura 7.6 — Visao Geral do Uberband (a) e Hyperband com Meta-Aprendizado (b)

zacgao que explora tanto o conjunto de operadores quanto o conjunto de hiper-parametros é
superior a estratégia de otimizagdo que favorece mais a exploragao do conjunto de opera-
dores, pois esta Ultima realiza apenas um nivel de otimizagdo. Neste caso, mesmo usando
Meta-Aprendizado, a quantidade de configuracées de hiper-parametros otimizado pelo Hy-
perband fica limitado a uma por subconjunto de operadores amostrado.

Tabela 7.5 — Média e desvio-padrdao do desempenho (em AUC) do Uberband comparado
com Hyperband acrescido de Meta-Aprendizado para amostragem do subconjunto de ope-
radores

Validacao Teste

Uberband Meta-Hyperband | Uberband Meta-Hyperband
Média 0.936 0.899 0.921 0.873
Desvio Padrao 0.098 0.112 0.115 0.126

A avaliagdo estatistica também aplicou o teste de Wilcoxon, com Uberband sendo
o algoritmo 1 e Hyperband com Meta-Aprendizado sendo o algoritmo 2. Dessa forma,
para 60 conjuntos de dados, obteve-se z = —6.64 para o conjunto de validacdo e z =
—6.65, para o conjunto de testes. Assim como na avaliagao anterior, esse resultado rejeita
a hipétese nula de igualdade e corrobora a significancia do componente de Otimizacao para
o Uberband.
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Figura 7.7 — Distribuicdo de Desempenho (em AUC) do Uberband comparado com Hyper-
band acrescido de Meta-Aprendizado para amostragem de subconjuntos de operadores.

7.2.5  Avaliacao do Uberband Comparado ao Hyperband

Por fim, Uberband foi comparado ao Hyperband para avaliar o ganho de desem-
penho de ambos os componentes. A Figura 7.9 apresenta uma visdo geral do Uberband
qguando comparado ao Hyperband, cujo pseudo-c6digo é apresentado em Algoritmo B.1.

Na Figura 7.10 sdo apresentados os resultados da distribuicdo de desempenho
das duas abordagens, na Figura 7.11 a comparacao do desempenho e na Tabela 7.6 a
média e desvio-padrao desse desempenho. Nestes resultados, Uberband, que combina
meta-aprendizado com a estratégia de otimizagao que explora tanto o conjunto de operado-
res quanto o conjunto de hiper-parametros, se mostrou superior ao Hyperband para todos
0s conjuntos de dados.

Tabela 7.6 — Média e desvio-padrao do desempenho (em AUC) do Uberband comparado
com Hyperband padrao

Validacao Teste
Uberband Hyperband | Uberband Hyperband
Média 0.936 0.900 0.921 0.866

Desvio Padrao 0.098 0.112 0.115 0.127
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Figura 7.8 — Comparacao de Desempenho (em AUC) do Uberband comparado com Hyper-
band acrescido de Meta-Aprendizado para amostragem de subconjuntos de operadores.

Na avaliagéo estatistica com teste de Wilcoxon, obteve-se z = —6.72 tanto para o
conjunto de validagdo e quanto para o conjunto de testes, ja que em ambos os casos Uber-
band foi obteve desempenho superior em todos os conjuntos de dados avaliados, compro-
vando efetivamente a superioridade do Uberband quando comparado a versédo padrao de
Hyperband com foco apenas na otimizagao de hiper-parametros.

Avaliando os Subconjuntos de Operadores Selecionados por Uberband e Hyperband

Adicionalmente, na Tabela 7.7 podemos observar os melhores subconjuntos de
operadores selecionados pelo Uberband e pelo Hyperband, os processos completos (que
incluem os hiper-parametros) podem ser consultados no Apéndice C.

Uma vez que ambos os algoritmos possuem fungdes estocasticas e cada um foi
executado 5 vezes para cada conjunto de dados, o melhor processo completo selecionado
sofreu variagdes entre as execugdes. Assim, na Tabela 7.7 sdo apresentados os subcon-
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Figura 7.10 — Distribuicdo de Desempenho (em AUC) do Uberband comparado com Hyper-
band.

juntos de operadores que correspondem aos processos completos que obtiveram o maior
AUC para cada conjunto de dados.
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Figura 7.11 — Comparacado de Desempenho (em AUC) do Uberband comparado com Hy-
perband.

De acordo com esses resultados, podemos observar que cerca de 90% dos me-
Ihores processos completos selecionados pelo Uberband nao contém operadores de pré-
processamento (Selecao de Caracteristicas (SC)), este € um fator interessante, uma vez
gue todos os processos completos amostrados sao experimentados no conjunto de treina-
mento (mantendo a proporgao de instancias de acordo com a alocagédo adaptativa), proces-
sos completos que ndo contém pré-preprocessamento tendem a ser mais rapidos do que
seus correspondentes com esses operadores. Dado que os subconjuntos de operadores
sdo amostrados de acordo com o0s pesos estabelecidos pelo Meta-Aprendizado, podemos
ratificar a importancia deste componente.

Em relacdo ao Hyperband, uma vez que os tanto os subconjuntos de operadores
quanto os hiper-parametros sdo amostrados aleatoriamente, notamos uma maior diversi-
dade nos processos completos com melhor desempenho.



147

Tabela 7.7 — Comparagao entre os melhores subconjuntos de
operadores selecionados por Uberband e Hyperband, incluindo
as etapas de Selegao de Caracteristicas (SC) e Classificacao (CL)

Dados Uberband Hyperband

2dplanes SC: Nenhum, CL:’J48’ SC: 'OneRAttributeEval’, CL: 'BayesNet’

ada_prior SC: Nenhum, CL: 'NaiveBayes’ SC: ’RELIEF Eval', CL: 'REPTree’

adult SC: Nenhum, CL: 'MultilayerPerceptron’ SC: Nenhum, CL:’RandomSubSpace’

adult-census  SC: Nenhum, CL: 'LMT SC: Nenhum, CL: ’'RandomSubSpace’

ailerons SC: Nenhum, CL:’J48’ SC: ’Symmetrical Uncert’, CL: 'SVM’

analcatdata-  SC: Nenhum, CL: 'SimpleLogistic’ SC:’OneRAttributeEval’, CL: 'NaiveBayes’

halloffame

analcatdata- SC: Nenhum, CL: 'LogitBoost’ SC:’Info Gain Eval’', CL: ’JRip’

supreme

balloon SC: Nenhum, CL: ’RandomSubSpace’ SC: 'Symmetrical Uncert’, CL: "ZeroR’

bank32nh SC: Nenhum, CL: 'SimpleLogistic’ SC: 'CFSSubsetEval’, CL: 'SVM’

bank8FM SC: Nenhum, CL: 'Simplelogistic’ SC:’Gain Ration Eval’, CL: 'Stacking’

car SC: Nenhum, CL: 'RandomCommitee’ SC:’RELIEF Eval’, CL: ’Stacking’

cmce SC: Nenhum, CL: ’AdaBoost M1’ SC: Nenhum, CL: 'RandomForest’

colleges_aaup SC: Nenhum, CL: 'SimpleLogistic’ SC: ’Info Gain Eval’, CL: 'RandomCommi-
tee’

colleges_usnewsSC: Nenhum, CL: ’SimpleLogistic’ SC: Nenhum, CL: 'SimpleLogistic’

cpu_act SC: Nenhum, CL: 'RandomForest’ SC:’RELIEF Eval’, CL: 'RandomSubSpace’

credit-g SC: Nenhum, CL: 'MultilayerPerceptron’ SC:’RELIEF Eval’, CL: 'REPTree’

delta_ailerons SC: Nenhum, CL: ’RandomCommitee’ SC: ’Info Gain Eval’, CL: 'MultilayerPercep-
tron’

delta_elevators SC: Nenhum, CL: 'LMT’ SC: 'Wrapper Sub Eval’, CL: ‘MultilayerPer-
ceptron’

electricity- SC: Nenhum, CL: 'RandomForest’ SC:’Info Gain Eval’, CL: ’'RandomForest’

normalized

elevators SC: Nenhum, CL: 'SVM’ SC: Nenhum, CL: ’'RandomSubSpace’

fri_c0_1000_5 SC: Nenhum, CL: NaiveBayes’ SC: Nenhum, CL: ’RandomSubSpace’

fri_c1_1000_10 SC: Nenhum, CL: 'RandomCommitee’ SC: ’Symmetrical Uncert’, CL: 'SVM’

fri_c2_1000_25 SC: Nenhum, CL: 'RandomForest’ SC: Nenhum, CL: ’RandomCommitee’

fri_c2 1000 5 SC: Nenhum, CL: ’'RandomCommitee’ SC: 'Symmetrical Uncert’, CL: 'Multilayer-
Perceptron’

fri_c3 1000 5 SC:Nenhum, CL: ’'RandomCommitee’ SC: 'OneRAttributeEval’, CL: ’Stacking’

fri_c4_1000_10 SC: Nenhum, CL: MultilayerPerceptron’ SC:’Info Gain Eval’, CL:’J48’

fri_c4_1000_25 SC: Nenhum, CL: 'RandomForest’ SC: Nenhum, CL: 'NaiveBayes’

fried SC: Nenhum, CL: 'RandomForest’ SC: Nenhum, CL: ’RandomSubSpace’

gina_agnostic SC: 'Symmetrical Uncert’, CL: 'Random- SC: ‘Gain Ration Eval’, CL: 'RandomSubS-

SubSpace’ pace’

house_16H SC: Nenhum, CL: 'RandomSubSpace’ SC: 'OneRAttributeEval’, CL: 'OneR’

houses SC: Nenhum, CL: 'LogitBoost’ SC: ’OneRAttributeEval’, CL: ’‘Random-
SubSpace’

hypothyroid SC: Nenhum, CL: 'LogitBoost’ SC:’RELIEF Eval’, CL: ZeroR’

jm1 SC: Nenhum, CL: 'RandomForest’ SC: Nenhum, CL: ’'RandomForest’

ke SC: Nenhum, CL: 'RandomCommitee’ SC: 'Classifier Attribute Eval’, CL:’AdaBoost

M1’
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kr-vs-kp SC:'Gain Ration Eval’, CL: 'Stacking’ SC: 'Gain Ration Eval’, CL: 'RandomSubS-
pace’

letter SC: Nenhum, CL: 'RandomCommitee’ SC: Nenhum, CL: 'RandomCommitee’

mfeat- SC: Nenhum, CL: 'MultilayerPerceptron’ SC: 'Wrapper Sub Eval’, CL: 'Stacking’

morphological

mfeat-pixel SC: 'Classifier Attribute Eval’, CL: 'Random- SC: Nenhum, CL: 'RandomForest’

Tree’

mfeat-zernike  SC: Nenhum, CL: 'MultilayerPerceptron’ SC: Nenhum, CL: ’'RandomSubSpace’

mozilla4 SC: Nenhum, CL: 'DecisionTable’ SC: ’'OneRAttributeEval’, CL:’AdaBoost M1’

mushroom SC: 'CFSSubsetEval’, CL: 'OneRR’ SC: Nenhum, CL:’IBK’

nursery SC: 'CFSSubsetEval’, CL: 'SGD’ SC: 'Gain Ration Eval’, CL: 'Stacking’

optdigits SC: Nenhum, CL: 'SimpleLogistic’ SC: ’'Symmetrical Uncert’, CL: 'Stacking’

page-blocks SC: Nenhum, CL: 'RandomCommitee’ SC: 'Classifier Attribute Eval’, CL: 'OneR’

pbcseq SC: Nenhum, CL: 'LogitBoost’ SC: Nenhum, CL: 'SimpleLogistic’

pci SC: 'CFSSubsetEval’, CL: 'SimpleLogistic’ SC: Nenhum, CL: 'AdaBoost M1’

pc2 SC: Nenhum, CL: 'BayesNet’ SC: 'OneRAttributeEval’, CL: 'RandomTree’

pc3 SC: Nenhum, CL: 'RandomCommitee’ SC:’Gain Ration Eval’, CL: 'Stacking’

pc4 SC: Nenhum, CL: 'RandomSubSpace’ SC:’CFSSubsetEval’, CL: *Stacking’

pendigits SC: Nenhum, CL: 'MultilayerPerceptron’ SC: Nenhum, CL: 'RandomCommitee’

pollen SC: Nenhum, CL: 'REPTree’ SC: 'Gain Ration Eval’, CL: 'RandomSubS-
pace’

puma8NH SC: Nenhum, CL:’RandomForest’ SC: 'CFSSubsetEval’, CL: 'Logistic’

quake SC: Nenhum, CL: ’Logistic’ SC:’Gain Ration Eval’, CL:’IBK’

rmftsa_sleepdat®&C: Nenhum, CL: ’'RandomSubSpace’ SC:’Gain Ration Eval’, CL: 'RandomForest’

segment SC: Nenhum, CL: 'SimpleLogistic’ SC: Nenhum, CL: 'NaiveBayes’

sick SC: Nenhum, CL: 'LogitBoost’ SC: 'Gain Ration Eval’, CL: 'RandomSubS-
pace’

spambase SC: Nenhum, CL: 'RandomForest’ SC: 'Symmetrical Uncert’, CL: 'Random-
Tree’

splice SC: Nenhum, CL:’LMT SC: Nenhum, CL: "JRip’

thyroid_sick SC: Nenhum, CL: 'RandomCommitee’ SC: RELIEF Eval, CL: 'Vote’

wind SC: Nenhum, CL: 'MultilayerPerceptron’ SC: Nenhum, CL: 'RandomSubSpace’

7.3 Analise Comparativa com Estado da Arte em Selecao de Processos Comple-

tos

Uma vez comprovada experimentalmente a qualidade dos componentes individu-
ais do Uberband, a solugdo proposta é comparada a outras solugbes de Selecao de Pro-
cesso Completo, de maneira a avaliar se o principal objetivo proposto de otimizar o processo
de avaliagdo de processos completos obteve éxito frente aos trabalhos ja existentes.
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7.3.1 Métodos de Comparagao

Como métodos de comparacgao foram utilizados Auto-Weka [Thornton et al., 2013]
e Auto-Sklearn [Feurer et al., 2015a].

Auto-Weka [Thornton et al., 2013] foi a primeira solu¢cdo de AutoAM proposta para
resolver o problema CASH (Combinagao de Selegao de Algoritmos e Otimizagao de Hiper-
Parametros), utilizando Otimizagao Bayesiana. Para estes experimentos foi utilizada a ver-
sdo 2.0, que utiliza o otimizador Sequencial Model-based Algorithm Configuration (SMAC).
O espago de busca do Auto-Weka consiste em 1 método de selecao de caracteristicas
(combinando 3 métodos de busca) e diversas abordagens de classificacdo implementadas
no WEKA, o que incluiu cerca de 30 algoritmos de classificacdo, além das configuracées de
hiper-parametros para cada classificador.

Auto-Sklearn, proposto por Feurer et al. [Feurer et al., 2015a] é um sistema de
AutoAM baseado na biblioteca scikit-learn [Pedregosa et al., 2011]. Também utilizando o
algoritmo de otimizagdo Bayesiana SMAC, essa solugao inclui uma estratégia de Meta-
Aprendizado, que considera o desempenho passado em conjuntos de dados semelhantes
para recomendar um subconjunto de processos completos para inicializar a fase de oti-
mizagdo. Além disso, esta solugdo gera comités (ensembles) dos processos completos
considerados pela Otimizagdo Bayesiana. A versao atual do Auto-Sklearn inclui 15 algo-
ritmos de classificacdo, 14 métodos de reducédo de dimensionalidade (incluindo selecao e
extracao de caracteristicas) e 4 métodos de transformacéao de dados.

Como apresentado na Secéao 3.3, métodos baseados em Otimizacdo Bayesiana
séo considerados estado- da-arte para Configuragdo de Algoritmos, tendo sido apenas ul-
trapassados pelos métodos baseado em Bandidos Multi-Armados recentemente, com a
proposicao do Hyperband. Da mesma forma, conforme apresentado na Revisdo Sistema-
tica da Literatura, esses métodos tém se destacado pelas suas caracteristicas de extensi-
bilidade, ja que ndo dependem de conhecimento externo, e por avaliarem diretamente os
processos candidatos. Por outro lado, essa avaliagao € custosa computacionalmente, pois
cada processo completo candidato é treinado em todo o conjunto de treinamento (usando
Validagao Cruzada de 10-folds). Embora as solugdes permitam que seja especificado um
tempo maximo de treinamento (onde interrupgcdes sao realizadas em configuragdes que
excedam um limiar de tempo), essa € uma decisdo de implementacao da solucdo, e nao
conceitual, de melhoria de custo computacional.

Assim, devido ao destaque dos métodos de Otimizagao Bayesiana e a disponibi-
lidade das estratégias, essas foram as solugdes escolhidas para comparacdo com o Uber-
band.
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7.3.2  Meétodo de Avaliacao

Tendo como base o objetivo de otimizar o custo computacional da Selecédo de
Processo Completo, mantendo a qualidade da predicéo, a solugdo proposta neste trabalho,
Uberband, utiliza alocacao adaptativa de instancias de treinamento na avaliacao de configu-
racoes de processo completos, além de Meta-Aprendizado para predicao do desempenho
dos subconjuntos de operadores disponiveis. Com isso, esta avaliagdo tem como obje-
tivo comparar o Uberband a solugdes proeminentes na literatura para SPC de maneira a
verificar se o objetivo foi atingido.

Nesta avaliacdo, as solucbes sdo comparadas, levantando-se inicialmente as se-
guintes hipéteses principais:

* Hipétese Nula, Hy: Nao ha diferenga significativa entre o tempo de execucéao de todas
as solucdes avaliadas.

» Hipétese Alternativa, H;: Ha diferenga significativa entre o tempo de execugao das
solugdes.

Caso a hipétese nula seja refutada em favor de H;, é aplicado um pos-teste para
comparagao dos algoritmos par a par. Ao final desta avaliagao, deseja-se saber se o tempo
médio de execucdo do algoritmo Uberband, que utiliza a alocacéo de recursos adaptativa,
é superior ao tempo médio de execucao dos algoritmos que avaliam sempre no conjunto de
treinamento completo.

Adicionalmente, levando-se em consideracao que as solugdes avaliadas reportam
um desempenho satisfatério para as tarefas nas quais foram aplicadas, deseja-se avaliar
se o processo completo recomendado pelo Uberband possui um desempenho no minimo
equivalente a essas solugdes. Para isso, as seguintes hipoteses foram levantadas:

» Hipétese Nula, Hy: Nao ha diferenga significativa entre o desempenho preditivo de
todas as solugdes avaliadas.

 Hipétese Alternativa, H;: Ha diferencga significativa entre o desempenho preditivo das
solugdes.

Assim como na avaliagcao de tempo, uma vez que a hipbétese nula seja refutada, a
hipétese H; é avaliada com base em um pés-teste. Ao final desta avaliagao, deseja-se saber
se o0 desempenho preditivo do algoritmo do Uberband é igual ou superior ao desempenho
preditivo das demais solugdes.

Por se tratar de uma comparagao de multiplos algoritmos todos contra todos, foi
utilizado o teste Friedman com pés-teste de Nemenyi, conforme procedimento descrito por
Demvsar [DemSar, 2006].
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O desempenho de dois algoritmo é considerado significativamente diferente se a
média dos ranks correspondentes diferem em pelo menos a Diferenca Critica.

7.3.3  Preparagédo Experimental

Na avaliagdo do Auto-Weka e Auto-Sklearn, os conjuntos de dados foram amostra-
dos em treino (80%) e teste (20%), sendo o conjunto de testes aplicado ao melhor processo
completo recomendado por cada solugdo. Para a avaliacdo do Uberband, o conjunto de
treinamento foi adicionalmente dividido em treino (80%) e validagdo (20%). Para o Auto-
Sklearn, seguindo a recomendacdo do artigo original [Feurer et al., 2015a], devido a limi-
tagcdes do scikit-learn, que é restrito a dados numéricos, os atributos categéricos de cada
conjunto de dados foram transformados utilizando o procedimento de One Hot Encoding.

Uma vez que para o Auto-Weka e Auto-Sklearn deve-se definir o tempo maximo
de processamento e o limite de memoria a ser utilizada, seguindo as configuragdes experi-
mentais dos artigos de referéncia, foi determinado para o experimento um limite de 3GB de
mémoria RAM e um tempo maximo de 1 hora para a avaliagao de cada algoritmo em cada
conjunto de dados, e tempo maximo de 4 minutos para avaliagédo de cada configuragéao de
processo completo.

Em relagcdo aos hiper-parametros, Auto-Weka e Auto-Sklearn foram executados
com as configuracdes padrdes, enquanto Uberband foi parametrizado com 7 = 3, € R como
sendo o tamanho do conjunto de treinamento.

Os experimentos utilizam Auto-Weka 2.0 e Auto-Sklearn 0.3.0. Para o Uberband,
a versao subjacente do Weka foi Weka 3.9.

7.3.4  Comparando Uberband com Auto-Weka e Auto-Sklearn

Cada estratégia foi executada 5 vezes em todos os conjuntos de dados e o de-
sempenho médio (medido em AUC) e tempo de execugcdo médio (medido em segundos)
sdo apresentados na Figura 7.12, na Tabela 7.8 sdo apresentados a média e o desvio pa-
dréo dessas execucgoes.

Tabela 7.8 — Média e desvio-padrdao do desempenho (em AUC) e Tempo de Execugao (em
seg) do Uberband comparado com Auto-Sklearn e Auto-Weka

Desempenho (em AUC) Tempo de Execugao (em segundos)
Uberband Auto-Sklearn Auto-Weka | Uberband Auto-Sklearn Auto-Weka
Média 0.9247 0.9289 0.8918 2035 3602 3271

Desvio 0.1130 0.1205 0.1381 324 10 464
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Figura 7.12 — Comparacao de Desempenho (em AUC) e Tempo de Execugédo do Uberband
com Auto-Sklearn e Auto-Weka.

A partir desses resultados podemos observar que o tempo médio de execugcao
do Uberband é significativamente inferior aos demais para todos os conjuntos de dados,
apenas se aproximando do tempo limite maximo para conjuntos de dados maiores como
adult, adult-census e gina-agnostic. De maneira geral, a execugdo de configuragdes no
Uberband, com uma sub-amostra do conjunto de dados, geralmente leva poucos segundos,
dependendo dos hiper-parametros selecionados, conforme a amostra de dados aumenta
este tempo também aumenta, mas sem ultrapassar o limite de 1 hora, ja que o tempo
maximo por configuracao foi definido como 4 minutos e configuragdes que ultrapassam
esse tempo sao interrompidas. A Figura 7.13 apresenta a distribuicdo do tempo médio de
execugao por cada solugao.

O teste estatistico de Friedman com pos-teste de Nemenyi foi aplicado para com-
provar que estes resultados sao significativos. Considerando o nimero de conjuntos de
dados avaliados como N = 60, e o« = 0.05, os ranks médios foram os seguintes (com base
no teste de Friedman): Ryg = 1.033, Raw = 2.050 e Rss = 2.9167, 0 que faz com a hipdtese
nula de igualdade entre todos eles seja rejeitada.
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Figura 7.13 — Avaliacdo de Tempo de Execucédo (em Segundos) do Uberband comparado
com Auto-Sklearn e Auto-Weka.

Assim, aplicando-se o p6s-teste de Nemenyi, a diferenca critica (Equacao 7.5) foi
de CD = 0.4278. O que significa que deve haver pelo menos esta diferenca entre os valores
de rank médio.

A Figura 7.14 apresenta o resultado nesta analise, a auséncia de uma linha hori-
zontal indica que ha diferencga significativa entre os todos os pares de algoritmos.

U — — AS
AW

Figura 7.14 — Analise de Significancia Estatistica entre Uberband, Auto-Weka e Auto-
Sklearn em Termos de Tempo de Execugao

Como o rank foi baseado em tempo, menores valores sdo considerados melho-
res. Assim, pode-se comprovar que Uberband obteve o melhor desempenho em termos de
tempo de execucdo, sendo estatisticamente superior aos demais algoritmos. Além disso,
embora Auto-Weka e Auto-Sklearn tenham levado um tempo de execugdo médio similar
(préximo ao limite estabelecido), os resultados da analise estatistica indicam que o tempo
do Auto-Weka ¢ significativamente melhor que do Auto-Sklearn.

Uma vez comprovado que Uberband consegue melhorar a SPC em relagao ao
tempo de execugao, deve-se comprovar se esta melhoria ndo afeta a qualidade do processo
recomendado. De acordo coma Tabela 7.8 pode-se observar que o desempenho médio
(em AUC) obtido pelo Uberband superior ao do Auto-Weka e, ligeiramente inferior ao do
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Auto-Sklearn, um indicativo de que, além de ter melhorado o tempo de execugao, ainda foi
mantida a qualidade em termos de desempenho. A Figura 7.15 apresenta a distribuicao do
desempenho por cada solucao.
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Figura 7.15 — Avaliagdo de Desempenho (em AUC) do Uberband comparado com Auto-
Sklearn e Auto-Weka.

Para corroborar esta afirmacao, foi aplicado novamente o teste de Friedman com
pds-teste de Nemenyi. Os ranks médios obtidos pelo teste de Friedman foram: : Ray =
1.4008, Ryg = 2.1167 e Ras = 2.4750, o que faz com a hip6tese nula de igualdade entre
todos eles seja rejeitada.

Por ambos os testes utilizarem o mesmo nimero de conjuntos de dados, a dife-
renga critica obtida no teste de Nemenyi foi a mesma anterior, de CD = 0.4278. A Figura
7.16 apresenta o resultado nesta andlise, a linha horizontal indica que ndo héa diferenca
significativa entre os algoritmos.
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Figura 7.16 — Andlise de Significancia Estatistica entre Uberband, Auto-Weka e Auto-
Sklearn em Termos de Desempenho (AUC)

Como o rank foi baseado em AUC, maiores valores sdo considerados melhores.
Assim, apesar o Auto-Sklearn ter obtido um valor médio de rank superior, os resultados
indicam que ndo ha diferenca estatistica entre esta solugdo e o Uberband. Os resultados
também indicam que a diferencga obtida entre Uberband e Auto-Weka é significante.
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7.4 Consideracoes Finais do Capitulo

Neste Capitulo foi apresentada a avaliagdo experimental do Uberband. Inicial-
mente foram avaliados separadamente os componentes da solucdo, Meta-Aprendizado e
Otimizagao, onde o algoritmo proposto foi comparado a versées sem o componente sob
avaliacdo. Os resultados desta andlise mostraram que ambos os componentes sao fun-
damentais para a qualidade da recomendagéao proposta, tendo resultados estatisticamente
superiores as versdes sem eles.

Além disso, resultados comparativos com duas das abordagens mais relevantes
da area de SPC, Auto-Sklearn e Auto-Weka, demonstraram que o objetivo principal desta
Tese, de propor uma SPC eficiente e efetiva a partir da otimizagdo do processo de avaliagao
de modelos candidatos, obteve éxito ao demonstrar tempo de execugao significativamente
inferior as abordagens comparadas, mas mantendo a qualidade da recomendacao ja ofere-
cida.
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8. CONSIDERACOES FINAIS

Selecao de Processos Completos (SPC) objetiva auxiliar usuarios, especialmente
0s nao-especialistas, na tarefa onerosa de escolher o processo completo, que inclui méto-
dos de pré- processamento, algoritmos de aprendizado de maquina e suas configuracdes
de hiper-parametros, mais adequadas a um determinado problema. Embora diversas solu-
cOes ja existam para esta tarefa, tais solugdes séo limitadas do ponto de vista da avaliagao
do processo completo: i) algumas solucdes ndo realizam experimentagdo do processo e se
baseiam em estimativas de desempenho, o que pode levar a recomendacdes nao-precisas,
ii) as demais solugdes avaliam os processos completos repetidas vezes sobre o conjunto
de treinamento completo até encontrar a melhor opcéao, estas solucées geralmente obtém
resultados mais precisos, porém, se tornam computacionalmente custosas em termo de
tempo, a medida em que os conjuntos de dados aumentam de tamanho, o que € uma ten-
déncia natural desta area em expansao.

Assim, o foco da pesquisa desenvolvida durante este doutorado foi propor e inves-
tigar um novo algoritmo para Selegdo de Processos Completos , denominado Uberband.
Este algoritmo faz uso de uma estratégia de meta-aprendizado para predicdo do desem-
penho de subconjuntos de operadores e alocacédo adaptativa de instancias do conjunto de
dados de treinamento durante seu processo de otimizacgao, utilizando um método baseado
em bandidos multi-armados, o que auxilia os usudrios a partir da selecdo de processos
completos com bom desempenho e em um tempo relativamente menor do que as solugdes
atuais.

8.1 Contribuicoes

A principal contribuicao desta tese é o algoritmo Uberband. Esse algoritmo, apre-
sentado no Capitulo 5, faz uso de Meta- Aprendizado para predizer o desempenho dos sub-
conjuntos de operadores disponiveis no espaco de busca e com isso apoiar a amostragem
dos melhores subconjuntos por parte do otimizador, baseado em bandidos multi-armados.
Este otimizador, por sua vez, utiliza a alocacdo adaptativa de instancias do conjunto de
dados de treinamento para minimizar os custos da avaliacdo de processos completos can-
didatos.

Além disso, como contribuicdes especificas, inicialmente foi realizada uma Re-
visdo Sistematica da Literatura sobre Selecao de Processos Completos, apresentada no
Capitulo 4, onde os trabalhos relacionados foram detalhados, organizados em uma taxo-
nomia, discutidos em termos de seus componentes principais e analisados em termos de
suas vantagens e desvantagens, levando em consideragao os principais desafios da area.
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A andlise detalhada das solugdes existentes permitiu também um amplo entendi-
mento sobre a estrutura de uma solucdo de SPC basica. Com isso, foi possivel projetar
uma Arquitetura Geral que categoriza senao todas, mas boa parte das solucdes existentes,
tanto do ponto de vista técnico como de contribui¢cdes cientificas. Esta arquitetura, deno-
minada Arquitetura Genérica de Componentes de uma Solugbes de Selegao de Processos
Completos, foi apresentada no Capitulo 3. Além da possibilidade de caracterizar os traba-
Ihos existentes, esta arquitetura tem potencial de auxiliar o desenvolvimento de trabalhos
futuros na éarea.

Embora seja um componente da solucdo Uberband, a estratégia de Meta- Apren-
dizado para predigdo de desempenho dos subconjuntos de operadores pode ser valorada
separadamente, uma vez que, como comprovado Capitulo 6, ela é capaz de recomendar
rankings de subconjuntos de operadores para um novo problema com um bom desempe-
nho.

Por fim, conforme visto na revisao das solugcdes existentes, ndo é comum que seja
feita uma avaliacao detalhada de desempenho sobre as solugdes propostas. Em contrapar-
tida, esta tese apresentou uma avaliagdo empirica detalhada dos componentes da solugao
proposta, onde foram desenvolvidas solugdes alternativas do algoritmo principal, a fim de
verificar a importancia de cada componente individualmente. Além disso, foi apresentado
um experimento em um grande volume de dados comparando a solugdo com o estado-da
arte até entdo. Ambas as avaliagdes ainda contam com testes de significancia estatistica,
para corroboracao dos resultados. Esses experimentos sdo apresentados no Capitulo 7.

8.1.1 Publicactes

Como publicagdes direta e indiretamente geradas como resultado desta pesquisa
tem-se os trabalhos:

das Déres, Silvia N., et al. "A meta-learning framework for algorithm recommenda-
tion in software fault prediction."Proceedings of the 31st Annual ACM Symposium on
Applied Computing. ACM, 2016.

» das Déres, Silvia N., et al. "Effect of Metalearning on Feature Selection Employ-
ment."Proceedings of Workshop AutoML@ECML/PAKDD. 2017.

 das Déres, Silvia Nunes et al. “Bandit-Based Automated Machine Learning.” 2018 7th
Brazilian Conference on Intelligent Systems (BRACIS) (2018): 121-126.

(em producao) das Déres, Silvia Nunes et al. "Automatic Workflow Selection: a Sur-
vey". ACM Computing Surveys (CSUR)
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8.2 Limitacoes

Embora os resultados reportados nesta tese demonstrem que os principais objeti-
vos da pesquisa foram cumpridos, pode-se destacar algumas limitagdes na proposta e nos
experimentos conduzidos.

Nos experimentos reportados no Capitulo 7, no que diz respeito a avaliagdo dos
componentes individuais do Uberband, especialmente na avaliagdo do componente de
Meta-Aprendizado foi possivel observar pontos onde a estratégia de "Uberband Sem Meta
Aprendizado"conseguia obter melhores resultados parciais. Isso se deve ao fato de Meta-
Aprendizado ter sido utilizado apenas para auxiliar na selegdo do subconjunto de operado-
res, enquanto a selecao de hiper-parametros permanece aleatéria. Neste caso, como os
hiper-pardmetros podem mudar os valores de desempenho, em alguns pontos da otimiza-
cédo. Uma possivel solucéo para isto seria utilizar uma estratégia diferente de aleatéria para
amostragem de hiper-parametros, o que sera discutido na préxima secgao.

Na configuracao experimental, o espaco de busca avaliado pelo Uberband foi limi-
tado a uma unica fase de pré-processamento, a selecao de caracteristicas. Embora seja
possivel ampliar este espago para incluir novas etapas do processo de Descoberta de Co-
nhecimento, sem grande interferéncia humana, isto ainda incorre na execugéo de diversos
experimentos em termos de Meta-Aprendizado, para predizer o desempenho dos novos
subconjuntos de operadores.

Por fim, a solugédo proposta esta atualmente limitada a problemas de classificacao,
e incluir uma tarefa diferente ndao s6 incorre na alteracdo do espaco de busca, mas na
estratégia de Meta-Aprendizado, uma vez que os meta-atributos, medidas de desempenho
e algoritmos base sao diferentes para outras tarefas, como regressao e agrupamento.

8.3 Trabalhos Futuros

Conforme apontado nas limitagdes, um grande desafio ainda em aberto no Uber-
band é utilizar uma estratégia diferente da amostragem aleatéria para selecionar os hiper-
parametros, nas configuracdes de processo completo. A partir dos experimentos realizados,
pode-se observar que a utilizacdo de meta-dados de problemas anteriores contribui para
aumentar a qualidade da selecao do subconjuntos de operadores. Porém, uma vez que uti-
lizar Meta-Aprendizado também para recomendar a configuragao dos processos completos
acarretaria uma explosdo combinatorial na meta-base, esta ndo parece ser uma solugao
ideal otimizar a configuragédo. De outro modo, pode-se usar o conhecimento obtido durante
o0 proprio processo de otimizagdo como forma de melhorar essa escolha progressivamente.
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Em termos experimentais, outro trabalho futuro seria ampliar o espago de busca
para incluir novas etapas do processo de Descoberta de Conhecimento, bem como novas
medidas de desempenho passiveis de serem avaliadas (por exemplo, area sobre a curva
precisdo-revocagao, acuracia balanceada) . Neste caso, o esfor¢o seria a inclusdo na meta-
base de conhecimento, uma vez que ¢€ trivial alterar a medida avaliada pelo otimizador.
Avaliando-se essas possibilidades de trabalhos futuros em termos experimentais, pode-se
verificar que o maior impacto se da na estratégia de Meta-Aprendizado, onde alteracdes
no espago de busca e forma de avaliagdo incorrem em uma nova gama de experimentos
de serem realizados. Dessa forma, a utilizagdo do repositério de Aprendizado de Maquina
OpenML [Vanschoren et al., 2014] pode ser interessante, tanto para busca por resultados
experimentais de execugdes ja realizadas sobre os conjuntos de dados e algoritmos que es-
tdo sendo utilizados no Uberband, quanto para armazenar os resultados de novos (e atuais)
experimentos de nivel base, de maneira a facilitar a reprodutibilidade da solucao proposta
e contribuir com a comunidade na disponibilizacdo de um grande volume de resultados
experimentais, que podem ser utilizados para os mesmos fins ou para novas aplicacoes.
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APENDICE A — PSEUDO-CODIGO DA VERSAO DO UBERBAND SEM
META-APRENDIZADO

1: R, n

2. Nmax = max{9, R/1000}
3: Smax = Llogn(nmax)J

5: for s € {Spax, ...,0} do
6

7

8

B n° -
n= [_R(sin-‘ ,r =Ry

O = obter_operadores(n)
forjc {1,...,0} do

9: H = obter_hiper_parametros(n, j)

10: foric {0,...,s} do

11: nj= (nn_i]

12: ri=rm

13: L = {avaliacao_de_desempenho(h,r;) : h € H}
14: H = top_k(H, L, L%J)

15: end for

16: end for

17: end for

18: return melhor processo completo

Algoritmo A.1 — Algoritmo Uberband sem Meta-Aprendizado
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APENDICE B — PSEUDO-CODIGO DA VERSAO DO HYPERBAND COM
META-APRENDIZADO

1: entrada : novo conjunto de dados DP*', modelos de predicdo de desempenho ¢ =
{¢1, ..., pw} para cada modelo completo j=1,..., W, R, 5

. Calcular os meta-atributos para o novo conjunto de dados m£+!

Aplicar os j = 1, ..., W modelos ¢; para predizer o desempenho de cada modelo com-

pleto no novo conjunto de dados w/;’

pesos «— metodo_roleta(wF+")

Nmax = Max{9, R/1000}

Smax = [Iogn(nmax)J {Inicio da Otimizag&o}

B=(smax + 1)R

for s € {smax, ...,0} do

n= ’VEL-‘ ’r= RT]_S

@ N

© N R

©

R (s+1)
10: T = obter_configuracoes(n, pesos)
11:  for i€ {0,...,sdo

12: n; = [nn_’]

13: ri = rn’

14: L = {avaliacao_de_desempenho(t,r;) : t € T}
15: T =top_k(T,L, {%J)

16:  end for

17: end for

18: return Melhor Processo Completo

Algoritmo B.1 — Algoritmo Hyperband com Meta-Aprendizado



176



177

APENDICE C - PROCESSOS COMPLETOS SELECIONADOS POR
UBERBAND E HYPERBAND

Tabela C.1 — Comparagdo entre os melhores processos com-
pletos selecionados por Uberband e Hyperband, incluindo hiper-

parametros
Uberband Hyperband
Dados Operadores Hiper-Parametros Operadores Hiper-Parametros
2dplanes SC: Nenhum, (useMDL: False,|SC: 'OneRAttri- ('search’:
CL:’J48’ ‘collapseTree’:  True,|buteEval’, CL:’bayes.net.search.local.K2’,
‘binarySplits’:  False,|'BayesNet’ ‘useAT’:
'minNumObj’: 46, True),(use_training’:
‘confidenceFactor’: False, ’seed’: 1,
0.0235, ‘subtree- ‘minimum_bucket’: 5)
Raising’: False,
‘unpruned’: True,
‘'uselaplace’: True)
ada_prior SC: Nenhum, (useKernelEstimator’: |[SC:  'RELIEF ('minVarProp’: 0.0463,
CL: ‘Naive- False, ‘'useSupervi-|Eval’, CL:’minNum’: 53, ’pru-
Bayes’ sedDiscretization’: 'REPTree’ ning’:  True, ’'max-
True) Depth’:  11),(sample-
Size: 4, ’sigma’: 9,
‘numNeighbours’: 6,
‘weightByDistance’:
True)
adult SC: Nenhum, (reset’: True, 'decay’:|SC: Nenhum, ('per_setsize’:
CL: ’Multilayer- True, ’hiddenLayers’:|CL: ’Random-0.6331460134144352,
Perceptron’ 7, ‘'normalizeNum-|SubSpace’ ‘numlterations’. 283,
Classes’: True, 'seed’: 'seed’: 1)
1, ‘learningRate’:
0.1720, ’'momentum’:
0.4987, 'nominalToBi-
naryFilter’: False)
adult-census SC: Nenhum, ('binary’: False, ’cros-|SC: Nenhum, ('per_setsize’: 0.7576,
CL:’'LMT sValidated’: True,|CL: ’Random-’numlterations’: 61,
‘min_inst’; 52, ’pro-|SubSpace’ 'seed’; 1)
babilities’: False,

‘weighting’: 0, ’residu-
als’: True)
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ailerons

analcatdata_halloffa®fe  Nenhum, ('stop’:

analcatdata_supren&C:

balloon

bank32nh

bank8FM

car

cmc

SC: Nenhum, (useMDL: True, ’col-
CL:’J48 lapseTree’: True,
‘binarySplits’:  False,
'minNumObj’: 50,
‘confidenceFactor’:
0.4707, 'subtree-
Raising’: False,
‘'unpruned’: True,
‘'uselaplace’: False)
True, ‘’aic”
CL: ’SimpleLo- True, 'weight’: 0)
gistic’

Nenhum, ('per_setsize’: 94,
CL: 'LogitBoost’ 'numlterations’: 58,
'seed’: 1, resampling’:
True, 'threshold’: 4)

SC: Nenhum, ('per_setsize’: 0.9178,
CL: ’Random-’numlterations’: 4,
SubSpace’ 'seed’: 1)

SC: Nenhum, ('stop’: False, ’aic’:
CL: ’SimpleLo- True, 'weight’: 0)
gistic’

SC: Nenhum, ('stop’:  True, ’aic’:
CL: ’SimpleLo- True, 'weight’: 0)
gistic’

SC: Nenhum, (numlterations’: 15,
CL: ’Random-’'seed’: 1)
Commitee’

SC: Nenhum, (numlterations’: 75,
CL: ’'AdaBoost’seed’: 1, ’useRe-
M1’ sampling’: False,

SC: ’Symmetri- (buildCalibrationModels’:

cal Uncert’, CL: True, 'C’: 0.6278, fil-

'SV’ terType: 1, ’kernel’
‘NormalizedPolyKer-
nel’),(’missing_merge’:
True)

SC: 'OneRAttri- ('useKernelEstimator’:

buteEval, CL:False, ’useSupervi-

‘NaiveBayes’  sedDiscretization’:
False),(use_training’:
True, 'seed’: 1, 'mini-
mum_bucket’: 8)

SC: ’Info Gain (‘checkerror’:

Eval’, CL: JRip’ True, ‘optimizati-
ons’: 5, ’pruning’:

True),(missingMerge’:
True, 'binarizeNumeri-
cAttributes’: False)

SC: ’'Symmetri- (‘debug’:

cal Uncert’, CL: False),(missing_merge’:

'ZeroR’ True)

SC: ’'CFSSub- ('buildCalibrationModels’:

setEval’, ClL:False, ’'C’: 0.9876,
'SVM’ ‘filterType’: 1,
’kernel’: ‘RBFKer-

nel’),(’missingSeparate’:
False, 'search’: ’Best-

First’, ’locallyPredic-
tive’: True)
SC: ’'Gain Ra- (‘folds’: 3, ’seed’:

tion Eval’, CL:1),(missing_merge’:
’Stacking’ True)

SC: 'RELIEF (’folds’: 3, ’seed’:

Eval’, CL: 1),(sampleSize’: 7,

'Stacking’ 'sigma’: 7, ’num-
Neighbours’: 3,
‘'weightByDistance’:
False)

SC: Nenhum, (‘per_setsize’: 10, 'nu-
CL: ’Random- mlterations’: 5, 'seed’:
Forest’ 1, 'out_of bag’: False)

‘'weightThreshold’; 93)




colleges_aaup

colleges_usnews

cpu_act

credit-g

delta_ailerons

SC: Nenhum, ('stop’:  False, ’aic’:
CL: ’SimplelLo- True, 'weight’: 0)

gistic’

SC: Nenhum, ('stop’:  True, ’aic’:

CL: ’'SimplelLo- False, 'weight’: 0)

gistic’

SC: Nenhum, ('depth’: 13, 'numln-

CL: ’Random-terations’: 135, ’nu-

Forest’ mattr’: 4)

SC: Nenhum, (reset’: False, ‘decay’:

CL: ’Multilayer- True, ’hiddenLayers’:

Perceptron’ T, ‘normalizeNum-
Classes’: True, 'seed’:
1, ‘learningRate’:
0.1189, 'momentum’:
0.6711, 'nominalToBi-
naryFilter’: True)

SC: Nenhum, (numlterations’: 57,

CL: ’Random-'seed’: 1)

Commitee’

SC: ’Info Gain ('numlterations’: 51,

Eval', CL: 'Ran-’seed’: 1),(missing-

domCommitee’ Merge’: True, ’binari-
zeNumericAttributes’:
True)

SC: Nenhum, (’stop’:  False, ’aic’:
CL: ’SimplelLo- True, 'weight’: 0)
gistic’
SC: ’RELIEF ('per_setsize’: 0.4013,
Eval’, CL: 'Ran-’numlterations’: 32,
domSubSpace’ ’'seed’: 1),(sample-
Size': 0, ’sigma’: 9,
‘numNeighbours’ 2,
‘'weightByDistance’:
True)
SC:  ’RELIEF ('minVarProp’:
Eval’, CL:0.09722004643528755,
'REPTree’ ‘'minNum’: 18, ’pru-
ning’: True, ’'max-
Depth’:  14),(sample-
Size': 9, ’sigma’: 10,
‘numNeighbours’: 10,
‘'weightByDistance’:
False)
SC: ’Info Gain (reset’: False, 'decay’:
Eval’, CL: True, ’hiddenLayers’:
‘MultilayerPer- 't ‘normalizeNum-
ceptron’ Classes’: True, 'seed’:
1, ‘learningRate’:
0.7145, ‘'momen-

tum’:  0.6740, ’no-
minalToBinaryFilter’:

False),(missingMerge’:
True, ’'binarizeNumeri-

cAttributes’: True)
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delta_elevators SC: Nenhum, (’binary’: True, ’cros-|SC: ’Wrapper (reset’: False, 'decay’:

CL:’LMT sValidated’: False,|Sub Eval’, CL:True, ‘’hiddenlLayers’
'min_inst’: 14, ’proba-|'MultilayerPer- ’0’,  'normalizeNum-
bilities’: True, 'weigh-|ceptron’ Classes’: False,
ting’: 0, ’residuals’: 'seed’: 1, ’learnin-
False) gRate’: 0.6445,

‘'momentum’;  0.4071,
‘nominalToBinaryFil-

ter’: False),(threshold’:
0.0229, 'search’: 'Gre-
edyStepwise’, ’‘seed’:

1, ’ev_measure’;
‘auc’)
electricity- SC: Nenhum, (depth’: 18, 'numin-|SC: ’Info Gain ('depth’: 9, 'numlinte-
normalized CL: ’Random-terations’: 168, ’'nu-|Eval’, CL: 'Ran-rations’: 97, 'numattr’:
Forest’ mattr’: 7) domForest’ 19),(missingMerge’:
True, ’'binarizeNumeri-
cAttributes’: False)
elevators SC: Nenhum, ('buildCalibrationModelSC: Nenhum, ('per_setsize’: 0.7331,
CL:'SVM’ True, 'C’: 0.5600, ’fil-|CL: ’Random-’numlterations’: 51,
terType’: 1, ’kernel’:|SubSpace’ 'seed’: 1)
'PolyKernel’)
fri_c0_1000_5 SC: Nenhum, (useKernelEstimator': |SC:  Nenhum, ('per_setsize’: 0.3585,
CL: ‘Naive- False,  ’useSupervi-|CL: ’Random-’numlterations’ 46,
Bayes’ sedDiscretization’: SubSpace’ 'seed’: 1)
False)
fric1_1000_10  SC: Nenhum, ('numlterations’:  25,|SC: 'Symmetri- ('buildCalibrationModels’:
CL: ’Random-'seed’: 1) cal Uncert’, CL:False, °'C’: 0.8337,
Commitee’ ‘SVM’ filterType’: 2,
‘kernel’: ‘RBFKer-
nel’),(’missing_merge’:
False)

fri_c2 1000 _25 SC: Nenhum, (depth’: 17, 'numIn-|SC: Nenhum, (numlterations’: 47,
CL: ’Random-terations’> 172, ’'nu-|CL: ’Random-’seed’: 1)

Forest’ mattr’: 14) Commitee’
fri_c2_1000_5 SC: Nenhum, (‘numlterations’:  18,|SC: ’Symmetri- (reset’: False, 'decay’:
CL: ’Random-’'seed’: 1) cal Uncert’, CL: True, ’hiddenLayers’:
Commitee’ ‘MultilayerPer- 7', ‘normalizeNum-
ceptron’ Classes’: True, 'seed’:
1, ‘learningRate’:
0.1524, ‘'momen-

tum’:  0.5672, ’no-
minalToBinaryFilter’:
False),(missing_merge’:
False)




fri_c3_1000_5

fri_c4 1000_10

fri_c4_1000_25

fried

gina_agnostic

house_16H

houses

hypothyroid

SC: Nenhum, (‘numlterations’: 55,

CL: ’Random-’seed’: 1)

Commitee’

SC: Nenhum, (reset’: False, ‘decay’:

CL: ’Multilayer- True, ’hiddenLayers’:

Perceptron’ ', ‘normalizeNum-
Classes’: True, 'seed’:
1, ‘learningRate’:
0.6635, 'momentum’:
0.7700, 'nominalToBi-
naryFilter’: False)

SC: Nenhum, (depth’: 8, 'numintera-

CL: ’Random-tions’: 228, ‘numattr’:

Forest’ 22)

SC: Nenhum, ('depth’: 18, 'numln-

CL: ’Random-terations’: 191, ’nu-

Forest’ mattr’: 2)

SC: ’Symmetri- (‘per_setsize’: 0.6471,
cal Uncert’, CL: 'numlterations’: 48,
’RandomSubS- ’‘seed’: 1),(mis-
pace’ sing_merge’: True)
SC: Nenhum, ('per_setsize’: 0.7569,
CL: ’Random-’numlterations’: 32,
SubSpace’ 'seed’: 1)

SC: Nenhum, (‘per_setsize’: 71,
CL: 'LogitBoost’ 'numlterations’: 64,
'seed’: 1, resampling’:

True, 'threshold’: 3)
SC: Nenhum, ('per_setsize’ 81,
CL: 'LogitBoost’ 'numlterations’: 44,

'seed’: 1, resampling’:

False, 'threshold’: 6)
SC: Nenhum, (depth’: 16, 'numinte-
CL: ’Random-rations’: 81, ‘'numattr’:
Forest’ 13)

SC: ’OneRAttri- (‘folds’: 3, ’seed’:

buteEval', CL:1),(use_training’:

'Stacking’ True, 'seed’: 1, 'mini-
mum_bucket’: 7)

SC: ’Info Gain (‘'useMDL: False, ’col-

Eval’, CL:’J48’ lapseTree’: True, 'bi-
narySplits’: True, 'min-
NumObj: 46, ’'confi-
denceFactor’: 0.9608,
'subtreeRaising’:
False, ‘'unpruned’:
True, ‘'uselaplace’:
False),(missingMerge’:
True, 'binarizeNumeri-
cAttributes’; False)

SC: Nenhum, ('useKernelEstimator':

CL: ‘Naive- True, ‘'useSupervi-

Bayes’ sedDiscretization’:
False)

SC: Nenhum, ('per_setsize’: 0.3829,

CL: ’Random-’numlterations’: 59,

SubSpace’ 'seed’: 1)

SC: ’Gain Ra- (‘per_setsize’: 0.3380,
tion Eval, CL:’numlterations’ 44,
’RandomSubS- ’seed’: 1),(mis-
pace’ sing_merge’: True)
SC: 'OneRAttri- (bucket’:

buteEval, CL:29),(use_training’:
‘OneRR’ False, ’seed’: 1,

‘minimum_bucket’: 5)
SC: 'OneRAttri- (‘per_setsize’:

‘numltera-
45, ’seed’:

buteEval’, CL:0.7461,
’RandomSubS- tions’:

pace’ 1),(use_training’:
True, 'seed’: 1, 'mini-
mum_bucket’: 9)

SC:  'RELIEF ('debug’:

Eval’, CL: True),(sampleSize’:

"ZeroR’ 9, ’sigma’: 6, 'num-
Neighbours’: 2,
‘'weightByDistance’:
False)

SC: Nenhum, (depth’: 5, 'numintera-

CL: ’Random-tions’: 84, 'numattr’: 8)

Forest’

181



182

ke

kr-vs-kp

letter

mfeat-
morphological

mfeat-pixel

mfeat-zernike

mozilla4

mushroom

SC: Nenhum, (‘numlterations’: 53,
CL: ’Random-’seed’: 1)
Commitee’

SC: 'Gain Ra- ('folds’: 3, ’seed’:
tion Eval, CL:1),(missing_merge’:
"Stacking’ True)

SC: Nenhum, (‘numlterations’:
CL: ’Random-’seed’: 1)
Commitee’

SC: Nenhum, (reset’: True, 'decay’:
CL: ’Multilayer- False, ’hiddenLayers’:

59,

Perceptron’ '0’,  ’normalizeNum-
Classes’: True, 'seed’:
1, ‘learningRate’:
0.7516, 'momentum’:
0.2353, ’'nominalToBi-
naryFilter’: True)
SC: ’Classifier ('unclass’ True,
Attribute Eval’, folds’: 0, ’depth’:
CL: ’Random-5, ’'minlnst’: 39,
Tree’ ‘numAttr’:  0),(output-
DetailedInfo’: False)
SC: Nenhum, (reset’: False, ‘decay’:
CL: ’Multilayer- True, ’hiddenLayers’:
Perceptron’ ', ‘normalizeNum-
Classes’: False,
'seed’: 1, ’learnin-
gRate’: 0.3087,
'momentum’:  0.7056,
‘nominalToBinaryFil-
ter’: True)
SC: Nenhum, ('evaluation’: ‘auc’,
CL: ’Decision-’search’:  'GreedyS-
Table’ tepwise’, ‘'useNN’:
False, 'cv’: 1)
SC: 'CFSSub- ('bucket’: 15),(mis-
setEval,  CL:singSeparate’: True,
‘OneRR’ 'search’:  'GreedyS-
tepwise’, ’locallyPre-

dictive’: False)

SC: ’Classifier ‘numlterations’: 123,

Attribute Eval’, 'seed’: 1, ’useRe-

CL: ’AdaBoostsampling’: True,

M1’ ‘'weightThreshold’:
86),(outputDetaile-
dinfo’: True)

SC: ’'Gain Ra- (per_setsize’: 0.4124,
tion Eval, CL:’numlterations’ 49,
’RandomSubS- ’seed’: 1),(mis-

pace’ sing_merge’: True)
SC: Nenhum, (numlterations’: 48,
CL: ’Random-’seed’: 1)
Commitee’
SC: ’Wrapper (folds’: 3, ’seed:
Sub Eval’, CL:1),(threshold’: 0.0617,
‘Stacking’ 'search’:  'GreedyS-
tepwise’, ’‘seed’: 1,
‘ev_measure’: 'auc’)
SC: Nenhum, (‘'weighting’: 1, 'neigh-
CL: ’Random-bours’: 90)
Forest’
SC: Nenhum, ('per_setsize’: 0.4487,
CL: ’Random-’numlterations’: 43,
SubSpace’ 'seed’: 1)
SC: 'OneRAttri- (numlterations’: 90,
buteEval’, CL:’seed’: 1, ’useRe-
’AdaBoost M1’ sampling’: True,
‘'weightThreshold’:
89),(use_training’:
False, ’seed 1,
‘minimum_bucket’: 7)
SC: Nenhum, (K’: 59, ’crossValida-
CL:’IBK’ ted: False, ’distan-
ceWeighting’: ’No dis-
tance weighting’, ‘'me-

anSquared’: False)




nursery

optdigits

page-blocks

pbcseq

pci

pc2

pc3

pc4

False,
2.399,

SC: ’CFSSub- ('normalize’:

setEval’, CL:’lambda’:

'SGD’ ‘learningRate’:
0.0575, ‘missing’:
False),(missingSepara
True, ’search’: ’'Best-
First’, ’locallyPredic-
tive’: False)

SC: Nenhum, ('stop’: False, ’aic’:

CL: ’SimpleLo- False, 'weight’: 0)

gistic’

SC: Nenhum, (‘numlterations’: 46,

CL: ’Random-’seed’: 1)

Commitee’

SC: Nenhum, ('per_setsize’ 89,

CL: 'LogitBoost’ 'numlterations’: 51,
'seed’: 1, resampling’:
False, 'threshold’: 2)

SC: ’'CFSSub-(stop’: False, ’aic’:

setEval,  CL:False, ‘weight’:

'SimpleLogistic’ 1),(missingSepa-
rate’: False, 'search’:
‘BestFirst’, ’locallyPre-
dictive’: True)

SC: Nenhum, ('search’:

CL: '‘BayesNet’ ’'weka.classifiers.bayes
‘'useAT’: False)

SC: Nenhum, (‘numlterations’: 56,
CL: ’Random-'seed’: 1)

Commitee’

SC: Nenhum, ('per_setsize’: 0.8325,
CL: ’Random-’numlterations’: 61,
SubSpace’ 'seed’: 1)
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SC: ’Gain Ra- (‘folds’: 3, ’seed’:
tion Eval, CL:1),(missing_merge’:
'Stacking’ False)

e

SC: ’Symmetri- (‘folds’: 3, ’seed’:
cal Uncert’, CL: 1),(missing_merge’:
‘Stacking’ False)

SC: ’Classifier (bucket’:  4),(output-
Attribute Eval’, DetailedInfo’: False)
CL: 'OneRR’

SC: Nenhum, ('stop’:  True, ’aic’:
CL: ’SimpleLo- False, 'weight’: 0)
gistic’

SC: Nenhum, (numlterations’: 36,
CL: ’AdaBoost’seed: 1, ’useRe-
M1’ sampling’: False,

‘'weightThreshold’: 95)

SC: 'OneRAttri- ('unclass’ False,
Ingtegamaish. |dehl IAGNHIllAimbatgpth’;

‘RandomTree’ 0, ‘mininst’:
30, ‘numAttr’:
0),(use_training’:
False, ’seed’: 1,

‘'minimum_bucket’: 7)
SC: 'Gain Ra- ('folds’: 3, ’seed’:
tion Eval, CL:1),(missing_merge’:
’Stacking’ False)
SC: ’'CFSSub- (folds’: 3, ’seed’:
setEval,  CL:1),(missingSepa-
‘Stacking’ rate’: False, ’search’:

‘BestFirst’, ’locallyPre-

dictive’: False)
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pendigits

pollen

puma8NH

quake

rmftsa_sleepdata

segment

sick

spambase

SC: Nenhum, (reset’: False, 'decay’:

CL: ’Multilayer- False, ’hiddenLayers’:

Perceptron’ T, ‘'normalizeNum-
Classes’: False,
'seed’: 1, ’learnin-
gRate’: 0.2774,
‘'momentum’:  0.1904,
‘nominalToBinaryFil-
ter’: True)

SC: Nenhum, ‘'minVarProp’: 0.0749,

CL:'REPTree’ ’'minNum’: 3, ’pruning’:
False, 'maxDepth’: 10)

SC: Nenhum, ('depth’: 15, 'numln-

CL: ’Random-terations’: 167, ’nu-

Forest’ mattr’: 13)

SC: Nenhum, (ridge’: 5.4129e-07)

CL: 'Logistic’

SC: Nenhum, ('per_setsize’: 0.9520,

CL: ’Random-’numlterations’: 62,

SubSpace’ 'seed’: 1)

SC: Nenhum, ('stop’:  True, ’aic’:

CL: ’SimpleLo- False, 'weight’: 0)

gistic’

SC: Nenhum, ('per_setsize’ 92,

CL: 'LogitBoost’ 'numlterations’: 58,

SC:
CL:
Forest’

Nenhum, ('depth’:
’Random- terations’:

'seed’: 1, resampling’:

False, threshold’: 3)

14, 'numin-
113, 'nu

mattr’; 8)

SC: Nenhum, (numlterations’: 24,
CL: ’Random-’seed’: 1)
Commitee’

SC: 'Gain Ra- ('per_setsize’: 0.2176,
tion Eval, CL:’numlterations’: 42,
’RandomSubS- ’seed’: 1),(mis-
pace’ sing_merge’: True)

SC: ’CFSSub- (ridge’: 3.8478e-

setEval’,  CL:06),(missingSeparate’:
‘Logistic’ True, ’'search’: ’Best-
First’, ’locallyPredic-
tive’: False)
SC: 'Gain Ra-(K: 53, ‘cross-
tion Eval, CL:Validated’: True,
‘IBK’ 'distanceWeighting’:
"Weight by 1-distance’,
‘meanSquared’:
False),(missing_merge’:
False)
SC: 'Gain Ra- (‘per_setsize’ 38,
tion Eval, CL:’numlterations’: 96,
‘RandomForest’ 'seed’: 1, ’out_of_bag’:
False),(missing_merge’:
False)
SC: Nenhum, ('useKernelEstimator’:
CL: ‘Naive- False, ’'useSupervi-
Bayes’ sedDiscretization’:
True)
SC: ’'Gain Ra- (per_setsize’: 0.3939,
tion Eval, CL:’numlterations’: 35,
'RandomSubS- ’seed’: 1),(mis-
pace’ sing_merge’: True)
SC: ’Symmetri- (unclass’ False,
cal Uncert’, CL: folds’: 0, ’depth’:
'RandomTree’ 0, ’minlnst’: 20,
‘numAttr;  32),(mis-

sing_merge’: True)




splice

thyroid_sick

wind

SC: Nenhum, ('binary’: False, ’cros-

CL:’LMT’

SC: Nenhum, (numlterations’: 59,
CL: ’Random-’'seed’: 1)

Commitee’

SC: Nenhum, (reset’: False, 'decay’:
CL: ’Multilayer- True, ’hiddenLayers’:

Perceptron’

sValidated’: False,
‘min_inst’: 47, ’pro-
babilities’: True,

‘'weighting’:  0.6398,
residuals’: False)

(i ‘normalizeNum-

Classes’: False,
'seed’: 1, ’learnin-
gRate’: 0.9563,

‘'momentum’:  0.2434,
‘nominalToBinaryFil-
ter’: False)

SC: Nenhum, ('checkerror’: True,
CL: 'JRip’ ‘optimizations’: 2,
‘pruning’: False)

SC: 'RELIEF ('seed’: 1, rule’:

Eval', CL: 'Vote’ 'PROD’),('sampleSize’:

7, ’'sigma’: 6, ‘num-
Neighbours’: 9,
‘weightByDistance’:
False)

SC: Nenhum, (’per_setsize’: 0.9095,
CL: ’Random-’numlterations’: 8,
SubSpace’ 'seed’; 1)

185



186



ANEXO A - Conjuntos de Dados

Tabela A.1 — Principais caracteristicas dos conjuntos
de dados utilizados na Fase de Meta-Aprendizado, in-
cluindo nome do conjunto de dados (dados), nimero
de instancias (#inst.), nUmero de atributos (#atrib.),
dimensionalidade (dimen.), porcentagem de atributos
categoricos (%Cat.), porcentagem de atributos nu-
méricos (%Num.), porcentagem de valores ausentes
(Y%aus.) e porcentagem de instancias da classe majo-
ritaria (%oMaj.).

dados #inst. #atrib. dimen. %Cat. %Num. 9%Aus. %Maj
2dplanes 40768 11 0.000 0.00 100.00 0.00 50.09
ada prior 4562 15 0.003 57.14 42.86 0.13 75.19
adult census 32561 16 0.000 53.33 46.67 0.82 75.92
adult 48842 15 0.000 85.71 1429  0.88 76.07
ailerons 13750 41 0.003 0.00 100.00 0.00 57.61
analcatdata 475 4 0.008 66.67 33.33 0.00 87.16
apneal

analcatdata 475 4 0.008 66.67 33.33 0.00 86.53
apnea2

analcatdata 450 4 0.009 66.67 33.33 0.00 87.78
apnea3

analcatdata 841 71 0.084  0.00 100.00 0.00 62.31
authorship

analcatdata 365 4 0.011 66.67 33.33 2.05 85.48
birthday

analcatdata 120 4 0.033 100.00 0.00 0.00 65.00
boxing1

analcatdata 132 4 0.030 100.00 0.00 0.00 53.79
boxing2

analcatdata 285 8 0.028 57.14  42.86 1.18 58.60
broadway-

mult

analcatdata 100 7 0.070  50.00 50.00 0.00 73.00

creditscore
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analcatdata
dmft
analcatdata
draft
analcatdata
gsssexsur-
vey
analcatdata
halloffame
analcatdata
lawsuit
analcatdata
marketing
analcatdata
michiganacc
analcatdata
neavote
analcatdata
reviewer
analcatdata
seropositive
analcatdata
supreme
analcatdata
vineyard
analcatdata
wildcat
anneal
AP  Breast
Kidney
AP  Breast
Omentum
AP  Breast
Prostate
AP Colon
Kidney
AP Colon
Omentum

797

366

159

1340

264

364

108

100

379

132

4052

468

163

898
604

421

413

546

363

10

18

33

39
10937

10937

10937

10937

10937

0.006

0.016

0.063

0.013

0.019

0.091

0.046

0.040

0.024

0.030

0.002

0.009

0.037

0.043
18.108

25.979

26.482

20.031

30.129

100.00

40.00

55.56

11.76

25.00

100.00

50.00

66.67

100.00

33.33

0.00

33.33

40.00

84.21
0.00

0.00

0.00

0.00

0.00

0.00

60.00

44.44

88.24

75.00

0.00

50.00

33.33

0.00

66.67

100.00

66.67

60.00

15.79
100.00

100.00

100.00

100.00

100.00

0.00

0.05

0.38

0.08

0.00

0.67

0.00

0.00

40.11

0.00

0.00

0.00

0.00

63.32
0.00

0.00

0.00

0.00

0.00

80.55

91.26

77.99

90.67

92.80

68.41

55.56

93.00

56.99

65.15

76.04

55.56

71.17

76.17
56.95

81.71

83.29

52.38

78.79




AP Colon
Ovary

AP Colon
Prostate

AP Endome-
trium Breast
AP Endome-
trium Lung
AP Endo-
metrium
Prostate

AP Lung Ute-
rus

AP  Omen-
tum Kidney
AP Omen-
tum Lung

AP  Omen-
tum Ovary
AP Omen-
tum Uterus
AP Ovary
Uterus

AP Prostate
Kidney

AP Prostate
Uterus

AP  Uterus
Kidney

art

ard

aré

arsenic  fe-
male bladder
arsenic
female lung
arsenic male
bladder

484

355

405

187

130

250

337

203

275

201

322

329

193

384

121

107

101

559

559

559

10937

10937

10937

10937

10937

10937

10937

10937

10937

10937

10937

10937

10937

10937

30

30
30

22.597

30.808

27.005

58.487

84.131

43.748

32.454

53.877

39.771

54.413

33.966

33.243

56.668

28.482

0.248

0.280

0.297

0.009

0.009

0.009

0.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

25.00

25.00

25.00

100.00

100.00

100.00

100.00

100.00

100.00

100.00

100.00

100.00

100.00

100.00

100.00

100.00

100.00

100.00

100.00

100.00

75.00

75.00

75.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

0.00

59.09

80.56

84.94

67.38

53.08

50.40

77.15

62.07

72.00

61.69

61.49

79.08

64.25

67.71

92.56

81.31

85.15

85.69

96.60

95.71
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190

arsenic male
lung
audiology
autoHorse
autoMpg
autoPrice
autos

auto price
backache
badges2
balance
scale

balloon
bank32nh
bank8FM
biomed
bodyfat
boston
boston cor-
rected

breast can-
cer

breast w
breastTumor
bridges

cal housing
car

cars

chatfield 4
cholesterol
chscase cen-
sus2
chscase cen-
sus3
chscase cen-
susb
chscase cen-
sus6

559

226
205
398
159
205
159
180
294
625

2001
8192
8192
209
252
506
506

286

699
286
107
20640
1728
406
235
303
400

400

400

400

10

10
10
13

13
14

0.009

0.310
0.127
0.020
0.101
0.127
0.101
0.183
0.041
0.008

0.001
0.004
0.001
0.043
0.060
0.028
0.042

0.035

0.014
0.035
0.121
0.000
0.004
0.022
0.055
0.046
0.020

0.020

0.020

0.018

25.00

100.00
32.00
42.86
0.00
40.00
6.67
81.25
27.27
0.00

0.00
0.00
0.00
12.50
0.00
15.38
15.00

100.00

0.00
88.89
75.00
0.00
100.00
25.00
0.00
53.85
0.00

0.00

0.00

0.00

75.00

0.00
68.00
57.14
100.00
60.00
93.33
18.75
72.73
100.00

100.00
100.00
100.00
87.50
100.00
84.62
85.00

0.00

100.00
11.11
25.00
100.00
0.00
75.00
100.00
46.15
100.00

100.00

100.00

100.00

0.00

2.00
1.07
0.19
0.00
1.11
0.00
0.00
0.00
0.00

0.00
0.00
0.00
0.80
0.00
0.00
0.00

0.31

0.23
0.31
5.10
0.00
0.00
0.38
0.00
0.14
0.00

0.00

0.00

0.00

97.67

74.78
59.51
52.51
66.04
67.32
66.04
86.11
71.43
53.92

75.91
68.96
59.63
64.11
50.79
58.70
55.93

70.28

65.52
58.04
58.88
59.38
70.02
62.56
60.43
54.79
50.75

52.00

51.75

58.75




chscase
funds
chscase gey-
ser1
chscase
vine2
chscase
whale
cleveland
cmc

colic
colleges
aaup
colleges us-
news
collins

cpu

cpu act

cpu small
credit a
credit g
cylinder
bands
datatrieve
delta ailerons
delta eleva-
tors
diabetes
diggle table
a2
disclosure x
bias
disclosure x
noise
disclosure x
tampered
disclosure z
echoMonths
ecoli

185

222

468

228

303
1473
368
1161

1302

500
209
8192
8192
690
1000
540

130
7129
9517

768
310

662

662

662

662

130
336

10

14
10
23
17

35

24

22

13

16

21
40

10

0.022

0.014

0.006

0.044

0.046
0.007
0.063
0.015

0.027

0.048
0.038
0.003
0.002
0.023
0.021
0.074

0.069
0.001
0.001

0.012
0.029

0.006

0.006

0.006

0.006

0.077
0.024

33.33

0.00

0.00

0.00

53.85
77.78
68.18
18.75

5.88

13.04
14.29
0.00

0.00

60.00
65.00
53.85

0.00
0.00
0.00

0.00
12.50

0.00

0.00

0.00

0.00

33.33
0.00

66.67

100.00

100.00

100.00

46.15
22.22
31.82
81.25

94.12

86.96
85.71
100.00
100.00
40.00
35.00
46.15

100.00
100.00
100.00

100.00
87.50

100.00

100.00

100.00

100.00

66.67
100.00

0.00

0.00

0.00

0.88

0.14
0.00
22.77
1.30

17.18

0.00
0.00
0.00
0.00
0.61
0.00
4.63

0.00
0.00
0.00

0.00
0.00

0.00

0.00

0.00

0.00

7.46
0.00

52.97

60.36

54.70

51.32

54.13
57.30
63.04
70.03

52.84

84.00
74.64
69.76
69.76
55.51
70.00
57.78

91.54
53.06
50.28

65.10
53.23

52.11

50.30

50.60

52.57

50.77
57.44
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192

electricity
normalized
elevators
flags

fried

fric0 1000 10
fric0 1000 25
fric0 1000 5
fric0 1000 50
fric0 100 10
fric0 100 25
fric0 1005
fric0 100 50
fric0 250 10
fri c0 250 25
fric0 2505
fri c0 250 50
fri c0 500 10
fri c0 500 25
fric0 500 5
fri cO 500 50
fric1 1000 10
fric1 1000 25
fric1 1000 5
fric1 1000 50
fric1 100 10
fric1 100 25
fric1 1005
fric1 100 50
fric1 250 10
fric1 250 25
fric12505
fric1 250 50
fric1 500 10
fric1 500 25
fric1 5005
fric1 500 50
fric2 1000 10
fric2 1000 25

45312

16599
194
40768
1000
1000
1000
1000
100
100
100
100
250
250
250
250
500
500
500
500
1000
1000
1000
1000
100
100
100
100
250
250
250
250
500
500
500
500
1000
1000

9

19
30
11
11
26
6

51
11
26
6

51
11
26
6

51
11
26
6

51
11
26
6

51
11
26
6

51
11
26
6

51
11
26
6

51
11
26

0.000

0.001
0.155
0.000
0.011
0.026
0.006
0.051
0.110
0.260
0.060
0.510
0.044
0.104
0.024
0.204
0.022
0.052
0.012
0.102
0.011
0.026
0.006
0.051
0.110
0.260
0.060
0.510
0.044
0.104
0.024
0.204
0.022
0.052
0.012
0.102
0.011
0.026

12.50

0.00
93.10
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00

87.50

100.00
6.90

100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00

0.00

0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00

57.55

69.09
64.43
50.11
50.90
50.30
50.30
51.00
55.00
50.00
54.00
51.00
50.00
50.40
50.00
53.20
51.80
51.00
50.20
51.20
56.40
54.60
54.30
54.70
53.00
53.00
55.00
56.00
56.00
57.20
52.40
54.80
54.80
53.40
53.40
52.40
58.00
56.30




fric2 1000 5
fric2 1000 50
fric2 100 10
fric2 100 25
fric21005
fric2 100 50
fric2 250 10
fri c2 250 25
fric22505
fri c2 250 50
fric2 500 10
fri c2 500 25
fric2 500 5
fri c2 500 50
fric3 1000 10
fric3 1000 25
fric3 1000 5
fric3 1000 50
fric3 100 10
fric3 100 25
fric31005
fric3 100 50
fri c3 250 10
fri ¢3 250 25
fric3 2505
fri ¢3 250 50
fri c3 500 10
fri c3 500 25
fric3 5005
fri ¢3 500 50
fric4 1000 10
fri ¢4 1000
100

fric4 1000 25
fric4 1000 50
fric4 100 10
fric4 100 100
fric4 100 25
fric4 100 50

1000
1000
100
100
100
100
250
250
250
250
500
500
500
500
1000
1000
1000
1000
100
100
100
100
250
250
250
250
500
500
500
500
1000
1000

1000
1000
100
100
100
100

6

51
11
26

51
11
26

51
11
26

51
11
26

51
11
26

51
11
26

51
11
26

51
11
101

0.006
0.051
0.110
0.260
0.060
0.510
0.044
0.104
0.024
0.204
0.022
0.052
0.012
0.102
0.011
0.026
0.006
0.051
0.110
0.260
0.060
0.510
0.044
0.104
0.024
0.204
0.022
0.052
0.012
0.102
0.011
0.101

0.026
0.051
0.110
1.010
0.260
0.510

0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00

0.00
0.00
0.00
0.00
0.00
0.00

100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00

100.00
100.00
100.00
100.00
100.00
100.00

0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00

0.00
0.00
0.00
0.00
0.00
0.00

58.40
58.20
55.00
57.00
60.00
58.00
63.60
55.60
56.00
54.80
57.20
60.80
59.60
59.00
56.00
55.70
56.30
55.50
60.00
55.00
56.00
62.00
54.00
55.60
56.40
56.80
54.40
56.00
52.60
56.40
56.00
56.40

54.70
56.00
53.00
53.00
54.00
56.00
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fric4 250 10
fric4 250 100
fri c4 250 25
fri c4 250 50
fric4 500 10
fric4 500 100
fri c4 500 25
fri c4 500 50
fruitfly

gina agnostic
gina prior
glass
haberman
hayes roth
heart c

heart statlog
hepatitis
houses
house 16H
house 8L
housing
humandevel
hungarian
hypothyroid
ionosphere
iris

irish

jEdit 4.0 4.2
jEdit 4.2 4.3
jm1

kc1 binary
kc1 top5

kc1

kec3

kdd el nino
small

kdd internet
usage

250
250
250
250
500
500
500
500
125
3468
3468
214
306
132
303
270
155
20640
22784
22784
506
130
294
3772
351
150
500
274
369
10885
145
145
2109
458
782

10108

11
101
26
51
11
101
26
51

971
785
10

14
14
20

17

0.044
0.404
0.104
0.204
0.022
0.202
0.052
0.102
0.040
0.280
0.226
0.047
0.013
0.038
0.046
0.052
0.129
0.000
0.001
0.000
0.028
0.031
0.048
0.008
0.100
0.033
0.012
0.033
0.024
0.002
0.655
0.655
0.010
0.087
0.012

0.007

0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
50.00
0.00
0.00
0.00
33.33
0.00
53.85
0.00
68.42
0.00
0.00
0.00
7.69
33.33
53.85
75.86
0.00
0.00
60.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
25.00

100.00

100.00
100.00
100.00
100.00
100.00
100.00
100.00
100.00
50.00

100.00
100.00
100.00
66.67

100.00
46.15

100.00
31.58

100.00
100.00
100.00
92.31

66.67

46.15

24.14

100.00
100.00
40.00

100.00
100.00
100.00
100.00
100.00
100.00
100.00
75.00

0.00

0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.17
0.00
5.39
0.00
0.00
0.00
0.00
0.00
19.00
5.36
0.00
0.00
1.07
0.00
0.00
0.01
0.00
0.00
0.00
0.00
6.62

0.39

53.20
56.00
54.40
54.00
55.20
56.60
56.80
52.80
60.80
50.84
50.84
64.49
73.53
61.36
54.46
55.56
79.35
56.81
70.40
70.40
58.70
50.00
63.95
92.29
64.10
66.67
65.00
51.09
55.28
80.65
58.62
94.48
84.54
90.61
64.96

73.14
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kdd ipums la 7019 61 0.009 45.00 55.00 10.23 63.04
97 small

kdd ipums la 7485 56 0.007  70.91 29.09 7.74 89.43
98 small

kdd synthetic 600 62 0.103 1.64 98.36  0.00 83.33
control

kin8nm 8192 9 0.001 0.00 100.00 0.00 50.88
kr vs kp 3196 37 0.012  100.00 0.00 0.00 52.22
letter 20000 17 0.001 0.00 100.00 0.00 95.94
lowbwt 189 10 0.053 77.78 2222  0.00 52.38
lymph 148 19 0.128 83.33 16.67 0.00 54.73
machine cpu 209 7 0.033 0.00 100.00 0.00 73.21
MagicTelescopel 9020 12 0.001 0.00 100.00 0.00 64.84
mammography 11183 7 0.001 0.00 100.00 0.00 97.68
mc1 9466 39 0.004 0.00 100.00 0.00 99.28
mc2 161 40 0.248 0.00 100.00 0.00 67.70
meta 528 22 0.042 9.52 90.48 4.34 89.77
mfeat factors 2000 217 0.109  0.00 100.00 0.00 90.00
mfeat karhu- 2000 65 0.033 0.00 100.00 0.00 90.00
nen

mfeat 2000 7 0.004 0.00 100.00 0.00 90.00
morpho-

logical

mfeat pixel 2000 241 0.121 100.00 0.00 0.00 90.00
mfeat zernike 2000 48 0.024 0.00 100.00 0.00 90.00
molecular bi- 106 59 0.557  100.00 0.00 0.00 67.92
ology promo-

ters

monks pro- 554 7 0.013  100.00 0.00 0.00 50.36
blems 1

monks pro- 601 7 0.012 100.00 0.00 0.00 50.08
blems 2

monks pro- 556 7 0.013  100.00 0.00 0.00 51.08
blems 3

mozilla4 156545 6 0.000 0.00 100.00 0.00 67.14
mu284 284 11 0.039 0.00 100.00 0.00 50.00
mushroom 8124 23 0.003  100.00 0.00 1.33 51.80
musk 6598 170 0.026  1.18 98.82  0.00 84.59

newton hema 140 4 0.029 33.33 66.67 0.00 50.00
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no2

nursery
optdigits
OVA Breast
OVA Endo-
metrium

OVA Ovary
OVA Uterus
page blocks
pbc

pbcseq

pci

pci req

pc2

pc3

pc4

pendigits
pharynx
plasma reti-
nol

pm10

pol

pollen
primary
tumor

prnn fglass
prnn synth
puma32H
puma8NH
pwLinear
quake

rabe 266
rmftsa ctoar-
rivals

rmftsa ladata
rmftsa sleep-
data

scene
schizo

500
12960
5620
1545
1545

1545
1545
5473
418
1945
1109
320
5589
1563
1458
10992
195
315

500
15000
3848
339

214
250
8192
8192
200
2178
120
264

508
1024

2407
340

65
10937
10937

10937
10937
11
19
19
22

37
38
38
17
12
14

300
15

0.016
0.001
0.012
7.079
7.079

7.079
7.079
0.002
0.045
0.010
0.020
0.028
0.007
0.024
0.026
0.002
0.062
0.044

0.016
0.003
0.002
0.053

0.047
0.012
0.004
0.001
0.055
0.002
0.025
0.011

0.022
0.003

0.125
0.044

0.00
100.00
0.00
0.00
0.00

0.00
0.00
0.00
44.44
33.33
0.00
12.50
0.00
0.00
0.00
0.00
90.91
23.08

0.00
0.00
0.00
100.00

0.00
0.00
0.00
0.00
0.00
0.00
0.00
50.00

0.00
50.00

1.67
14.29

100.00
0.00

100.00
100.00
100.00

100.00
100.00
100.00
55.56
66.67
100.00
87.50
100.00
100.00
100.00
100.00
9.09
76.92

100.00
100.00
100.00
0.00

100.00
100.00
100.00
100.00
100.00
100.00
100.00
50.00

100.00
50.00

98.33
85.71

0.00
0.00
0.00
0.00
0.00

0.00
0.00
0.00
15.60
3.07
0.00
0.00
0.00
0.00
0.00
0.00
0.09
0.00

0.00
0.00
0.00
3.69

0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00

0.00
0.00

0.00
16.35

50.20
66.67
89.82
77.73
96.05

87.18
91.97
89.77
55.02
50.03
93.06
66.56
99.59
89.76
87.79
89.59
62.05
57.78

50.80
66.39
50.00
75.22

64.49
50.00
50.39
50.22
51.50
55.51
52.50
61.74

56.30
50.29

82.09
52.06




segment
sensory
servo

sick

sleuth
case2002
socmob
solar flare 1
sonar

space ga
spambase
SPECT
SPECTF
spectrometer
splice

stock

strikes

sylva agnos-
tic

sylva prior
tae

tecator
thyroid sick
tic tac toe
transplant
triazines
vehicle
vehicle sen-
sIT

veteran
vinnie
visualizing
environmen-
tal
visualizing
galaxy
visualizing li-
vestock

vote

2310
576
167
3772
147

1156
323
208
3107
4601
267
349
531
3190
950
625
14395

14395
151
240
3772
958
131
186
846
98528

137

380

111

323

130

435

20
12

30

13
61

58
23
45
103
62
10

217

109

125

30

10

61

19
101

17

0.009
0.021
0.030
0.008
0.048

0.005
0.040
0.293
0.002
0.013
0.086
0.129
0.194
0.019
0.011
0.011
0.015

0.008
0.040
0.521
0.008
0.010
0.031
0.328
0.022
0.001

0.058

0.008

0.036

0.015

0.023

0.039

0.00
100.00
100.00
75.86
66.67

80.00
100.00
0.00
0.00
0.00
100.00
0.00
1.96
100.00
0.00
0.00
0.00

0.00
40.00
0.00
75.86
100.00
0.00
0.00
0.00
0.00

57.14

0.00

0.00

0.00

100.00

100.00

100.00
0.00
0.00
24.14
33.33

20.00
0.00
100.00
100.00
100.00
0.00
100.00
98.04
0.00
100.00
100.00
100.00

100.00
60.00
100.00
24.14
0.00
100.00
100.00
100.00
100.00

42.86

100.00

100.00

100.00

0.00

0.00

0.00
0.00
0.00
5.36
0.00

0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00
0.00

0.00
0.00
0.00
5.36
0.00
0.00
0.00
0.00
0.00

0.00

0.00

0.00

0.00

0.00

5.30

85.71
58.51
77.25
93.88
53.06

77.85
97.83
53.37
50.40
60.60
58.80
72.78
89.64
51.88
51.37
50.40
93.85

93.85
65.56
57.50
93.88
65.34
63.36
58.60
74.23
50.00

68.61

51.32

52.25

54.18

80.77

61.38
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water treat-
ment
waveform
5000

wind
wisconsin
yeast m|8
Z00

527

5000

6574
194
2417
101

41

15

117
18

0.074

0.008

0.002
0.170
0.048
0.178

44.74

0.00

0.00
0.00
11.21
94.12

55.26

100.00

100.00
100.00
88.79
5.88

2.72

0.00

0.00
0.00
0.00
0.00

84.82

66.16

53.26
53.61
98.59
59.41
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ANEXO B - Hiper-Parametros Configurados no Espaco de Busca
Experimental do Uberband

Tabela B.1 — Métodos de Pré-Processamento e Algorit-
mos de Aprendizado do espaco de busca do Uberband
e seus respectivos hiper-parametros

Algoritmo Parametro Valores Default
Q {True, False} False
P [50,100] 100
AdaBoost M1 | 2,128] 10
S {1} 1
BayesNet D {True, False} False
Q {K2, HillClimber, LAGDHill- K2

Climber, SimulatedAnnea-
ling, TabuSearch, TAN}

Decision Stump D {True, False} False
E {acc, rmse, mae, auc} acc
Decision Table I {True, False} False
S {BestFirst,GreedyStepwise} BestFirst
X {1, 2, 3, 4} 1
L [0, 2] 0
S [0, 1] 1
, E [0.0001, 0.01] 0.001
Hoeffding Tree H 0,0.1] 0
M [0, 0.1] 0
G [0, 100] 10
O {True, False} False
u {True, False} False
B {True, False} False
J48 J {True, False} False
A {True, False} False
S {True, False} False
M [1,64] 2
C [0,1] 0.25
N [1,5] 2
E {True, False} False
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IBk

LMT

LogitBoost

Logistic

MultilayerPerceptron

NaiveBayes

OneR

PART

RandomForest

AT I ZO0OARONOVODITOIWZICD TINOT TO>»P=ZT0OITT T T XAAMOT
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z(‘D
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{True, False}
[1.5]

{True, False}
[1,64]

{True, False}
{True, False}
{True, False}
{True, False}
{True, False}
{True, False}
{True, False}
[1,64]

{0,1}

{True, False}
{True, False}
[10,100]
[2,64]

{1}

[1,10]
[1e-12, 10]
[0.1, 1]
[0.1,1]
{True, False}
{a,i, 0,1}
{True, False}
{True, False}
{True, False}
{1}

{True, False}
{True, False}
[1,32]

[2, 3]

[1, 64]
{True, False}
{True, False}
[2, 256]

{0, 1}

{0, 1}

[1, 64]

False

False

False
False
False
False
False
False
False
15

False
False
10

10

1

1
1.00E-07
0.3
0.2
False
a
False
False
False
1
False
False
6

3

2
False
False
10

RandomTree



RandomSubSpace

RandomCommitte

REPTree

Stacking

SimpleLogistic

SGD

SVM

Vote

VotedPerceptron

ZeroR

CFSSubsetEval

o

mx
©

=

>

AZ2Z202 23D M>Ps00XITES<ZIONOTONT T CZ

rZ2omg — 03D

search

[2, 32]

[2, 20]

[2, 5]

{True, False}
[2,64]

[0.01, 1.0]
{1}

[2,64]

{1}

[1, 64]
[1e-5, 1e-1]
[2, 20]
{True, False}
{10}

{1}

{True, False}
{0, 1}

{True, False}
{0,1,2}
[0.00001, 0.1]
[1e-12, 10]
{True, False}
{True, False}
[0.5, 1.5]
{0,1,2}
{True, False}
{NormalizedPolyKernel,

PolyKernel, Puk, RBFKer-

nel}
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False

10

0.5

y

10

1

2
1.00E-03
2

False

10

1

False

0

False

0

0.01
1.00E-04
False
False

y

0

False
NormalizedPolyKernel

{AVG,PROD,MAJ,MIN,MAX} AVG

{1}

[1,10]

[5000, 50000]
[0.2, 5]

{True, False}
{True, False}
{True, False}

{GreedyStepwise, Best-

First}

1
1

10000

1

False
False
False
BestFirst
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ClassifierAttributeEval

GainRatioEval

InfoGainEval

OneR Attribute Eval

RELIEF Eval

SymmetricalUncert

WrapperSub Eval

BestFirst

Greedy Stepwise

Ranker

search
M
search
M

B
search
D

S

B
search
W

M

K

A
search
M
search
E

R
T
search

Z DWW O 0O Z

{True, False}
{Ranker}
{True, False}
{Ranker}
{True, False}
{True, False}
{Ranker}
{True, False}
{1}

[1,10]
{Ranker}
{True, False}
[-1, 10]
[1,10]
[1,10]
{Ranker}
{True, False}
{Ranker}

{acc, rmse, mae, f-meas,

auc, auprc}

{1}
[0.01, 01]

{GreedyStepwise,

First}

{0,1,2}
[2,10]
{True, False}
{True, False}
{True, False}
[10, 1000]

False
Ranker
False
Ranker
False
False
Ranker
False

1

y
Ranker
False

1

y

1
Ranker
False
Ranker
acc

1
0.001
BestFirst

False
False
False
10
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