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TRATAMENTO SEMANTICO DE REGISTROS ELETRONICOS SOBRE
CUIDADOS DE AVC PARA UM MODELO DE GESTAO BASEADO EM
VALOR

RESUMO

Modelos de gestao baseados em valor requerem a precisa analise de indicadores
de saude como eventos de risco, condi¢des clinicas, manejo de pacientes e desfechos
clinicos. Atualmente essa analise € manualmente realizada através da leitura e busca por
esses indicadores nos textos presentes em registros eletrénicos de saude.

A nossa pesquisa propdée um modelo computacional de classificagdo de textos
livres, baseado em ontologias, que automatize essa tarefa de forma que ela possa ser
realizada por um computador.

Para validar o modelo proposto nés utilizamos as evolugdes clinicas de 281 pacien-
tes sob os cuidados de AVC. Foram selecionados 30 indicadores para serem identificados
nessas evolugdes. Destes 0 modelo conseguiu processar 28, e dentre eles os resultados de
classificagéo variam de 5,83 % de f1-score com mcc de 8,01 % até 94,78 % de f1-score com
mcc de 94,78 %, sendo a média, considerando os 30 indicadores, de 56,8 % de f1-score
com mcc de 57,97 %.

Palavras-Chave: Ontologias, Registros Eletronicos, AVC, Gestao de Saude.



A VALUE BASED MANAGMENT SEMANTIC ANALYSES OF STROKE
CASES IN ELECTRONIC HEALTH RECORDS

ABSTRACT

Value-based health managment models require a precise accounting of health in-
dexes such as risk events monitoring, clinical conditions, pacient handling and, cases dis-
closures. Currently this accounting is performed by manually reading and searching through
eletronic health records for this indexes.

Our research proposes a way to make this a autonomous task that can be per-
formed by a computer using a free-text concept classifier model based on ontologies.

To validate our model we tested it with digital clinical evaluations from 281 pacients
under stroke care. We've selected 30 indexes to be identified in this texts. Our model
was capable of identify and classify 28 of thoses indexes varying from °5,83 % f1-score
results and mcc score of 8,01 % to 94,78 % f1-score results and mcc-score of 94,78 %’
Considering all 30 indexes, our model reached, on average '56,8 % of f1-score and a mcc-
score 0of 57,97 %..

Keywords: Ontologies, Electornic health records, Stroke, Health managment.
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1. INTRODUCAO

Um modelo de gestao baseado em valor (GBVS) na area da saude permite a re-
muneracao e reconhecimento das instituicoes e dos prestadores de servico dessa area de
forma proporcional a qualidade do atendimento com o paciente e dos desfechos obtidos.
Dessa forma, esse sistema incentiva a busca pelo tratamento mais eficiente eficiente e pelo
melhor zelo para com os pacientes. Seguindo essas diretrizes todo o sistema de saude é
beneficiado, os 6rgaos responsaveis pelo repasse de verbas tem a certeza de estarem fa-
zendo investimento justos e necessarios, os usuarios do sistema recebem um atendimento
de melhor qualidade e com melhores resultados e as instituicoes e profissionais de saude
sao incentivados a melhorar e aprimorar as suas praticas. Para que esse modelo GBVS seja
uma realidade na rotina das instituicbes é necessario que ocorra um avango em direcao ao
uso da inteligéncia computacional (I1A) nesse cenario. Um modelo GBVS baseia-se nos
relatos dos atendimentos e servicos prestados que constam em prontuarios eletrénicos.
E através desses documentos digitais que sdo avaliados as condutas e os desfechos de
um servico prestado. Esse processo hoje, mesmo nos sistemas de prontuarios eletrénicos
de pacientes (PEP) mais avangados, precisa ser realizado de forma manual e por isso 0os
avancos na IA em direcao a automatizacao dessa tarefa € fundamental. A tarefa a ser auto-
matizada é definida como a medi¢ao precisa de caracteristicas clinicas, desfechos clinicos,
eventos de risco e manejos clinicos. Para realizar tal medicéo é necessario a identificacao
de palavras chaves, indicadores e conceitos nos textos livres das evolugées clinicas. Nosso
estudo busca viabilizar a automatizagdo desse processo auxiliando a implementacao de
uma GSBV para a linha de cuidado de Acidente Vascular Cerebral (AVC).

Para a linha de cuidados AVC especialistas dessa area elencaram 30 indicadores
gue medem a qualidade dos servigos e atendimentos prestados e que se sub-dividem em:
Caracteristicas clinicas, Manejo clinico e processos de cuidados, Escalas de avaliacao e
eventos de risco e, Desfechos e status do paciente. Estes indicadores foram escolhidos
pela capacidade de informar e quantificar o atendimento oferecido ao pacientes em termos
de qualidade. Dentre eles podemos mencionar procedimentos como a 'Trombectomia’, que
€ um indicador de Manejo clinico e processos de cuidados, uma condicao clinica como o
acontecimento de um AVC prévio ao atendimento, sendo este um indicador de Caracteristi-
cas clinicas, a Escala Braden em Escalas de avaliagdo e Eventos de Risco e, a capacidade
de Auto cuidado como indicador de Desfechos e Status do Paciente.

Para esse mesmo desafio varias abordagens utilizando aprendizado de maquina
foram implementadas e apresentaram resultados satisfatérios Zanotto et al. (2021), en-
tretanto estas requerem grande quantidade de dados anotados e capacidade de proces-
samento para o treinamento dos modelos. Nossa proposta é desenvolver uma ferramenta
computacional de IA baseada em ontologias e Processamento de Linguagem Natural (PLN)
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para automatizar a tarefa mencionada. Com essa abordagem evitamos a necessidade dos
dados anotados e do tempo de treinamento dos modelos.

A proposta utiliza técnicas de Processamento de Linguagem Natural (PLN) para
a identificacdo de termos e a ontologia para raciocinar sobre as informacdes encontradas
e inferir a classificagdo dos Indicadores. A ontologia relaciona termos e palavras chaves
elencados pelas especializadas com os indicadores e através dessas relagdes utiliza axio-
mas que permitem a inferéncia das classificagdes dos Indicadores. As técnicas utilizadas
para a deteccao das informagdes nos textos incluem modelos de word-embeddings para a
expansao de termos e listas concorrentes para a otimizagéo do processamento.

O modelo proposto foi utilizado para classificar 46.547 sentencas que foram reti-
radas das evolugdes clinicas de uma amostra dos dados de 191 pacientes que estavam
sob os cuidados AVC do hospital base. Todas as sentengas estavam anotadas com as
classificagcdes esperadas para os 30 Indicadores elencados. O modelo ap6s operar por
532,43 segundos conseguiu processar todas as sentencgas utilizadas obtendo, para os 30
indicadores, um valor médio de F1 score de 56,8 % com MCC score de 57,97 %, precisdo
de 64,89 % e revocacdo de 54,97 %. Alguns resultados individuais de alguns indicadores
como Trombdlise e Fibrilagao atrial, por exemplo, superam a marca de 80 % em todas as
métricas. Outros, entretanto, possuem um desempenho inferior a 20 % como nos casos
de Dor e Mobilidade. Uma andlise detalhada desses casos revela que esses resultados
sao diretamente proporcionais a abrangéncia dos termos e palavras chaves definidos na
ontologia.

Os detalhes do desenvolvimento desse trabalho sdo apresentados seguindo a se-
guinte forma, a Seccéo 2 ira fornecer um resumo sobre 0s principais conceitos e tecnologias
gue permeiam a concepgao deste trabalho. Na Seccao 3 detalharemos o projeto do estudo
proposto, incluindo as informagdes sobre os dados e o tratamento destes. Na Seccéo 4
discutiremos trabalhos relacionados. A descricdo dos algoritmos, da ontologia, os métodos
de PLN e, os resultados sao apresentados na Seccdo 5. Na Seccéo 6, discutiremos os
resultados obtidos. Por fim, encerramos na Secg¢ao 7 apresentando as nossas conclusdes
e consideragoes finais.
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2. CONCEITOS BASE

2.1 Modelos de gestao baseados em valor na saude publica

Um modelo de gestdo baseado em valor € uma alternativa ao atual modelo co-
mumente adotado chamado de fee-for-service (FFS), ou recompensa-por-servigo (RPS)
(Uzuelli et al., 2019). O modelo atual recompensa financeiramente as instituicbes de saude
proporcionalmente ao volume de atendimentos e procedimentos realizados (Bessa, 2011;
George e Engel, 1980). Isso é, quanto mais procedimentos séo feitos e quanto mais pa-
cientes sdo atendidos maior é a remuneragdo. Dentro da realidade do Sistema Unico de
Saude brasileiro (SUS) isso implica que o repasse de verbas e remuneragdes vindas dos
cofres publicos é feita de acordo com o volume dos servigos prestados pelos hospitais e ins-
tituicdes credenciadas (Sharecare, 2020). Nessa conta ndo é considerada a qualidade dos
atendimentos e nem os desfechos obtidos ou, a real necessidades dos procedimentos reali-
zados. Essas condi¢6es tornam favoraveis os atos de diminuicdo da qualidade dos servigos
prestados, do prolongamento dos tratamentos e, da solicitacdo de exames desnecessarios
pois por esses meios € possivel conquistar melhores repasse de verbas e remuneracoes
(Uzuelli et al., 2019; Sharecare, 2020).

A proposta de uma GSBV se propéem a modificar esse cenario (da Silva Etges
et al., 2020). Adicionando o fator qualidade na equacéao, propde-se por esta abordagem
trazer o foco para a entrega, na perspetiva do paciente, dos melhores resultados ao menor
custo possivel (Goncgalves, 2019). Através desse modelo busca-se valorizar as instituicdes
proporcionalmente a exceléncia de seus atendimentos e dos desfechos obtidos, incenti-
vando assim um maior zelo pelos pacientes, elevando o nivel de qualidade do SUS, au-
mentando, a ades&o do paciente ao tratamento e a satisfacdo da relagdo médico-paciente
(Uzuelli et al., 2019; Putnam e Lipkin, 1995). Neste sistema, as instituicdes que obtiverem
os melhores atendimentos e os melhores resultados através dos cuidados oferecidos aos
seus pacientes, serdo as que receberdao os melhores repasses de verbas e bonificagdes.

A implementagdo desse modelo baseia-se nas informagdes e dados obtidos du-
rante os atendimentos dos pacientes (da Silva Etges et al., 2020; Gongalves, 2019). Uma
forma de fazer a avaliagdo da qualidade dos atendimentos € através da analise do historico
individual de cada paciente tratado pelas instituicées, desde o momento de sua admisséo
até o momento de sua alta. Nesses historicos, também chamados de evolugoes médicas,
constam as informagdes dos procedimentos, dos tratamentos, dos manejos e dos eventos
adversos que ocorreram durante o periodo que esse paciente esteve sob os cuidados de
uma instituicao (Lee, 2010; Tsai et al., 2018). Através dessas informacdes é possivel quan-
tificar e qualificar os servigos prestados convertendo esse conteltdo em uma métrica que
ira auxiliar a elencar as instituicoes com os melhores desempenhos (da Silva Etges et al.,
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2020). Para que a GSBYV seja possivel € fundamental compreender, ter acesso e ser fami-
liarizado aos Registros Eletrénicos de Saude (RES) pois através deles sao identificados os
eventos chaves ocorridos durante o tratamento de um paciente.

Por isso, na préxima secao brevemente explicaremos o que é um RES, quais as
suas aplicacoes, vantagens, desvantagens e, como estes estao inseridos no cenario atual
da saude,

2.2 Registros Eletrénicos de Saude

Registros eletrénicos de saude podem ser definidos como o ultimo nivel evolutivo
de um projeto conhecido como o Prontuario Eletrénico do Paciente (Anderson, 1999). Os
prontuarios eletrénicos, por sua vez, tem por objetivo o uso da informatica como forma de
organizar e armazenar a informagao dos prontuarios em papel. Este projeto possui cinco
niveis evolutivos: o registro médico automatizado, o registro médico eletrdnico computado-
rizado, o registro médico eletrénico, o registro eletrdnico do paciente e o registro eletrénico
de saude. Nesse ultimo nivel apenas € que as informagdes sao interligadas de forma inte-
rinstitucional, ou seja, os dados sdo mantidos através das visitas e atendimentos ocorridos
em diferentes instituicdes com diferentes especialidades (Borges et al., 2007).

Os RES apresentam varios beneficios, dentre eles o compartilhamento dos dados,
a capacidade de recuperar informacao, a melhora da assisténcia ao paciente, a viabilidade
de trabalhar com padrdes universalmente aceitos e com vocabularios pré-definidos, a atu-
alizagao continua em nivel municipal, estadual e regional o que permite o apoio a definicdo
de politicas publicas e a regulamentacdo de demandas. De forma geral o RES facilita o
acesso as informacgdes do paciente, baliza as decisdes inerentes aos cuidados de saude
do paciente e sdo essenciais para prevenir erros médicos e acompanhar o andamento da
evolucdo de quadros clinicos (Borges et al., 2007; Standford, 2018; Patricio et al., 2011;
Galvao e Ricarte, 2011; Ltda., 2016). Porém, mesmo com essa grande lista de vantagens,
um dos principais desafios dessa tecnologia é a percepgédo que os médicos possuem dela.

A Standford Medicine e a The Harris Poll avaliaram a percepcdo dos médicos de
cuidados primarios quanto aos Registros Eletrdnicos de Saude (Standford, 2018). Dentre
as métricas obtidas, destacamos quatro delas. A primeira, indica que 71% dos pesquisa-
dos concordam que o uso de sistema de registros eletrénicos de saude contribuem para
0 cansaco e aumenta o tempo trabalhado por dia. Na segunda métrica, 69% concordam
gue mais tempo é gasto preenchendo os campos padronizados dos sistema que com o
paciente, pois eles encontram dificuldades com interfaces de pouca intuitividade. A terceira
revela que um em cada dois usuarios apontou que 0s sistema computacionais para saude
sdo muito desfragmentados e desconexos. A Ultima destacada aponta que sete dentre
dez médicos acreditam que solucionar a interoperabilidade semantica é uma das prioridade
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para que, na proxima década, os registros eletrbnicos possam se tornar mais viaveis e
conquistar mais espaco entre os prestadores de servicos.

Em uma outra pesquisa, feita pela Physicians Foundation (Brown, 2018), dentre
8774 prestadores de saude que foram indagados sobre o quanto os registros eletrdnicos de
saude afetaram suas atividades em diferentes categorias foi identificado que 39% concor-
daram nao estarem satisfeitos com o design e a interoperabilidade desses registos.

A percepcgao dos agentes de saude com relacdo a esse nivel de compartilhamento
de informag6es pode ser indicado com um dificultador a identificacdo dos indicadores ne-
cessarios para um modelo de GSBV. As institui¢des se limitam a utilizar niveis inferiores do
projeto de prontuarios eletrénicos que nao fornecem o compartilhamento dos dados e nao
fornecem as funcionalidades de padronizagcao de cadastramento desses dados. Por isso, a
maior parte das informagdes importantes que precisam ser analisadas estéo registradas em
formato de texto livre, o que dificulta e retarda a extragdo tanto manual quanto automatizada
desses dados.

Conhecer e entender esses sistemas € um passo importante para que possamos
conseguir o acesso aos dados neles contidos. Fazer isso de forma que seja esteja de
acordo com a percepcao dos prestadores de saude € um dos principais objetivos desse
trabalho para que possamos caminhar em diregdo a implementagdo de um sistema de
GSBV.

Apresentados os conceitos sobre GSBV e RES, ainda temos que apresentar um
terceiro conceito para que a base de conhecimentos desse trabalho seja construida. Por
isso, na préxima secao escreveremos sobre ontologias, suas definicoes, tipos e usos.

2.3 Ontologias

A palavra ontologia é um termo vindo da filosofia onde nesse campo significa a
explicacdo sistematica das coisas (Gomez-Perez et al., 2006).

No campo da computacdo uma definicdo comumente acordada de uma ontologia
€ a especificacao, explicita e formal, da conceitualizagdo de um dominio de interesse, onde
por formal entende-se que seja uma especificagdo compreensivel por um computador que
com esse entendimento seja capaz de realizar deducdes sobre os conceitos (Davies et al.,
2006; Barcellos e Peixoto, 2004).

Uma ontologia normalmente inclui um vocabulario de termos e as especificacdes
dos seus significados, 0 que engloba as definicoes e as relacdbes de como o0s conceitos
estao inter-relacionados impondo uma estrutura sobre um dominio e limitando as possiveis
interpretagdes dos termos (Gomez-Perez et al., 2006).
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Os componentes basicos de uma ontologia sdo as classes, estas organizadas em
uma taxonomia, as relacdes, que retratam o tipo de interacéo entre os conceitos do dominio,
0s axiomas, que sdo usados para moldar sentencas que devem ser sempre verdadeiras,
e instancias, que sao utilizadas para representar os préprios dados (Barcellos e Peixoto,
2004).

A tendéncia que se observa € o largo uso de ontologias em areas como engenha-
ria de conhecimento, inteligéncia artificial, design e integracao de base de dados, gerencia-
mento de informacdes relacionadas ao processamento de linguagem natural, integracdes e
recuperacoes de informagdes, e em campos emergentes como a web semantica (Gomez-
Perez et al., 2006).

Ontologias podem ser classificadas de acordo com o seu nivel de formalidade.
Um desses niveis é conhecido como ‘is-a’, em que 0s conceitos sdo organizados de acordo
com uma organizacao de conjuntos e subconjuntos (Lassila e McGuinness, 2001). Uma
forma de descrever uma ontologia nesse nivel € utilizando uma linguagem de ontologia web
(OWL).

2.3.1 Ontologias OWL

A W3C Web Ontology Language (OWL) é uma linguagem da web semantica pro-
jetada para representar ricos e complexos conhecimentos sobre coisas, grupos de coisas,
e as relac6es entre as coisas (Group, 2012).

Uma ontologia OWL pode formalizar um dominio, definindo classes e propriedades
destas classes, definir individuos e afirmacdes sobre eles e, usando-se a semantica formal
OWL, especificar como derivar consequéncias légicas, isto é, fatos que nao estao presentes
na ontologia, mas sao vinculados pela seméntica (Welty et al., 2009).

Uma ontologia OWL é composta por Individuos, que representam objetos de inte-
resse de um dominio, Propriedades que sao relagdes binarias entre individuos e, Classes
que sao interpretadas como conjuntos que contém individuos (Horridge et al., 2004).

A OWL foi projetada para prover uma linguagem de ontologia que pudesse ser
usada para descrever, de um modo natural, classes e relacionamentos entre elas em docu-
mentos e aplicagcdes Web (de Lima e de Carvalho, 2005).

Observando esse conceito percebemos que podemos utilizar essa tecnologia para
organizar as informacdes presentes nos RES, relacionado termos e dados-chaves a con-
ceitos especificos, possibilitando que uma aplicagdo computacional possa usar essa orga-
nizacao para realizar a operagao de deteccao automatica das informacgdes relevantes para
a implementagcédo de um modelo de GSBV.
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24 Word Embeddings

O ultimo conceito que apresentamos é o de 'Word Embeddings’. Este conceito
pode ser descrito como a vetorizagao de palavras e compdem uma das unidades fundamen-
tais dos algoritmos de processamento de linguagem natural e sdo utilizados para modelar
matematicamente a representagao de palavras considerando suas relagdes de similaridade
semantica e sintatica no contexto em que ocorrem (Corréa Cordeiro et al., 2018). Com essa
ferramenta, € possivel inferir relagdes de similaridade entre duas palavras a partir do célculo
da distancia entre seus vetores (Mikolov et al., 2013).

Exemplificando, suponha que nds temos um conjunto de textos com sete palavras
(bee, eagle, goose, helicopter, drone, rocket, e jet) e trés conceitos (wings, engine, e sky),
no espaco vetorial cada palavra é caracterizada por trés coordenadas que correspondem
ao numero de vezes que a cada palavras é encontrada em cada contexto. Supondo que,
helicopter nao aparegca no contexto wings e ocorra duas vezes em engine e quatro em
Sky as suas coordenadas seriam entédo (0,2,4), de forma similar cada palavra ocupa uma
posicao especifica nesse espaco vetorial, como é ilustrado na figura 2.1 (Desagulier, 2008).



sky 4

Wings

Figura 2.1 — llustracdo de um espaco vetorial com Word Embedding (Desagulier, 2008).

I
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O processo de aprendizado de um modelo Word Embeddings € feito através de
um rede neural sobre uma tarefa especifica, como classificacdo de documentos ou é feita
através de um processo ndo supervisionado usando uma analise estatistica de documentos.
Com esse treinamento é possivel captar o significado das palavras e quais sdo usadas em
contextos similares e portanto retratando a similaridade entre elas (Brownlee, 2019).

Dessa forma € possivel expandir um conjunto de palavras e termos conhecidos
com as palavras aprendidas como similares dentro de um contexto.

Como a premissa de uma GSBV se baseia na andlise de textos livres em prontua-
rios as ferramentas de word embeddings podem ser exploradas para realizar a expansao
dos termos e conceitos que precisam ser encontrados nesses textos e assim, possivel-
mente, melhorar o desempenho de modelos computacionais nessa tarefa.
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3. PROJETO DO ESTUDO

3.1 Questionamento proposto

O principal propésito desse estudo é verificar a aplicabilidade e o desempenho de
um modelo computacional baseado em ontologias na tarefa de detectar de forma automati-
zada e precisa as informacdes em texto livre de prontuarios eletrdnicos.

3.2 Dados disponiveis

Para responder o nosso questionamento trabalhamos com a detecgéo de informa-
cbes das evolucoes médicas de pacientes da linha de cuidados de acidentes vasculares
cerebral.

Esta decisédo foi tomado devido a disponibilidade dos dados pertencentes a este
dominio e, pela proximidade a uma equipe de especialistas desse dominio. Os dados dispo-
niveis para esse estudo sao os textos de evolugdes clinicas de 281 pacientes hospitalizados
no hospital-base para tratamento de AVC. Estes dados datam da primeira internagéo no dia
01/01/19 até a ultima alta no dia 23/07/2019.

3.3 Caracterizacao do problema

O desafio apresentado caracteriza-se pela deteccao de informacdes em textos li-
vres de prontuarios eletrénicos. Essas informagdes foram organizadas, com o auxilio de
uma equipe de especialistas de dominio, em 30 indicadores. Estes indicadores foram divi-
didos em quatro sub-grupos: Caracteristicas clinicas; Manejo clinico e processo de cuidado;
Escalas de avaliagéo e eventos de risco; Indicadores clinicos, desfechos e status do paci-
ente. Essa divisdo € proposta para que seja possivel diferenciar os indicadores que sao
especificos da linha de cuidados AVC, dos indicadores que sao genéricos a outras linhas
de cuidados. Na Tabela 3.1 apresentamos todos os indicadores e seus sub-grupo.

No Anexo A sao descrito em detalhes esses indicadores, e sdo definido quais sao
as sentencgas, os termos e as palavras chaves que sao utilizados para identificar a presenca
ou confirmacao de um determinado indicador em uma determinada parte da evolugéo. Este
levantamento de termos além de auxiliar na tarefa sendo abordada também apresenta po-
tencial valia para servidores de saude que podem usar esta lista como referéncia para
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Tabela 3.1 — Resumo das variaveis e seus sub-grupos

Sub-Grupo Variaveis
Doenca Coronaria AVC Prévio Dislipidemia Etilista
Caracteristicas Clinicas Fibrilagao Atrial Hlper;gnsao_Arterlal Cancer Diabetes
istemica
Obesidade Tabagismos

Manejo Clinico e o . .
Processo de Cuidado Localizagao Trombectomia Trombolise
Escala de Avaliacdo e IHemorra_gla Queda Escala Brande Risco de Queda
Eventos de Risco - nt.racranlana =

Indicativo de Infeccao
Desfechos e Obito Dor Alimentacao Forga
Status do Paciente Paresia Mobilidade Nivel de Mobilidade = Comunicacao

Capacidade Cognitiva Rankin Auto Cuidado NIH

unificar e alinhar as formas de se expressar e se comunicar durante a composicao das

evolugdes.

Na Tabela 3.2 apresentamos as descrigdes de alguns dos indicadores, como de-
vem ser feita a classificacdo destes, quais sdo as caracteristicas generalizadas dessas
classificagdes, quais sao os exemplos de sentencas que sao utilizados pelas especialistas
para identifica-los e, quais dos demais indicadores compartilham as mesmas caracteristicas
e portanto sao classificadas de modo semelhante.



Tabela 3.2 — Descricao dos indicadores e de suas classificacdes

Caracteristica de

Indicadores com

Indicador Descricéo do Indicador Classificacoes Classificacao Exemplos de Sentencas caracteristica similares
Sem mencao ao Doenca Coronaria
eng Sem mengao explicita ’Sem histéria pregressa de dislipidemia’ Fibrilagéo Atrial
procedimento N
Diabetes
- B L . . Mengéo explicita da ndo ’N&o trombolisado - delta’ Hlperlgns»ao_Arlerlal
Trombolise Refere ao possivel manejo clinico que o paciente AVCi recebeu. . = . P . . Sistémica
Procedimento n&o realizado | ocorréncia do indicador através G indicaca bélise’ Dislipidemi
do termos ontraindicagdo a trombolise islipidemia
’Sem janela trombolitica’ Trombectomia
Mengao explicita da ocorréncia "Trombélise endovenosa’ Hemorragia Intracraniana
Procedimento Realizado do indicador através de termos YAIte_pIase i i Obito
Avci trombolisado
Doenga ausente Sem mengoes "Trombélise endovenosa’
Obesidade Obesidade Mengao explicita da ocorréncia do indicador 'imc > 30 Paresia
Doenga presente ) - - ) N
através de termos,acompanhados ou ndo de valores numéricos | 'obeso’
Sem mencéo ao evento Sem mengbes ‘indice de massa corporal = 30’
. = - < . Menc&o explicita da ndo ocorréncia s . i
AVC prévio Amdem’e yascule}r ce[ebfal, nao especificado como Evento ndo ocorrido do indicador através de termos Sem histéria de AVC prévio Cancer
hemorragico ou isquémico e Infarto Cerebral 5 — ——
Menc licita d éncia do indicad . AVC isquémico prévio
Evento ocorrido lencao explicita da ocorréncia do indicador através “Histéria prévia: AVCi AVCh’
de termos e em um determinado tempo. 'AVC em 2008’
Sem mencao a condi¢do Sem mengbes "AVC isquémico prévio’
Tabagista Mencéo explicita do indicador "Tabagista’
Registro do consumo condicionado a 9 através de termos "Fumante’
Tabagismo dependéncia de cigarros ou outros produtos que . Menc&o explicita do indicador através "Ex-tabagista’ Etilismo
Ex-tabagista R , R s
contenham tabaco. de termos e em um determinado tempo Tabagista no passado
= . Mengao explicita da ndo ocorréncia "Nega tabagismo’
Né&o tabagista LY s -
do indicador Nao tabagista
Sem mencao a condi¢do Sem mengoes "Tabagista no passado’ Alimentacao
Localizacdo | Indica o local de presente momento do paciente Mencao explicita da classificagao
¢ P P . Emergéncia do indicador através "evolucao didria - emergénca’ Queda
de termos
Mengéao explicita da classificagao
CTI do indicador através ‘Interna na UTI apés procedimento’ Comunicacao

de termos

Unidade de internagéo

Menc&o explicita da classificacao
do indicador através
de termos

"Enfermagem C1’

Escala Braden

Escala de Braden é um recurso utilizado
nas Unidades de Terapia Intensiva para
medir o risco dos pacientes criticos

de desenvolverem lesdes por pressao.

Sem mencao a condi¢do

Sem mengoes

"Paciente deu entrada na Ul ap6s procedimento’

Risco baixo (braden>=17)

Menc&o explicita da classificacao
do indicador através

de termos, acompanhados ou nao
de valores numéricos

’Baixo risco: escore = 20’

Mengao explicita da classificagcao
do indicador através

Risco médio (16<braden<13) = ‘escore: 15’
de termos, acompanhados ou ndo
de valores numéricos
Mengéo explicita da classificacao

Risco alto (braden<=12) do indicador através ‘escore = 13’

de termos, acompanhados ou ndo
de valores numéricos

Risco de Queda

Indicativo de Infeccao

Dor

Capacidade Cognitiva

Indica a capacidade de superar ou opor-se a uma

Sem mengao a situagao atual

Sem mengoes

"Enfermagem C1’

Classificagao do escore por termos,

Nivel de Mobilidade

A . e Escore 0 = - "N&o percebe contragdo. Plegia. Escala Rankin
resisténcia por meio da atividade muscular, acompanhados ou nao de valores numéricos
Forca conformve ~es&:ala dg grau de forga, Escore 1 Classificagao do escore por termos, N "Trago de contragdo sem produgdo de moviemento’ NIH
composi¢des descritivas ou acompanhados ou nao de valores numéricos
nivel de mobilidade associado. Escore 2 Classificagao do escore por termos, ‘Contragdo fraca, elimina gravidade’
acompanhados ou ndo de valores numéricos ’
Escore 3 Classificagao do escore por termos, B ’Realiza_m?vir_nentq <_:ontra a gravidade, porém
acompanhados ou n&o de valores numéricos sem resisténcia adicional’
Escore 4 Classificagao do escore por termos, o "Realiza movimento contra a gravidade e resisténcia
acompanhados ou nao de valores numéricos externa’
Escore 5 Classificagao do escore por termos, - "Supera maior quantidade de resisténcia’
acompanhados ou nao de valores numéricos
Movimento limitado ou fraco, motilidade num padrao abaixo do normal. Sem mengéo a situagao Sem mengdes "Contracao fraca, elimina gravidade’ Mobilidade
Paresia Precisdo do movimento, amplitude do movimento e a resisténcia muscular Mengao explicita do indicador, através de termos, "Apresenta hemiparesia’

localizada, ou seja, refere-se a um comprometimento parcial, uma perda de forga.

Registro de paresia

ou relac@o com a classificagao de outras classes

Se indicador Forca tiver escore < 3

Ge
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Na tabela 3.2 observamos que, por exemplo, para identificar que um paciente pos-
sui a condicao clinica de obesidade € necessario que ao longo da evolugéo esteja presente
termos como ‘obesidade’ ou alguma a mengao ao seu imc’ sendo que o valor deste deve
ser maior que 30.

Tomemos por exemplo o seguinte trecho de uma evolugdo médica retirada dos
dados disponibilizados:

Cardiologia - inicio acompanhamento a pedido da Dra. nome do médico-

Sra.nome do paciente, 78 anos

# HAS desde os 35 anos

# DM em tto desde os 60 anos

# Fibrilacao atrial em 2008-2009 (uso de amiodarona até fev/2017)

recorréncia de FA documentada desde margco/2019 - reiniciou amiodarona e usou até abril/19
# Obesidade

Eco com dilatagdo biatrial (AE 4.9cm)

AVCi - trombolise com delta t 4h
NIHSS chegada: 5/ Apds trombdlise: 4 / Apos 24h: 1
Apdés trombolise, vomitos e hipotensao (60x40) - revertido com SF 250ml

Esse texto, através da presenca do termo ‘obesidade’, seria classificado como in-
dicador de que o paciente possui a condigao clinica de obesidade. Além disso, percebemos
a presenca do termo ‘frombdlise’, sem negacoes explicitas como nas sentencas de exem-
plos 'Sem janela trombolitica’ ou 'N&o trombolisada’, por isso, este texto também seria um
indicador de que este paciente realizou este procedimento. Também podemos perceber
a indicacao da condicao de Diabetes através do termo '‘DM’, da realizacdo da Fibrilacao
atrial com a explicita mencéao de ‘Fibrilacdo atrial’, da condigdo de Hipertensdo com o termo
'HAS’ e, do escore de NIHSS.

Através dessa identificacdo de termos em sentencas que as classificagées sao
feitas pelos avaliadores da evolug&o. Por isso, conhecer esses conjuntos de termos e como
eles se relacionam com os indicadores é importante para o processo de automatizagao do
processo de classificacao das evolugoes.

Na Tabela 3.3 mostramos os principais termos utilizados para cada classe dos
indicadores expostos na Tabela 3.2. Na Tabela 3.4 contamos o total de termos identificados
para todos os indicadores exemplificados na Tabela 3.2, no anexo B listamos os termos
e a contagem de termos para todos os indicadores. Todos os termos foram elencados e
definidos pelos especialistas de dominio.

Do levantamento dos termos percebeu-se que alguns termos sao relevantes a
mais de um indicador, como é o caso do termos delta’ que € utilizado na identificacao
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Tabela 3.3 — Termos elencados para os indicadores exemplificados

Indicador Classificacbes Termos identificados
reperfusdo, terapia, indicacao,
Procedimento nio realizado contra@nd?cado, trombolit_ico,
Trombolise contraindicacgdo, trombdlise, nao,
trombolisada, sem, delta, janela
delta, reperfusao, terapia, sem,
Procedimento Realizado contraindicacgao, alteplase, trombolisada,
trombolitico, trombdlise
. Doencga ausente imc
Obesidade obesa, obeso, obesidade, imc, indice, massa,
Doenga presente
corporal
. Evento ndo ocorrido sem, avc
AVC prévio . .~
Evento ocorrido ac[d'ente, vasculgr, cgrgbral, encefalico,
prévia, avch, avci, prévio, avc
Tabagista fumante, tabagismo, tabagista
Tabagismo Ex-tabagista ex-fumante, ex-tabagista, tabagista, passado
Nao tabagista nega, tabagismo, tabagista
Emergéncia emergéncia
Localizacao | CTI fisioterapia, intensiva, terapia

Unidade de internacao

internacao, unidade, al, a2, a3, a4, b1, b2, b3,
b4, c1, c2, c3, c4,d1, d2, d3, d4, el, e2, 3, e4

Escala Braden

Risco baixo (braden>=17)

braden

Risco médio (16<braden<13)

braden

Risco alto (braden<=12)

braden

Escore 0

paralisia, plegia, plégico, nao, contracédo

Escore 1 sem, contragao, movimento
Escore 2 contracao, fraca, elimina, gravidade
Forca e . :

Escore 3 resisténcia, contra, gravidade, movimento
resisténcia, contra, gravidade, movimento,

Escore 4 .
forca, perda, leve, sutil

Escore 5 maior, resisténcia, supera, forca

Paresia Registro de paresia forca, mie, perda, hemiparesia, hemiparético, parético

dos indicadores 'Trombdlise’ e 'Trombectomia’. Percebemos que se a classificacdo deste
indicadores dependesse apenas desse termo teriamos dificuldades em des-ambiguar a
classificacdo. Entretanto, também foi constatado que poucos indicadores possuem ape-
nas um termo como palavra chave para classificacdo e que na maioria dos indicadores as
composicoes dos termos elencados sdo Unicas € ndo geram ambiguidades.

Com os exemplos e termos definidos podemos perceber que existe uma relagéo
de pertencimento ou existéncia entre os termos e os textos das evolugdes. Ou seja, um
conjunto de termos se relaciona com um conjunto de sentencas de forma que ao estarem
presentes nesses textos eles as qualificam e indicam a presencga dos indicadores ao quais
queremos identificar para fazer a avaliagao do atendimento prestado.
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Tabela 3.4 — Termos elencados para os indicadores exemplificados
Indicador Classificagdes Total de Termos | Total de Termos Diferentes
Procedimento nao realizado 14
Procedimento Realizado
Doenca ausente
Doenca presente
Evento n&o ocorrido
Evento ocorrido
Tabagista
Tabagismo Ex-tabagista
Nao tabagista
Emergéncia
Localizacao | CTI
Unidade de internacao
Risco baixo (braden>=17)
Escala Braden | Risco médio (16<braden<13)
Risco alto (braden<=12)
Escore 0
Escore 1
Escore 2
Escore 3
Escore 4
Escore 5
Paresia Registro de paresia

Total 86

Trombdlise

Obesidade

4

AVC preévio 10

26

Forca 18

o & N w| & w0l =) =) = o] =] w| K| w| © | A= o 2

3.4 Definicao do método

A nossa abordagem para a deteccédo dos indicadores contidos nos diferentes ni-
veis de prontudrios eletrénicos é a sumarizagdo em classes dos textos livres contidos nas
evolucbes. Essa solugdo permeia os sistemas de prontuarios eletronicos ja existentes,
dando a eles a capacidade de continuar a operar da forma como foram projetados e ainda
compartilhar os dados requeridos. Dessa forma acreditamos que os profissionais da saude
poderao continuar utilizando o nivel de prontuarios eletrénicos aos quais estao acostuma-
dos e nao precisaram ceder a padronizagdes de um sistema unificado, como sugere um
sistema de RES. Estes profissionais poderdao também continuar utilizando a linguagem na-
tural em suas evolugbes de forma a conservar a privacidade de seus métodos e condutas,
uma vez que a informacao exposta das evolugbes sera um resumo em conceitos-chaves
dos eventos e das situagdes ocorridas durante o servico prestado a um paciente.

A Figura 3.1 representa todo o processo do projeto sendo que o projeto de estudos
presente se propde a abordar somente a parte destacada, isso €, a composi¢cdo do modelo
de classificagao.
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EvolucBes medicas

Instituicdo 1 2. Az evolugbes sdo classificadas e os indicadores o

vinculados as evolugbes

Evolucfies médicas 2 Modelo de Sistema de calculo de
Instituiciio 2 Pl Classificagio = qualidade do
) —1 & atendimento

EvolucBes medicas
Instituicdo 'n’

. o ’ . ‘Rankeamento’ dos
1. Evolucdes médicas em linguagem natural sao atendimantos

enviados ao modelo

3. Baseado nos indicadores vinculados a qualidade do
atendimento é calculada e as instituicbes =30 rankeadas’

Figura 3.1 — Contextualizagédo do modelo.

Por termos a colaboracao de especialistas de dominio optamos por construir um
modelo baseado em uma ontologia e um algoritmo de deteccado de textos. Objetivamos
aproveitar o conhecimento trazido por essa equipe organizando as informagdes fornecidas
e levantadas por ela de uma forma que seria possivel relacionar os conjuntos de termos
e palavras chaves com os textos das evolugdes permitindo, de forma automatizada, o pro-
cesso de deducgdo das classificagcbes como exemplificado anteriormente.

Para esse fim, a ontologia criada tem trés principais caracteristicas. A primeira é
como um dicionério, dos termos e palavras chaves que precisam ser encontrados nos textos
e evolugdes e que séo utilizados pelo algoritimo. A segunda caracteristica € conceitualizar
os indicadores a serem classificados e modelar a relacao deles com os termos elencados.
A terceira é, apés a identificagdo dos termos nas sentencgas, armazenar as sentengas com
a associacao dos termos identificados pelo algoritmo e a partir dessas associagdes realizar
0 processo de inferéncia para a classificacdo dessas sentengas nas classes que modelam
os indicadores. A Figura 3.2 apresenta o fluxograma do método projetado.

3.5 Medidas de avaliacao adotadas

Para a avaliacdo dos resultado obtidos foram utilizados as métricas ‘f1-score’,
‘'mcc-score’, 'Precision’, 'Recall’ e, ‘Accuracy’. Estas métricas sdo baseadas na matriz
de confusdo que relaciona os resultados obtidos das classificacbes em °‘Falsos Positivos’,
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Modelo de Classificacio

Ontologia

3. Realiza o processo de inferéncia

1. Informa os termos e palavras chaves a serem identificados

J,

2. Constroi e armazena o conceito da senfenca com os termos encontrados Algorit
goritmo

Evolucies médicas Evolucdes médicas
Instituicéo 1 Instituicio 2

Figura 3.2 — Fluxo do método adotado

Evolugies médicas
Instituicdo 'n’

Classificacdo das
Sentencas

'Falso Negativos’, 'Verdadeiros Positivos’ e, 'Verdadeiros Negativos’ (Joseph, 2009; Chicco
e Jurman, 2020).

Estes valores séo obtidos conforme as equagdes exposta a seguir:

Recall = % (3.1)
Accuracy = % (3.2)
Precision = % (3.3)

F, score = 2 « Precision * Recall (3.4)

Precision + Recall

vee - VP *VN - FV * FN 35
(VP + FP) * (VP + FN) * (VN + FP) * (VN + FN)

A Tabela 3.5 explicita quais as condi¢des, dentro do contexto do problema pro-
posto, que caracterizam as classificacbes de verdadeiros positivos, verdadeiros negativo,
falsos positivos e falsos negativos.
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Tabela 3.5 — Descricao das condi¢cdes de classificagao

Verdadeiros Positivos

Verdadeiros Negativos

Valor anotado = Valor classificado E Valor Anotado # (Oou — 1)

Valor anotado = 0 E Valor Classificado = 0

Valor anotado = -1 E Valor Classificado = -1

Falsos Positivos

Falsos Negativos

Valor Anotado = 0 E Valor Classificado # (0E — 1)

Valor anotado # —1EValorclassificado = —1

Valor anotado # ValorclassificadoEValorAnotado +# (Oou — 1)

Valor anotado # (—1EOQ)EValorclassificado = 0

Valor anotado = -1 E Valor classificado # (Oou — 1)
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4. TRABALHOS RELACIONADOS

Nesta secao apresentamos alguns trabalhos relacionados do campo da ciéncia da
computagéo, para que possamos ter um compreendimento melhor de como a utilizagéo de
ontologias tem sido aplicada em processos de classificacao de textos. Fazemos uma revi-
sao de 9 trabalhos que empregam ontologias na resolucéo do problema de classificacdo de
textos livres. Os 9 trabalhos estudados foram: 'A Comparative Study for Domain Ontology
Guided Feature Extraction’ (Wang et al., 2003), ‘Ontology-Based Multilabel Text Classifi-
cation of Construction Regulatory Documents’ (Zhou e EI-Gohary, 2015), ‘Ontology-based
text classification into dynamically defined topics’ (Allahyari et al., 2014), 'Ontology-guided
feature engineering for clinical text classification’ (Garla e Brandt, 2012), ‘Using ontology-
based text classification to assist Job Hazard Analysis’ (Chi et al., 2014), 'Fostering na-
tural language question answering over knowledge bases in oncology EHR’ (Schwertner
et al., 2019), 'Ontology-based information extraction for juridical events with case studies
in Brazilian legal realm’ (de Araujo et al., 2017), ‘Ontology based Concept Extraction and
Classification of Ayurvedic Documents’ (Gayathri e Kannan, 2020), ‘Ontology-based clinical
information extraction from physician’s free-text’ (Yehia et al., 2019).

Da andlise dos trabalhos vemos que (Wang et al., 2003), (Zhou e EI-Gohary, 2015)
e, (Garla e Brandt, 2012) utilizam algoritmos de aprendizado de maquina em alguma parte
do processo de classificagdo, tanto para aprendizado dos conceitos-termos ou para a o
processo de classificacdo em si. Para evitar a necessidade de treinamento de um modelo
de aprendizado de maquina, reduzir a quantidade de dados anotados, em nossa aborda-
gem sugerimos que a ontologia deveria ser a ferramenta classificadora baseando-se no
conhecimento nela modelado e sendo auxiliada por um algoritmo de detecgcéao de textos.
No trabalho (Allahyari et al., 2014) encontramos exatamente essa abordagem, onde utiliza-
se a ontologia como classificador. Nesse trabalho os autores fazem a projecéo e selecéao
de grafos para efetivar a classificacdo. Em nossa abordagem buscamos uma solu¢cado mais
simplificada através da deteccao de termos em sentencas. Em (Chi et al., 2014) a onto-
logia foi criada de forma semi-automatica. Porém devido a baixa quantidade de dados a
abrangéncia dos resultados ndo atinge bons indices. Aprendemos desse trabalho que para
obter bons resultados precisamos criar a ontologia do forma manual, ou termos uma grande
guantidade de dados. Vendo o trabalho (Schwertner et al., 2019) notamos que a ontologia
foi criada a partir da analise textual das sentengas identificando conceitos chaves em cada
uma delas. A ontologia é entdo utilizada para a definicdo da relagao entre entidades e
as sentencgas de forma a utilizar essas relagdes para melhorar as buscas de respostas. A
similaridade ao nosso trabalho vem nesse ponto onde também temos termos chaves iden-
tificados nas sentencas. No estudo feito em (Gayathri e Kannan, 2020) vemos um desafio
similar ao nosso, onde € preciso identificar informacdes dentro dos textos, a divergéncia
€ que além de detectar essas informacdes os autores precisavam definir a importancia e
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relevancia dessas informacodes. Sendo esta Ultima parte fora do nosso escopo ressaltamos
0 uso de uma ontologia de dominio como suporte e base para o processo de classifica-
cao e extracdo de informacgédo. No artigo (Yehia et al., 2019) ap6s superado o desafio da
conversao dos textos escritos a mao para formatos digitais, podemos observar o uso de on-
tologias de dominio para classificar sentengas em conceitos presentes nessas ontologias.
As classificagcbes sao feitas através de um conjunto de regras baseados nas relagdes de
pertencimento entre os dados extraidos e os conceitos definidos.

O trabalho (de Araujo et al., 2017) apresenta a ontologia como ferramenta classifi-
cadora através do processo de inferéncia realizado através de regras linguisticas elencadas
por especialistas do dominio criadas através da analise dos termos presentes nas senten-
cas dos textos. Divergindo apenas no dominio este trabalho se alinha com o nosso em
todos os outros aspectos, mostrando excelentes resultados para esse tipo de abordagem.

Na Tabela 4.1 compilamos os principais desafios de cada trabalho, assim como as
abordagens e metodologias utilizadas para a solugdo dos problemas.

Todos esses trabalhos e seus resultado nos indicam que o uso de ontologias de
dominio podem auxiliar e até mesmo serem os fatores principais dos processos e sistemas
de classificacado de textos e nos encorajam a seguir o caminho tragado e previsto na Secao
3. Assim na préxima secc¢ao detalharemos como a nossa abordagem foi implementada para
resolver o nosso problema exposto.



Tabela 4.1 — Resumo dos trabalhos selecionados

Trabalho Desafio Solucao Dados Resultados
- . . Uma ontologia de dominio hierarquica que reduz Documentos de 10 journals da base de dados A ontolggla proposta consequiu reduzwr .
Resolver as dificuldades sofridas por algoritmos Ny P . " N a quantidade de caracteristicas necessarias para
P " a quantidade de caracteristicas a serem extraidas MEDLINE. 150 artigos foram selecionados. N
[WMABO3] | de classificagao de textos e, algoritmos X = Ny i~ os algoritmos de KNN melhorando a performance
= o dos documentos e guia o processo de extracao Destes 50 aritgos foram utilizados para testes e ol
de selecao de caracteristicas. P A destes no processo de classificagdo atingindo
e classificagéo. 100 para validagao. . o
uma acuracidade de 83%
Os resultados mostram que o algoritmo baseado em
Classificar documentos de textos em categorias Um algoritmo de classificagdo de textos baseado Vinte e cinco documentos regulatérios de ontologia obteve melhores resultados quando
[ZEG16] pré-definidas para automatizar a verificagao de regras em ontologias de dominio que utilizam as construgdes foram utilizados e deles comparados com modelos de classificagédo baseados
regulamentorias de projetos de construgdes. caracteristicas semanticas dos textos. foram selecionados 2400 clausulas. em aprendizado de méquinas em 4 métricas diferentes.
Os valores obtidos foram recall de 98,7% e precision 92,7%.
Uma ontologia de dominio e um coniuntos de topicos A ontologia atingiu uma precisdo média de 93,8% ao classificar
'ma ontolog . um conj > 10p - . os textos em tépicos de contextos de alto nivel.
Classifi . sé&o utilizados para medir a similaridade seméantica Corpus de noticias extraidos do Reulers RSS feed e iox P s
lassificar automaticamente documentos . Lo N Ela atingiu uma precisdo média de 87,6% na classificacao
[AKJ14] - s P entre o grafo tematico das projecdes dos documentos entre 10/2013 e 01/2014 totalizando - .
de textos em topicos definidos dinamicamente. iy L em tépicos de sub-categorias.
de textos e o sub-grafo projetado das definigdes dos 3872 documentos de texto. s o —
contexto. E obteve uma precisdo média de 89,3% na classificagdo
) em topicos compostos.
Utilizagao da estrutura taxonémica do
) o » Slstema'Medlca de Linguagem Unificada - Conjunto de dados do desafio 12B2 2008 Dentre os cinco e)fpenmentos realolzados os resultados de chssnflcagao
Aprimorar a classificagdo de textos clinicos para aprimorar o ranqueamento de caracteristicas e, A - alcangaram um micro-f1 de 63,55% e um macro-f1 de 95,94% sendo
[GB12] " PO o L contendo 1237 avaliagdes textuais N -
baseadas em aprendizado de maquina. projecao da similaridade y o estes valores maiores que 8 dos melhores classificados
A P de pacientes diabéticos ou com sobrepeso. N
semantica pelos textos clinicos no espago no desafio 12B2 2008.
de caracteristicas.
Uma ontologia de dominio construida semi-automaticamente Trés conjuntos de fontes foram utilizados para Dentre os experimentos executados as classificages obtiveram
Aprimorar a identificagcdo de cenarios de riscos ogia ge - . L N ) . o P alta precisdo chegando até 100% porém apresentaram baixo recall,
. N = P . que mapeia as situagdes de risco, os cenarios de uma criar a ontologia de dominio, sendo elas,
em industrias de construgéo e suas possiveis medidas - b P N . em moda 20%.
[CLH14] . A N - da construcéo e, verifica a aplicabilidade das medidas a base de dados CPWR, os relatérios da NIOSH FACE e, . .
de seguranga através da andlise semi-automatica o . N ~ Os autores concluem que haveria a necessidade
N de seguranga em cada cendrios através de um algoritmo os padroes OSHA. . N o
de textos de guias de seguranca. P . . de uma maior quantidade de dados para a composi¢do
de classificagéo de textos baseado na ontologia. No total foram 1166 documentos de textos selecionados. X
da ontologia e dos testes.
Compor um sistema de perguntas e respostas que A'integragao de trés recursos: Um processo de extragao de infor- Foram utilizados 3.309 documentos com dados clinicos = . =
. . . . - . . . N . A precisao do sistema obteve uma recuperacdo de respostas corretas de
[SRA+19] | informe através da linguagem natural o contetdo presente | magdes, uma base de conhecimento e um sistema de perguntas compilados de Abril de 2017 até Novembro de 2018, que 87 59%
nos textos livre de evolugdes médicas. e respostas. geraram 212.829 palavras e 28.178 linhas. 27
. X . - R Uma ontolpgla de dplTIIr]IO com regras linguisticas |r3tegrad9 com Um corpus de 200 documentos compostos de 39.895 sente- Os melhores resultados obtidos atingem a marca de 100% de precision e 100%
[dARB17] | Extrair de textos livres informagdes e eventos juridicos. um mecanismo de inferéncia utilizada para a extragao das informa- AN
coes cas foi utilizado. de recall
Encontrar os conceitos mais relevantes dentro de textos Um sistema de extragéo e classificagdo de conceitos baseado em Aproximadamente 3.600ldocument’os foram coletado_s._ Desse_s_ O sistema baseado na ontologia obteve como resultado um recall superior a 80%
[GK20] N - -~ P . e 2850 documentos possuiam contetidos sobre a medicina tradicional it N
e escrituras sobre a medicina tradicional indiana. uma ontologia de dominio. = . . . - e uma precision superior a 60%.
e 750 nao possuiam contelidos pertinentes ao dominio.
Exirair conceitos olinicos de notas escritas a mao por O desempenho geral do sistema atingiu um recall de 94%, precision de 99% e
[YBA+19] | médicos e converte-las em dados estruturados para que Um sistema de extragdo de informacdes baseado em ontologia. Foram utilizados 150 notas clinicas de trés hospitais diferentes. P g 9 e P °

possam ser acessados através de EHRs

f-score 96%

12
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5. METODOLOGIA E DESENVOLVIMENTO

5.1 Pré-processamento e selecao dos dados

Para obtermos um conjunto de dados balanceado foi selecionado um sub-conjunto
dos dados contendo as evolugbes de 191 pacientes.

Na primeira etapa de pré-processamento, realizou-se 0 processo de anonimizar
0s nomes dos pacientes e do corpo clinico contidos nas textos. Todas as evolug¢des foram
processadas por um algoritmo que substituia o nome dos pacientes e dos médicos por
caracteres genéricos. Os nomes dos médicos e pacientes sao informacdes estruturadas no
dado conjunto de dados, assim utilizamos as informagdes registras nos referentes campos
que continham essa informacao para detectar e substituir elas no corpo dos textos das
evolucgdes.

A segunda etapa incluiu o processo de separacao das evolugdes em sentencas.
Foi teorizado que com a segmentacao dos textos em porcdées menores, 0s modelos de-
senvolvidos teriam melhor desempenho na avaliagcdo por sentenca do que por evolucao
completa (Schitze et al., 2008). Para esse procedimento um algoritmo realiza a separacao
em sentencas através da deteccdo nos textos de caracteres de quebra de linha. Na imagem
5.1 mostramos o algoritmo utilizado para essa tarefa.

def pre_processing(text):

new_text =
text = text.replace("\r", "").replace("_x8686D_", "")
.replace("x8880D_", "").replace("_x888D", "")
.replace("xB686D","").strip()
for line in text.split("\n"):
if line.replace(” ", "").replace("\t", "").strip() ==
new_text += ".\n’
else:
new_text += " * " + line

return new_text.strip()

Figura 5.1 — Algoritmo de separacao em sentencas

Para compreender esse processo, retomemos como exemplo o seguinte trecho de
evolucgao:
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Cardiologia - inicio acompanhamento a pedido da Dra. nome do médico

Sra.nome do paciente, 78 anos

# HAS desde os 35 anos

# DM em tto desde os 60 anos

# Fibrilacao atrial em 2008-2009 (uso de amiodarona até fev/2017)

recorréncia de FA documentada desde marco/2019 - reiniciou amiodarona e usou até abril/19
# Obesidade

Eco com dilatagéo biatrial (AE 4.9cm)

Apbs 0 processo de separacao em sentencas o conjunto de sentencas obtidos é
apresentado na Tabela 5.1:

Tabela 5.1 — Sentencgas obtidas a partir do texto da evolugéo
# | Sentenca
Cardiologia - inicio acompanhamento a pedido da Dra.nome do médico
- Sra.nome do paciente, 78 anos
# HAS desde os 35 anos
# DM em tto desde os 60 anos
# Fibrilacédo atrial em 2008-2009 (uso de amiodarona até fev/2017) recorréncia de FA
documentada desde marco/2019 - reiniciou amiodarona e usou até abril/19
# Obesidade
Eco com dilatag&o biatrial (AE 4.9cm)

—

OO A~ WM

Como resultado desse processo os textos das evolugcdes resultaram em um con-
junto de 46.547 sentengas.

5.2 Anotacao dos dados

A equipe de especialistas fez a anotacao em pares para registrar a ocorréncia de
cada variavel em cada sentenca. Para essa tarefa duas especialistas foram selecionadas,
ambas com graduacgado no dominio da saude. Cada especialistas leu cada uma das 46.547
sentencas e atribui a elas a classificacdo do indicador encontrado conforme definido no
Anexo A. As sentencas foram randomizadas para garantir que nao haveria bias sequencial
de anotacao, isso €, as informacgdes textuais presentes em uma sentenca passada afetasse
a anotacdo de uma sentenca presente ou futura. Os resultados obtidos pelas anotacdes
individuais foram automaticamente comparados para que fosse identificado divergéncias
entre as anotacdo. Apos a divergéncias serem identificadas, ambas anotadoras trataram
em conjunto cada caso encerrando assim o processo de anotagéo.

A Tabela 5.2 apresenta o total de sentencas classificadas nos indicadores selecio-
nados como exemplos. No anexo C listamos a contagem para todos os indicadores.
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Tabela 5.2 — Total de sentencas identificadas para os indicadores exemplificados

Indicador Classificacao Atribuida Total de Sentencas
Sem mencgao 46048
Trombdlise Nao realizou ou sem janela para terapia 107
Trombdlise 392
Sem mencao 46460
Obesidade Doenca Ausente 58
Doenca presente 28
Sem mencgao 46309
AVC prévio Nao 29
Sim 209
Sem mengao 46264
Tabagismo Nao Tgbagista 32
Tabagista 74
Ex-Tabagista 177
Sem mencao 45035
Localizagao Emergéncia = 109
Unidade de Internacéao 1073
UTI/CTI 330
Sem mencgao 46287
Braden Bgixo Ri§cp 61
Risco Médio 59
Risco Alto 140
Sem mencao 45857
escore 0 143
escore 1 19
Grau de Forca | escore 2 32
escore 3 47
escore 4 252
escore 5 197
Paresia Sem mencao _ 46037
Registro de paresia 510
5.3 Modelo de classificacao

5.3.1 Ontologia

O primeiro elemento do nosso modelo de classificacdo € a ontologia. Para a im-
plementacao desse passo a ferramenta de criacao e edicao de ontologias Protégé foi utili-
zada para criar a ontologia OWL que permite a classificacdo das sentencas. O Protége, é
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uma ferramenta grafica que nos permite pensar sobre os modelos de dominios a um nivel
conceitual permitindo que nos concentremos nos conceitos, em suas relacdes dentro do
dominio e nos fatos que queremos expressar (Grosso et al., 1999). A versdo mais recente
dessa ferramenta foi construida para operar em diferentes plataformas, oferece suporte de
customizacdo e vem sendo utilizada por mais de 300 individuais e grupos de pesquisa,
majoritariamente interessados na area da medicina informatizada (Noy et al., 2001).

Na criacao da ontologia trés conjuntos de conceitos foram criados. O primeiro
conjunto € o dos ‘Termos’, onde todos os sub-conceitos sdo as palavras chaves a serem
identificadas nas sentencas.

O segundo conjunto sao as das 'Sentenca’, onde todos 0s sub-conceitos sao as
sentencas analisadas pelo algoritimo e as quais devem ser classificadas pela ontologia.

O terceiro conjunto de conceitos sdo os ‘Indicadores’ as quais as Sentencas de-
vem ser classificadas. Quando necessario, para cada indicador foi criado um subconjunto
para cada classificagdo possivel do Indicador.

Uma relacao de propriedade de objeto foi criada para expressar o relacionamento
entre as Sentencas e os Termos. A relacao de objetos criada é chamada ‘contain’, e é uti-
lizada sempre que um dos termos descritos é encontrado em uma sentenga pelo algoritmo
formado a tripla ’(concept, relation, concept)’, como por exemplo se uma sentenca identifi-
cada por ‘Sentenca 026 45’ possuir o texto 'AVCi - trombolise com delta t 4h’ a seguinte
tripla é gerada ‘(Sentenca 026 45, contain, trombdlise)’

Ao conjuntos dos Termos foram adicionados alguns sub-conjuntos. O primeiro
deles foi chamado de ’'Valorados’ que possui a finalidade de conter todos os termos que
precisam ser acompanhados de um valor numérico para qualificarem uma classificacao.
Para cada termos descrito nesse sub-conjunto uma relagdo de propriedade de dados é
criada para compor a tripla ’(concept, relation, value)’. Por exemplo, a classe Obesidade
requer para a sua classificacdo que o valor do imc’ seja superior ou igual a 30. Assim a
propriedade de dados ’imc’ também é adicionada na ontologia, assim o termo é utilizada
para sinalizar ao algoritmo que é preciso identificar, entre as préximas palavras, um valor
numérico e a propriedade diz a ontologia o valor numérico encontrado. Por exemplo, se uma
sentenca identificada por ‘Sentenga_026_45’ possuir o texto ‘Paciente obeseo, imc = 33’ as
seguintes triplas sado geradas ’(Sentenca 026 45, contain, obeso)’ e (Sentenca 026 45,
imc, 33)’.

O segundo sub-conjunto foi adicionado para podermos detectar negagdes expli-
citas dos Indicadores, este foi chamado de ‘Negacbes’ e engloba todos os termos que
indicam uma negagao dentro das frases. De forma similar ao executado com os termos 'Va-
lorados’, para cada termo sob esse sub-conjunto um propriedade de objetos foi adicionada
de forma a compor uma tripla que explicitamente indica quais termos estdo sendo negados.
Por exemplo se uma sentenca identificada por ‘Sentenca 026 45’ possuir o texto 'Paciente
ndo possui diabetes’ a seguinte tripla € gerada ’'(Sentenca_026_45, ndo, diabetes)’.
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Um terceiro sub-conjunto foi adicionado ao conjunto dos 'Termos’ chamado 'Tem-
poPassado’. Sob ele estao todos os termos que podem indicar que um outro termo ocorreu
em um tempo no passado. Para cada termo deste conjunto também foi criado uma rela-
cao de propriedade para que fique indicado quais termos estdo ocorrendo no passo. Mais
uma vez, tomemos por exemplo uma sentenca identificada por ‘Sentenca 026 45, caso
esta possua o texto 'Ex-tabagista’ ou ’historia prévia: AVC’ as seguintes triplas sdo geradas
respectivamente ‘(Sentenca 026 45, ex, tabagista)’ e '(Sentenga_026_45, prévia, avc)'.

Ainda para contemplar mais um caso de discurso no tempo passo um quarto sub-
grupo foi adicionado, esta chamado de ‘TempoPassadoRetroativo’ que contempla todos os
termos que indicam o tempo passado, porém normalmente estdo sintaticamente a frente
na sentenca e por isso eles mudam o tempo de um situacédo previamente citada na sen-
tenca. Para exemplificar se uma sentenca identificada por ‘Sentenca 026 45’, possua 0
texto ‘tabagista no passado’ ou 'AVC prévio’ as seguintes triplas sdo geradas respectiva-
mente ’(Sentenca_026_45, passado, tabagista)’ e '(Sentenca_026_45, prévio, avc). Na
figura 5.2 ilustramos a estruturacao da ontologia conforme foi descrita.
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Figura 5.2 — Estrutura dos conjuntos da ontologia e sua relagdes
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Para o processo de classificacao e inferéncia axiomas gerais foram compostos.
Para a classe 'Trombdlise’, por exemplo, 0 axioma ’(contain some trombolise) SubClassOf
trombolise1’, foi criado, assim sentencas que possuem o termo ‘frombolise’ na frase serao
classificadas como membros da classe 'Trombdlise’, sendo que o procedimento foi expli-
citamente realizado. Para a classe '‘Obesidade’ o axioma ’imc some xsd:decimal[>= 30]
SubClassOf obesidade1’, por exemplo, foi criado, assim sentencas que possuem o termo
imc seguido de um valor maior que 30 serdo consideradas como um caso da afirmativo de
‘Obesidade’. As Figuras 5.3 e 5.4 mostram como as caracteristicas descritas sao vistas na

ontologia através do software Protéege.
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Na Figura 5.5 mostramos como uma sentenca das evolugdes fica configurada,
na ontologia, como uma subclasse da classe ‘Sentencas’ apés ter sido processada pelo
algoritmo. Na Figura 5.6 mostramos um exemplo dos axiomas e na Figura 5.7 como, apds
o processo de inferéncia ser realizado, a hierarquia de classes fica construida.

Na Figura 5.7 vemos que a ‘Senteca_026_45’ foi organizada como um sub-conceito
da classe tabagismo1’ por conter o termo ‘tabagista’ conforme implica 0 axioma, apresen-
tado na Figura 5.6, ’(contain some fumante) or (contain some tabagismo) or (contain some
tabagista) SubClassOf tabagismo1’.
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5.3.2  Algoritmo

Com a ontologia descrita, construimos o algoritmo que faz a deteccao dos termos
nas evolugdes e populacdo das sentencas na ontologia. Em uma visdo geral o algoritmo
tem o trabalho de detectar, nas sentencas os termos descritos na ontologia e caso acha
correspondéncias construir as triplas de relagdes seguindo o padrao explicitado na seccao
5.3.1.

Um ponto que deve ser explicitado é que os termos descritos na ontologia estéo
gramaticalmente corretos e em capitalizacdo minuscula. Assim para que as palavras nas
sentencas que aparecem, por exemplo, como 'Trombolise’, ' EMERGENCIA’ e, ‘CTI’ possam
ser consideradas correspondentes, pelo algoritmo, aos termos descritos como ‘trombdlise’,
‘emergéncia’ e, cti’ na ontologia, um processo de tratamento e expansdo de termos foi
adotado. Para cobrir esses erros gramaticais e ainda expandir a quantidade de termos
sem precisar elencar todas as possibilidades de variacdes de cada termo na ontologia foi
decidido utilizar um modelo de 'word embeddings’. O modelo adotado foi o 'WORD EM-
BEDDINGS PARA SAUDE" (dos Santos et al., 2018), um recurso que corresponde & trés
modelos pré-treinados de palavras retiradas de textos médicos utilizando 21 milhdées de
sentengas para criar os modelos das palavras resultando em 63 mil palavras com relagcéo
semantica e sintatica. Os algoritmos de treinamento utilizadas foram Word2Vec e FastText
com as estratégias CBOW e Skip-Gram. As 4 combinacgdes de algoritmo e estratégia foram
avaliadas para determinar qual par retornaria os melhores resultados de classificacdo. Para
essa avaliacdo o mesmo conjunto de dados foi classificado utilizando cada par e utilizando
os 10 termos mais similares por similaridade de cosseno. Ao final foi observado os resulta-
dos das métricas definidas na secao 3. Os melhores resultados, em média, foram obtidos
pela combinacédo FastText CBOW. Os valores obtidos nessa, e nas demais, combinacdes
sdo demonstrados na secao 6. Por isso, na nossa metodologia, cada palavra das senten-
cas sao expandidas utilizando os 10 termos mais similares por similaridade de cosseno
do modelo 'WORD EMBEDDINGS PARA SAUDE'’ utilizando a combinag&o de algoritmo e
treinamento FastText CBOW, com essa implementagédo ao invés do algoritmo do modelo
proposto detectar na lista de termos da ontologia apenas a palavra dada no texto, tenta-se
detectar, além da palavra dada, todas as 10 palavras mais similares retornadas pelo word
embeddings.

A implementacdo de um modelo word embbeddings apesar de melhorar os re-
sultados de classificacdo, como veremos na sec¢ao 6, trouxe um novo desafio que foi o
aumento no tempo de processamento dos textos uma vez que todas as palavras de todas
as sentencas deveriam ser expandidas, algumas vezes repetidamente. Para abordar esse
problema duas listas concorrentes foram implementadas. A primeira encarrega-se de ar-

'https://www.inf.pucrs.br/linatural/wordpress/recursos-e-ferramentas/word-embeddings-para-saude/
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mazenar todos os termos que mesmo expandidos ndo possuem correspondéncias com a
lista de termos descrito na ontologia, assim caso esse termo venha a ser apresentado nova-
mente para o algoritmo este sabera que ndo precisa avalia-lo. A segunda lista concorrente
€ a lista de sindnimos. Caso um termo tenha sido expandido e algum dos termos obtidos
possuem correspondéncias com a lista de termos da ontologia essa lista ird armazenar o
termo original e os termos expandidos correspondentes. Assim na proxima vez que esse
termo for apresentado ao algoritmo este néo precisara expandi-lo novamente. Dessa forma
conseguimos melhorar o tempo de execugao do algoritmo como veremos nas comparagoes
que serao apresentadas na secao 6.

Para compreendermos mais o funcionamento do algoritmo a seguinte lista enume-
rada descreve os pontos principais da sequéncia légica construida para o algoritmo:

1. O algoritmo recupera da ontologia a lista de termos, a lista de negacdes, a lista de
valorados, a lista de de termos que indicam tempo passado e, a lista de termos que
indicam a tempo passado de um um termo retroativo;

2. As sentencas séao lidas das evolugdes pelo algoritmo;

3. As sentengas, uma por vez, sao tratadas para remover caracteres especiais e sepa-
radas em palavras;

4. As palavras de cada sentenga, uma por vez, sao tratadas para ficarem com todas as
letras em minusculo.

5. Verifica-se a necessidade do termo ser um valor numérico:

(a) Caso negativo:

i. Verifica-se a presenca do termo na lista de termos sem correspondentes:
A. Caso negativo:

« Verifica-se a presenca no termo na lista de sinbnimos, ou seja, os ter-
mos ja avaliados e expandidos:

— Caso negativo:

= Utiliza-se 0 modelo de word embeddings para obter os 10 termos
mais similares

+ Os termos e os similares que possuem correspondéncia com as
listas da ontologia sdo salvos em uma lista.

— Caso positivo:
« Recupera-se os termos ja expandidos que estao salvos na lista de
sindnimos
= Salva-se o termos e seus similares na lista de termos detectados
para a sentenca sendo avaliada
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B. Caso positivo:
» O termo atual n&do é avaliado e o algoritmo passa a avaliar o proximo
termo da sentenca

(b) Caso positivo:
i. Verifica-se se o termo € um valor numérico:

A. Caso negativo:
» Repete-se o teste para os proximos dois termos
» Apés a terceira tentativa desativa-se a busca por um valor numérico

B. Caso positivo:
» Adiciona-se a lista de termos e relagées o termo valorado encon-
trado e o valor referente a esse termo

» Desativa-se a busca por um valor numérico

6. Verifica-se a presencga do termo e seus similares na lista de negac¢des da ontologia:

(a) Caso positivo:
+ Sinaliza que o termo atual possui correspondéncias
» Adiciona-se a lista de sinbnimos os termos comuns entres as listas

+ Sinaliza que a relagdo com o préximo termo € uma negacéao e o tipo da
relacdo é o termo atual

7. Verifica-se a presenca do termo e seus similares na lista de termos de tempo passado
da ontologia:

(a) Caso positivo:

+ Sinaliza que o termo atual possui correspondéncias
» Adiciona-se a lista de sinbnimos os termos comuns entres as listas

+ Sinaliza que a relagdo com o proximo termo € em um tempo passado € o
tipo da relacéo é o termo atual

8. Verifica-se a presenca do termo e seus similares na lista de termos valorados da
ontologia:

(a) Caso positivo:

+ Sinaliza que o termo atual possui correspondéncias

» Adiciona-se a lista de sinbnimos os termos comuns entres as listas
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 Sinaliza que a relacdo com o préximo termo é valorado, o tipo da relacéo é
o termo atual e sinaliza a necessidade de encontrar um valor numérico
9. Verifica-se a presencga do termo e seus similares na lista de termos da ontologia:

(a) Caso positivo:

Sinaliza que o termo atual possui correspondéncias

Adiciona-se a lista de sinbnimos os termos comuns entres as listas

Caso arelacao nao esteja definida como negagao ou tempo passado, defini
0 uso da relagao ‘contain’

Adiciona a lista de termos e relacdes a relacao corrente definida e como
valor o termo atual

10. Verifica-se a sinalizagdo de correspondéncia do termo atual:

(a) Caso negativo:

» Adiciona-se o termo a lista de sem correspondentes

11. Apés avaliar todas as palavras da sentenca adiciona a lista de termos e relagdes na
ontologia

Neste fluxo do algoritmo o processo de inferéncia e classificacdo pode ser execu-
tado em dois momentos, o primeiro € apds a analise de cada sentenca, logo em seguida ao
item 11 da lista acima, ou em um segundo momento apdés todas as sentencas terem sido
analisadas pelo algoritmo. Neste trabalho o segundo momento foi escolhido para avaliar as
métricas do modelo proposto. Neste caso, apos toda a hierarquia de classes ser gerada na
ontologia com todas as sentencgas avaliadas, 0os conceitos aos quais cada sentenga foram
classificados sao recuperados e comparados com as anotagdes feitas pelas especialistas.

5.3.3  Exemplo do processamento

Nessa seccao iremos amostrar algumas sentencas do conjunto de dados e de-
monstrar 0 passo a passo do processo de classificagdo, detalhando a entrada e a saida
obtida em cada etapa.

A primeira sentenga que iremos amostrar é # EX-TABAGISTA (IT 60 MACOS/ANO)
# DPOC?. No anexo D mostramos todas as saidas do processamento dessa sentenca. No
que segue iremos focar nossa atengcéo apenas nos eventos mais relevantes desse proces-
samento.
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Nesta sentenga o algoritmo ao detectar o termo ‘ex’, verifica na lista recebida da
ontologia que este é um termo que indica uma condicao passada. Assim ele busca por
um préximo termo conhecido e valido e ao encontrar o termo ‘tabagista’ o algoritmo entéao
conclui que nesta sentenca deve-se construir a relagdo ex some tabagista. Assim, pela
regra de inferéncia ex some tabagista essa sentenca é classificada como tabagista2 que é
o alias na ontologia para o indicador Ex-tabagista

A segunda sentenca que vamos usar como exemplo é a ‘D # AVC isquémico pre-
vio - sem sequelas aparentes -mRankin previo: 3 # Deméncia de Alzheimer - Tem vida de
relacdo, corversa, caminha, alimenta-se.. No anexo E veremos toda a saida do processa-
mento. Novamente no que segue iremos avaliar apenas 0s eventos mais relevantes para a
compreensao do processamento.

Nesse exemplo o algoritmo detecta o termo rankin’ e verifica que na lista de ter-
mos da ontologia este € um termo valorado, ou seja, ele acusa um indicador mas para isso
precisa estar acompanhado de um valor numérico. Assim o algoritmo busca nos proximos
termos por tal valor e ao encontrar o termo ‘3’ este conclui que a relagdo rankin some 3’
deve ser vinculada a esta sentenca e dessa forma a ontologia consegue armazenar classi-
ficar essa sentenga como um indicador de Rankin do paciente assim como o valor atribuido
pelo descritor da evolugcdo. Outro ponto que destacamos nessa sentenca € a atuacao da
lista recorrente de termos sem correspondéncias que apds avaliar o termo de pela pri-
meira € ndo encontrar um correspondente com as listas na ontologia passa a impedir que
o termo seja expandido pelo modelo wordembeddings novamente. Um terceiro caso a ser
ressaltado € com relagcao a passagem da sentenca AVC isquémico previo, que deveria ter
indicado a ocorréncia de um AVC em um momento no passado devido a presenca do termo
previo’ estando posicionando posteriormente ao termo 'AVC’. Porém, o termo registrado na
ontologia que indicaria o tempo passado retroativo € prévio, e a expansao do modelo wor-
dembeddings n&o conseguiu corrigir a palavra da sentenca para a grafia correta impedindo
assim a classificacao adequada. Esse € um dos principais geradores de erros do modelo
construido e discutiremos melhor e com mais exemplos essas situagdes na secgao 6.

5.4 Ambiente de desenvolvimento e processamento do algoritmo

Para a construcéo do algoritmo descrito foi utilizado a linguagem de programacao
'Python’. Para a recuperagao das informagoes da ontologia e o processo de inferéncia em
tempo de execucéo de cddigo foi utilizado a biblioteca Owlready (Lamy, 2017)3. A anélise

2https://www.python.org
3https://owlready?2.readthedocs.io/en/latest/index.htm



53

e manipulagéo dos dados foi feita utilizando as bibliotecas Numpy* e Pandas®. O ambiente
de desenvolvimento adotado foi 0 Google Colab®.

“https://numpy.org
Shitps://pandas.pydata.org
Shttps://colab.research.google.com



54

6. RESULTADOS

Em todos os testes as 46.547 sentencas anotadas foram utilizadas como entrada
no algoritmo. Na saida além das métricas ‘precision’, recall’ ,’accuaracy’, ‘'mccscore’ e, ‘f1-
score’ também era gerado uma tabela, para cada indicador, com todos os falsos positivos
e falsos negativos que foram identificados e o tempo de execuc¢ao da classificacao também
foi registrado.

6.1 Resultados das combinacoes do modelo Word embeddings

Como mencionado no capitulo 5, inicialmente foi avaliado o desempenho das 4
combinagdes possiveis de treinamento e algoritmo do modelo word embeddings. As tabelas
6.2, 6.1, 6.3 e, 6.4 mostram os desempenho de cada combinacdo. Com esses resultados
montamos a tabela 6.5 onde podemos comparar a média obtida por cada combinacéo e
assim, juntamente com uma andlise dos resultados das tabelas anteriores, decidir pela
utilizacdo da combinagéo FastText + CBOW.



Tabela 6.1 — Resultado da combinacdao Word2Vec + SKIP

Métricas com word embedding estratégia Word2Vec + SKIP

Tempo de Classificacao 1532.72 segundos

Classes f1 (%) | mcc (%) | precision (%) | recall (%)
Trombolise 64,87 | 67,49 50,2 91,67
Obito 0,71 0,16 4,43 0,39
Localizacao 62,46 | 63,95 84,84 49,42
Doenca Coronariana 18,91 29,9 10,56 90,42
Fibrilacao Atrial 80,37 | 80,82 71,78 91,29
Diabetes 51,12 | 54,84 37,04 82,48
Avc Prévio 3,23 2,79 3,57 2,94
Hipertenséo 76,7 77,37 66,2 91,15
Obesidade 42,74 | 48,89 28,74 83,33
Dislipidemia 31,93 | 41,53 19,4 90,21
Cancer 17,5 18,29 12,96 26,92
Tabagismo 35,82 44,35 22,41 89,29
Etilismo 24,71 35,72 14,32 89,83
Trombectomia 0 0 0 0
Hemorragia Intracraniana | 4,39 4,78 8,33 2,98
Queda 14,02 | 25,59 7,63 86,36
Braden 91,13 | 91,08 91,87 90,4
Risco de queda 4722 | 47,43 55,56 41,06
Indicativo de Infeccao 27,26 | 26,45 24,43 30,82
Dor 12,75 | 13,17 9,17 20,9
Nivel de Mobilidade 51,87 | 55,26 81,66 38
Mobilidade 20,11 27,77 66,67 11,84
Grau de Forca 21,52 20,9 17,9 26,97
Paresia 29,29 | 33,68 18,98 64,12
Comunicacao 33,43 | 33,91 24,43 52,89
Capacidade Cognitiva 13,4 18,11 7,77 48,48
Rankin 17,73 | 25,62 64,29 10,29
Auto Cuidado 0 -0,71 0 0
Alimentacao 57,63 | 59,23 44,17 82,9
NIH 59,07 | 60,13 48,84 74,73
Média 33,73 | 36,95 33,27 52,07
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Tabela 6.2 — Resultado da combinagdo Word2Vec + CBOW

Métricas com word embedding estratégia Word2Vec + CBOW

Tempo de Classificagao 1635.62 segundos

Classes f1 (%) | mcc (%) | precision (%) | recall (%)
Trombdlise 67,09 | 69,06 53,44 90,1
Obito 0,71 0,88 8,05 0,37
Localizacao 52,34 | 50,94 55,12 49,83
Doenca Coronariana 70,66 | 71,85 59,06 87,94
Fibrilacao Atrial 78,4 79,17 68,12 92,33
Diabetes 72,85 73,6 86,31 63,03
Avc Prévio 16,12 | 23,98 62,86 9,24
Hipertensao 89,28 | 89,18 86,86 91,84
Obesidade 63,29 | 65,18 51,02 83,33
Dislipidemia 65,3 67,59 51,63 88,81
Cancer 16,7 19,82 10,68 38,28
Tabagismo 92,49 92,51 95,8 89,41
Etilismo 75,86 | 76,39 67,54 86,52
Trombectomia 0 0 0 0
Hemorragia Intracraniana | 1,96 2,54 6,25 1,16
Queda 32,76 | 41,74 20,21 86,36
Braden 91,13 | 91,08 91,87 90,4
Risco de queda 68,31 69,31 57,56 83,99
Indicativo de Infeccao 28,95 28,1 27,06 31,13
Dor 13,96 | 13,96 10,84 19,6
Nivel de Mobilidade 50,28 | 50,71 62,96 41,86
Mobilidade 18,97 | 20,87 35,35 12,96
Grau de Forca 21,05 | 20,62 16,88 27,95
Paresia 47,32 | 51,89 32,92 84,12
Comunicacao 43,34 | 42,93 35,31 56,1
Capacidade Cognitiva 32,76 | 35,73 22,4 61
Rankin 87,61 87,69 92,36 83,33
Auto Cuidado 0 -0,41 0 0
Alimentacao 67,79 67,9 81,56 58,01
NIH 76,11 75,96 75,74 76,49
Média 48,11 49,36 47,53 56,18
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Tabela 6.3 — Resultado da combinagéao FastText + CBOW

Métricas com word embedding estratégia FastText + CBOW

Tempo de Classificagao

7504.59 segundos

Classes f1 (%) | mcc (%) | precision (%) | recall (%)
Trombdlise 87,75 87,66 89,35 86,21
Obito 0,2 -0,24 2,86 0,11
Localizacao 89,04 88,7 90,6 87,53
Doenca Coronariana 78,5 78,37 77,06 80
Fibrilacao Atrial 83,78 84,06 76,44 92,68
Diabetes 89,89 89,86 92,63 87,31
Avc Prévio 23,02 28,35 56,14 14,48
Hipertensao 91,07 90,95 90,99 91,15
Obesidade 81,36 81,36 82,76 80
Dislipidemia 94,07 94,22 100 88,81
Cancer 17,23 17,06 15,14 20
Tabagismo 93,33 93,37 97,06 89,88
Etilismo 82,61 82,59 80,85 84,44
Trombectomia 64,97 68,82 97,46 48,73
Hemorragia Intracraniana 5,83 8,01 19,35 3,43
Queda 36,89 44,97 23,46 86,36
Braden 94,78 94,78 97,12 92,55
Risco de queda 61,77 63,23 80,16 50,25
Indicativo de Infeccao 25,58 30,2 56,9 16,5
Dor 13,72 13,76 10,53 19,69
Nivel de Mobilidade 51,8 54,22 76,42 39,18
Mobilidade 18,87 23,84 50,76 11,59
Grau de Forca 27,48 27,63 36,31 22,11
Paresia 64,33 64,43 72,77 57,65
Comunicacao 61,5 62,72 80,97 49,58
Capacidade Cognitiva 33,7 33,15 28,59 41,03
Rankin 87,61 87,69 92,36 83,33
Auto Cuidado 0 -0,74 0 0
Alimentacao 61,83 64,54 91,17 46,78
NIH 74,74 74,59 73,72 75,79
Média 56,58 | 57,74 64,66 54,91
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Tabela 6.4 — Resultado da combinagao FastText + SKIP

Métricas com word embedding estratégia FastText + SKIP

Tempo de Classificagao

7751.66 segundos

Classes f1 (%) | mcc (%) | precision (%) | recall (%)
Trombdlise 79,53 79,82 88,92 71,93
Obito 0,21 -0,18 3,08 0,11
Localizacao 74,11 74,7 90,41 62,79
Doenca Coronariana 21,66 30,29 12,59 77,46
Fibrilacao Atrial 73,8 73,66 75,55 72,13
Diabetes 58,06 60,74 44,29 84,29
Avc Prévio 18,73 19,62 28,18 14,03
Hipertensao 84,19 84,06 80,83 87,85
Obesidade 80 79,99 80 80
Dislipidemia 93,28 93,48 100 87,41
Cancer 17,53 17,27 16,16 19,16
Tabagismo 86,25 86,23 83,15 89,58
Etilismo 35,23 42,66 22,46 81,58
Trombectomia 36,3 46,63 98 22,27
Hemorragia Intracraniana | 3,69 4,19 8 2,4
Queda 22,64 32,72 13,14 81,82
Braden 95,41 95,4 97,15 93,73
Risco de queda 19,03 25,84 60,26 11,3
Indicativo de Infeccao 21,49 26,9 56,16 13,29
Dor 10,36 9,94 8,75 12,69
Nivel de Mobilidade 51,04 52,93 72,59 39,36
Mobilidade 19,77 25,01 53,12 12,14
Grau de Forca 27,15 29,03 45,1 19,43
Paresia 54,61 55,63 70,15 44,71
Comunicacao 51,91 54,52 78,73 38,72
Capacidade Cognitiva 31,59 31,96 24,25 45,29
Rankin 87,61 87,69 92,36 83,33
Auto Cuidado 0 -0,73 0 0
Alimentacao 68,03 68,15 81,77 58,25
NIH 78,97 78,88 81,79 76,33
Média 46,74 48,90 55,56 49,45
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Tabela 6.5 — Comparacao dos tempos e médias das estratégias

Comparacao média das estratégias

Combinacdes

Word2Vec + CBOW

Word2Vec + SKIP

FastText + CBOW

FastText + SKIP

Tempo (segundos) 1635,62 1532,72 7504,59 7751,66
Média F1 (%) 48,11 33,73 56,58 46,74
Média MCC (%) 49,36 36,95 57,74 48,90
Média Precision (%) 47,53 33,27 64,66 55,56
Média Recall (%) 56,18 52,07 54,91 49,45

6S
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6.2 Resultados do modelo desenvolvido

Com a configuracao do word embeddings definida, foram feitas trés avaliagdes do
modelo de classificacao visando avaliar os beneficios e ganhos trazidos pelas ferramentas
e técnicas implementadas ao modelo. A primeira execugéao foi realizada sem a implementa-
cao do word embedding e sem as listas concorrentes de sinbnimos e termos incomparaveis.
Na segunda avaliagéo foi adicionado o word embeddings. Por fim na terceira avaliagéo as
listas foram implementadas.

Nas tabelas 6.6, 6.7 e, 6.8, apresentamos os resultados de ‘f1score’, ‘'mccscore’,
precision’ e, recall’ obtidos e, o tempo de execucdo obtidos em cada execucao do modelo.
Na tabela 6.9 apresentamos a comparac¢oes das médias entre as trés execugdes do modelo
final.
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Tabela 6.6 — Resultado das classificagdes do modelo sem o uso de modelos word embed-
ding e sem o uso de listas concorrentes

Métricas sem word embedding e sem listas concorrentes
Tempo de Classificacao 72,39 segundos
Classes f1 (%) | mcc (%) | precision(%) | recall(%)
Trombdlise 63,27 | 65,28 85,43 50,23
Obito 0,1 -0,51 1,45 0,05
Localizacao 75,72 | 75,82 87,94 66,49
Doenca Coronariana 84,28 84,3 89,05 80
Fibrilacao Atrial 89,41 89,4 86,36 92,68
Diabetes 89,89 | 89,86 92,63 87,31
Avc Prévio 23,1 28,61 57,14 14,48
Hipertensao 91,24 | 91,13 91,16 91,32
Obesidade 81,36 | 81,36 82,76 80
Dislipidemia 94,07 | 94,22 100 88,81
Cancer 17,89 | 17,73 15,74 20,73
Tabagismo 93,15 93,2 97,47 89,19
Etilismo 82,61 82,59 80,85 84,44
Trombectomia 41,08 | 50,44 98,39 25,96
Hemorragia Intracraniana 1 1,34 3,85 0,57
Queda 36,89 | 44,97 23,46 86,36
Braden 94,14 | 94,18 97,9 90,66
Risco de queda 60,06 | 61,36 77,29 49,11
Indicativo de Infeccao 25,55 | 30,24 57,23 16,45
Dor 13,37 | 13,46 10,12 19,69
Nivel de Mobilidade 52,55 | 56,15 83,53 38,33
Mobilidade 19,42 | 27,03 65,69 11,39
Grau de Forca 27,7 27,85 36,59 22,28
Paresia 64,14 | 64,41 74,23 56,47
Comunicacao 56,56 | 59,13 83,57 42,74
Capacidade Cognitiva 33,68 | 33,01 29,17 39,84
Rankin 79,87 | 81,18 97,69 67,55
Auto Cuidado 0 -0,73 0 0
Alimentacao 61,42 | 64,13 90,75 46,42
NIH 80,81 80,79 85 77,02
Média 54,48 | 56,06 66,08 51,22
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Tabela 6.7 — Resultado das classificagdes do modelo com o uso de modelos word embed-
ding e sem o uso de listas concorrentes

Métricas com word embedding e sem listas concorrentes
Tempo de Classificacao 7504,59 segundos
Classes f1 (%) | mcc (%) | precision (%) | recall (%)
Trombdlise 87,75 | 87,66 89,35 86,21
Obito 0,2 -0,24 2,86 0,11
Localizacao 89,04 88,7 90,6 87,53
Doenca Coronariana 78,5 78,37 77,06 80
Fibrilacao Atrial 83,78 | 84,06 76,44 92,68
Diabetes 89,89 | 89,86 92,63 87,31
Avc Prévio 23,02 | 28,35 56,14 14,48
Hipertensao 91,07 | 90,95 90,99 91,15
Obesidade 81,36 | 81,36 82,76 80
Dislipidemia 94,07 | 94,22 100 88,81
Cancer 17,23 | 17,06 15,14 20
Tabagismo 93,33 | 93,37 97,06 89,88
Etilismo 82,61 82,59 80,85 84,44
Trombectomia 64,97 | 68,82 97,46 48,73
Hemorragia Intracraniana | 5,83 8,01 19,35 3,43
Queda 36,89 | 44,97 23,46 86,36
Braden 94,78 | 94,78 97,12 92,55
Risco de queda 61,77 | 63,23 80,16 50,25
Indicativo de Infeccao 25,58 30,2 56,9 16,5
Dor 13,72 | 13,76 10,53 19,69
Nivel de Mobilidade 51,8 54,22 76,42 39,18
Mobilidade 19,15 | 24,44 52,71 11,7
Grau de Forca 27,48 | 27,63 36,31 22,11
Paresia 64,33 | 64,43 72,77 57,65
Comunicacao 61,54 | 62,77 81,09 49,58
Capacidade Cognitiva 33,8 33,28 28,63 41,25
Rankin 87,61 87,69 92,36 83,33
Auto Cuidado 0 -0,74 0 0
Alimentacao 61,83 | 64,54 91,17 46,78
NIH 74,74 | 74,59 73,72 75,79
Média 56,59 | 57,76 64,73 54,92
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Tabela 6.8 — Resultado das classificagdes do modelo com o uso de modelos word embed-
ding e o uso de listas concorrentes

Métricas com word embedding e com listas concorrentes
Tempo de Classificagao 532,43 segundos
Classes f1 (%) | mcc (%) | precision | recall
Trombdlise 87,75 | 87,66 88,94 | 86,45
Obito 0,2 -0,24 2,86 0,11
Localizacao 89,01 88,67 92,29 87,74
Doenca Coronariana 78,5 78,37 77,06 80
Fibrilacao Atrial 83,65 | 83,84 76,44 | 92,68
Diabetes 89,89 | 89,86 92,63 | 87,31
Avc Prévio 26,76 | 32,05 56,14 14,48
Hipertensao 91,26 | 91,15 90,99 | 91,15
Obesidade 81,36 | 81,36 82,76 80
Dislipidemia 94,07 | 94,22 100 88,81
Cancer 17,23 | 17,06 15,14 20
Tabagismo 92,24 | 92,24 94,96 | 89,68
Etilismo 82,61 82,59 80,85 | 84,44
Trombectomia 64,97 | 68,82 97,46 48,73
Hemorragia Intracraniana | 5,83 8,01 19,35 3,43
Queda 36,89 | 44,97 23,46 | 86,36
Braden 94,78 | 94,78 97,12 | 92,55
Risco de queda 61,77 | 63,23 80,16 | 50,25
Indicativo de Infeccao 25,58 30,2 56,9 16,5
Dor 13,37 | 13,46 10,12 19,69
Nivel de Mobilidade 50,75 | 53,01 75,91 39,01
Mobilidade 19,64 | 24,87 51,15 11,59
Grau de Forca 27,48 | 27,63 37,15 22,5
Paresia 64,33 | 64,43 72,77 57,65
Comunicacao 61,54 | 62,77 81,06 | 49,49
Capacidade Cognitiva 33,8 33,28 28,59 41,03
Rankin 87,61 87,69 92,36 | 83,33
Auto Cuidado 0 -0,74 0 0
Alimentacao 61,83 | 64,54 90,8 46,68
NIH 79,33 | 79,22 81,23 | 77,52
Média 56,80 | 57,97 64,89 | 54,97




Tabela 6.9 — Comparagao das médias e tempos das trés execugdes

Comparacao de médias do modelo

Execucdes
S/ Word Embeddings e S/ Listas | C/ Word Embeddings e S/ Listas | C/ Word Embeddings e C/ Listas
Tempo (segundos) 72,39 7504,59 532,43
Média F1 (%) 54,48 56,59 56,80
Média MCC (%) 56,06 57,76 57,97
Média Precision (%) 66,08 64,73 64,89
Média Recall (%) 51,22 54,92 54,97

9
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Das tabelas podemos observar que as métricas, em média entre as classes, mos-
tram pouca variacao entre o uso de word embeddings ou ndo. Porém ao avaliarmos al-
gumas classes especificas vemos um aumento consideravel nas métricas de classificacdo
como no caso da classe 'Trombdlise’ que passa de um f1 de 63,27 e mcc de 65,28 para
87,75 e 87,66 respectivamente. Outro casos notaveis de melhora sdo 'Trombectomia’ e
"Trombectomia’. Podemos observar também a melhora de performance com a implemen-
tacdo das listas concorrentes, onde obtivemos um ganho de tempo de aproximadamente
'6972,16 segundos’ entre as execugdes com os modelos word embeddings.

6.3 Analise dos erros

Na tabela 6.10 listamos alguns exemplos de sentencas que foram erroneamente
classificadas pelo modelo. Através desses exemplos buscamos compreender melhor os
pontos falhos do modelo e como poderiamos aprimora-lo.



Tabela 6.10 — Tabela de exemplos dos erros mais comuns na classificagcao

Indicador # | Matriz Confusdo | Anotado | Classificado | Sentenca
-y 1 | Falso Negativo | 0.0 -1 Condicao Ventilatéria: ar ambiente, eupneico.
Obito : . : :
. Ambiente - Na poltrona, estavel, colaborativo, sem queixas,
2 | Falso Negativo | 0.0 -1 .
acompanhado da filha.
D # AVC isquémico previo - sem sequelas aparentes
3 | Falso Negativo | 1.0 -1 -mRankin previo: 3 # Deméncia de Alzheimer -
L. Tem vida de relacao, corversa, caminha, alimenta-se.
AVC Prévio : —= B
4 | Falso Negativo | 1.0 1 Paciente com histéria de AVCisquémico em out/18 e
a 9 ' dezembro de 2018.
5 | Falso Negativo | 1.0 -1 #Atual: AVCI #Prévio: AVC / DM2 / HAS / DPOC.
6 | Falso Positivo 0.0 1.0 # Nega AVC ou Infarto prévio
Cancer 7 | Falso Positivo | 0.0 1.0 # CA bexiga em 2012 #
#2016 - Ca de células claras rim direito - Nefrectomia parcial Dir
# Descolamento de retina ha 1 ano - Olho Esq
8 | Falso Positivo 0.0 1.0 # Adenocarcinoma com células em anel de sinete do es6fago distal
- QT até junho/19 com progressao da doenca + protese esofagica
# medicagcdes em uso:
. A 9 | Falso Negativo | 1.0 -1 > transformacao hemorragica..
Hemorragia Intracraniana — - . .
N N&ao ha evidéncia de lesdo expansiva, hemorragia
10 | Falso Positivo 0.0 1.0 . . . . e
intracraniana ou desvios da linha média .
Dor 11 | Falso Positivo | 0.0 1.0 Sem queixas de dor ou desconforto.
Localizacso 12 | Falso Negativo | 1.0 -1 Emergencia/Enfermagem
¢ 13 | Falso Negativo | 1.0 A > EMG HMV->

99
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Analisando a tabela de exemplos de erros, observou-se que mesmo com a imple-
mentacdo do modelo de word embeddings alguns termos ndo eram detectados devido a
sua acentuacdo ou formas de abreviagdo utilizadas pelo funcionario. Nos exemplos 3, 12
e, 13 da tabela 6.10, vemos alguns desses casos onde para o0 modelo word embedding foi
observado que as palavras ‘emergencia’ e ‘'emergéncia’ possuiam uma similaridade menor
que 2, assim como, previo’ e prévio’, sendo outras palavras melhores elencadas como
similares e dessa forma quando a evolugdo apresentava os termos sem a correta acentua-
cao, o seu correto correspondente ndo estava entre os 10 mais similares. Alguns casos de
abreviaturas para a palavra ‘emergéncia’ como 'EMG’ também nao eram identificados.

Um segundo erro comum foi com relagdo a abrangéncia dos termos e exemplos
elencados no manual de anotacdo. Nos exemplos 1, 2 e, 9 da tabela temos exemplos
de sentencas e termos que identificavam o indicador porém nao haviam sido descritas e
portando nenhuma regra com relagdo a esses casos foi implementada na ontologia.

Classes que indicam acontecimentos no passado também contribuiram nas clas-
sificagdes errdneas. Nos exemplos 4, 7, 8 o tempo passado é indicado através das datas,
o qual nem a ontologia ou o algoritmo estavam preparados para processar. No caso do
exemplo 5 observamos o uso do termo ‘prévio’ para indicar um acontecimento passado de
eventos que sao mencionados posteriormente a sua aparicdo no texto, porém na ontologia
o termo ‘prévio’ foi organizado como um Termo passo retroativo que condiciona eventos
passados mencionados anteriormente a sua aparicdo no texto, como seria 0 caso de uma
sentenca como 'AVC isquémico prévio'.

Com os exemplos 6, 10 e 11 vemos um termo que nega varios eventos em sequén-
cia, as regras na ontologia foram construida para que um termo negue apenas uma palavra
sequente a ela na sentenga como seria 0 caso de uma sentenga como ‘Sem dor’.

Essa analise realizada indica que ainda existe um conjunto de melhorias que po-
dem ser feitas tanto em questdes de abrangéncia dos termos, da ontologia, da abordagem
l6gica e semantica dos textos. Algumas melhorias seriam: a adicdo de novos termos e
axiomas a ontologia e; o aperfeicoamento dos axiomas ja descritos. Com essas alteracdes
seria possivel melhorar a generalizacao das regras e assim as classificacbes serem mais
adequadas.

6.4 Comparacao com modelos de Aprendizado de Maquina

Em (Zanotto et al., 2021) o mesmo desafio foi abordado utilizando solu¢des basea-
das em aprendizado de maquinas. na figura 6.1 evidenciamos o modelo de aprendizado de
maquina W+C+SVM que usou as técnicas Word-TFIDF and Character-TFIDF e obteve os
melhores resultados de classificagdo e comparamos com os resultados obtidos pelo nosso
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modelo. No trabalho (Zanotto et al., 2021) apenas 28 Indicadores foram classificados pelos
modelos de Aprendizado de Maquina.

lasses WHCHSVM ONTOLOGIA Classes W+CHSVM ONTOLOGIA
Alimentagao 89,5 61,83 Comunicacdo 74,4 61,54
Localizagdo 88,9 89,01 Dislipidemia 83,2 94,07
Risco de queda 89,6 61,77 Tabagismo 82,1 92,24
Diabetes 89 89,89 Trombectomia 72,6 64,97
Paresia 88,7 64,33 Fibrilacdo atrial 71,3 83,65
Trombdlise 85,8 87,75 AVC prévio 67,1 26,76
Obito 89,5 0,2 Doenga corondria 61,2 78,5
Hipertensdo 86 91,26 Dor 52 13,37
Obesidade 81,7 81,36 Etilismo 38,6 82,61
Mobilidade 75,7 19,64 Nivel de mobilidade 40,5 50,75
Indicativo de infecgdo 79,9 25,58 Rankin (mRS) 26,9 87,61
Hemorragia intracraniana 66,4 5,83 NIHSS 12,4 79,33

Figura 6.1 — Comparag&o das métricas entre modelos

Através dos numeros evidenciados mostramos que a abordagem de classificacao
por ontologias possui resultados similares aos obtidos com técnicas de aprendizado de ma-
quina. Outro ponto a ser ressaltado é que em indicadores que 0os modelos de aprendizado
de maquina se mostraram ineficientes o nosso modelo obteve altos resultado. Observamos
que o contrario também é verdadeiro. Essa observagdo aponta que a resolugcao completa
do desafio proposto pode estar contida em um ambiente que combine os métodos de forma
que este cubram os pontos fracos um do outro.
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7. CONCLUSAO

7.1 Conclusoes sobre o modelo

Neste trabalho nés propomos uma abordagem de classificacdo de textos através
do uso de ontologias. A analise dos resultado mostram que a abordagem adotada para a
classificacdo desses textos é promissora para pelo menos 18 dos 30 indicadores e também
nos indica quais desses precisam ser melhores tratados a fim de obter melhores resultados.
Assim com esse estudo fornecemos ndo s6 uma abordagem para o processo de classifica-
cao de textos médicos, mas também um indicador de quais classes podem se beneficiar do
modelo proposto e quais precisam ser detectadas com um modelo mais elaborado.

7.2 Limitacoes

Reconhecemos como limitagao desse estudos que este foi elaborado sob a ana-
lise de apenas um conjunto de dados proveniente de um hospital parceiro. Devido a contra-
tempos nao tivemos acesso aos dados de outros hospitais parceiros com o qual entramos
em contato e assim nao conseguimos nesse momento validar a abrangéncia do modelo
proposto. Como trabalho futuro devemos aplicar o modelo gerado em uma nova amos-
tra de dados para validar o desempenho e em cima desses novos resultado decidir qual
devem ser 0s proximos passos para o aperfeicoamento das técnicas utilizadas. Outro ca-
minho a ser trilhado como trabalho futuro é a implementacao, ou criacao, de modelos word
embeddings especializados ao dominio dos pacientes de AVC para que a abrangéncia e
precisdo do modelo sejam ampliadas. Ainda, para esse trabalho havia sido planejado o
uso de alinhamentos de ontologias como forma de realizar esse processo de expansao do
conhecimentos que melhoraria abrangéncia e precisdo dos termos, nao tendo tido recursos
habeis de explorar tal solugdo também apontamos esse caminho como um estudo futuro a
ser realizado. Outro ponto a ser ressaltado é com relagéo a escalabilidade da ontologia e a
sua performance. A medida que outras areas de cuidado forem abrangidas a manutencao
da ontologia pode se tornar onerosa. Também é possivel que area de cuidados possuam
uma quantidade muito volumosa de termos e axiomas que podem comprometer a cons-
trucéo e o desempenho da ontologia. Para esses desafios pensamos que podemos adotar
uma estratégia de divisdo do problema em que diferentes ontologias podem ser construidas
para diferentes areas de cuidado, e mesmo dentro de uma area de cuidado ainda realizar
outra sub-divisdo caso esta possua uma definicdo de conhecimento muito extensa. Com
o alinhamento das ontologias seria possivel reunir todos esses esfor¢cos distribuidos cons-
truindo assim um modelo unificado com melhoras em escalabilidade e manutencéo.
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7.3 Conclusoes sobre o projeto

O trabalho elaborado n&o foi um projeto individual e isolado. O modelo criado esta
inserido em um contexto com um escopo multidisciplinar que visa solucionar um desafio de
saude publica. Por isso, para o desenvolvimento deste nao foi suficiente utilizarmos dos co-
nhecimentos dos campos da computacédo e também ndo conseguimos trabalhar sozinhos.
Para que este estudo tivemos a oportunidade de trabalhar com pesquisadores das area da
saude, engenharia de producédo e de outras areas da ciéncia da computacdo. A equipe
construida precisou atuar em sinergia e trocar conhecimentos constantemente para que a
comunicagao fosse constantemente clara, objetiva e, unificada. A principal vantagem de
um trabalho com essa caracteristica € sem duvidas a integracdo dos conhecimentos des-
sas areas diversas assim como a absorbicdo de conceitos e informagdes que operando
apenas em nosso campo de atuacdo normalmente nao teriamos acesso. O maior desafio
sem duvidas € manter todos os integrantes sempre alinhados com relacao a comunicagao e
a adequacéo do projeto as limitagdes técnicas de cada especialidade. Um segundo desafio
com relacdo ao projeto é o tamanho do escopo do mesmo. Em sua totalidade é alme-
jado a re-invengao dos processos e modelos de gestdo de toda a saude publica do pais.
Dividir esse problema em partes menores, mas sem perder a visao do todo com certeza
foi um desafio que € acentuado com a integragéo dos diversos campos de conhecimento
envolvidos

7.4 Repercussoes do projeto

Os desafios entretanto ndo vem sozinhos, com a integracdo de uma equipe ver-
satil abordando um problema de grande escala alguns resultados variados sdo produzidos.
Nos trés principais campos de atuacao envolvidos conhecimentos foram criados e assimi-
lados que irdo auxiliar na resolugao do problema exposto. Essa producéo de conhecimento
esta sendo compilada em formato de um artigo ao qual sera submetido a revistas da co-
munidade cientifica para divulgagéo dos frutos desse trabalho dentro de todas as areas
envolvidas. Especificamente pontuando na area da computagao tivemos a oportunidade
de abordar o problema com diferentes frentes. O modelo proposto por esse trabalho foi
apenas uma das solucdes. Outros modelos baseados em aprendizado de maquina foram
também implementados e avaliados. No artigo sendo desenvolvidos serao apresentados
0s comparativos entre as frentes escolhidas e as conclusdes e aprendizados tirados.
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7.5 Consideracoes finais

Observando em retrospectiva todo o conteldo exposto acreditamos que podemos
afirmar que com a realizacao desse projeto saimos dele com muito mais conhecimento do
gue comegamos, ndao s6 no campo de atuagdo ao qual haviamos nos proposto a operar,
mas com conhecimentos sobre os desafios e conceitos de outras area que sem a realizacao
de um trabalho como este nao teriamos tido contato tao facilmente. Também acreditamos
que com esse estudo damos um passo para frente na viabilizagdo de um modelo de ges-
tdo baseado em valor na saude publica e esperamos que com esse passo possamos nos
aproximar de uma sociedade mais justa e que zele de forma impar pela saude de seus
integrantes.
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ANEXO A - Manual de anotacao

1. Caracteristicas Clinicas

CID10 120 — Angina Pectoris

CID10 121 — Infarto Agudo do
Miocérdio

CID10 122 — Infarto do Miocardio
Recorrente

0- Doenca
ausente

# Sem histérico de ClI

# Nao possui historia pregressa de
IAM

# Paciente sem histérico de DAC

CID10 124 — Outras Doengas Isquémicas
Agudas do Coragdo

CID10 125 — Doenca Isquémica Cronica
do Coragéo

1- Doenca
presente

# Angina estavel
# Angina instavel

# ACTP

# 1AM

# IAMSSST

# IAMCSST
# CRM

# Cardiopatia isquémica
#ClI

# DAC
# SCA
# DCC

# Aterosclerose
coronariana/corondria

# Estenose coronariana/coronaria
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CID10 148 - Flutter e
fibrilagéo atrial

CID10-E10 — Diabetes
Mellitus Insulino-
dependente

0- Doenca ausente

# Sem historia pregressa de FA

# Nao apresenta fibrilacdo atrial

CID10-E11 - Diabetes
Mellitus N&o-insulino-
dependente

1- Doenca presente

0- Doenca ausente

#FA
# Fibrilacdo atrial
# Fibrilacdo atrial paroxistica

# ACFA

# Nega DM
# Nao possui diabetes

# Sem historia pregressa de DM

CID10-E12 — Diabetes
Mellitus Relacionado
Com a Desnutri¢do

CID10-E13 — Qutros
Tipos Especificados
de Diabetes Mellitus

CID10-E14 — Diabetes
Mellitus Nao
Especificado

CID10-164 Acidente
vascular cerebral, ndo

1- Doenca presente

# DM

# Diabetes mellitus

# Diabete mellitus

# Diabetes

# DM2

especificado como 0- Néo # Sem historia prévia de AVC
hemorragico ou
isquémico
# AVC isquémico prévio
# AVC ISQ em 2018
# Historia prévia: AVCi
CID10-163 — Infarto 1- Sim AVCh
Cerebral
# Acidente vascular cerebral
# Acidente vascular encefalico
# Nega HAS.
CID10-110 - x S . x
Hipertensio Essencial  0- Doenca ausente # N4o possui histdria pregressa de hipertensao
(priméria) # Sem historico de HAS
# HAS

CID10- I111 - Doenga
Cardiaca Hipertensiva

1- Doenca presente

# Hipertens&o arterial
Hipertensa

# Historia prévia de Has.



CID10- E66 —
Obesidade

CID10-E78 -
Disturbios do
metabolismo de
lipoproteinas e outras
lipidemias

Registro de cancer em
atividade, indicativo
de realizacéo de
tratamentos para a
doenca (radioterapia,
quimioterapia) ou
indicativo de cancer
recente.

Quando indicar que o
paciente ja teve
cancer curado ou no
passado ndo devera
ser considerado.

Registro do consumo
condicionado a
dependéncia de

cigarros ou outros
produtos que
contenham tabaco
(possivel relato do
paciente).

O relato de negagao ou
ex-fumante também
deve ser considerado

0- Doenca ausente
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1- Doenca presente

0- Doenca ausente

# Obesidade
# Obeso

i #IMC > 30
Indice de massa corporal > 30

# Nega DLP

# Sem historia pregressa de dislipidemia

1- Doenca presente

0- Doenga ausente

# Dislipidemia
# Dislipidémico
# DLP

#2005 cancer de pele

#Ca no passado

1- Doenca presente

# Ca em atividade
# Cancer em tratamento
#em tto quimioterapico

# Neoplasia de prostata ativa

0- N&o tabagista # Nega tabagismo
# Ndo tabagista
# Tabagismo
1- Tabagista # Tabagista
# Fumante

2- Ex-tabagista

# Ex-tabagista

# Tabagista no passado
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# Nega etilismo
0- Néo etilista

# Ndo etilista
Registro do consumo # Etilismo
condicionado a 4 Aloooli
dependéncia de alcool coolismo
ossivel relato do - Etili )
® paciente) 1- Edlista # Abuso de alcool
& # Alcoolista
O relato de negacéo ou
Zﬁ?;ﬁ?'gﬁ;%@gﬂg # Historia prévia de alcoolismo
2. Ex etilista # Ex alcoolatra

#EX elitista

2. Manejo Clinico e Processo de cuidado

# Evolucao diaria- emergéncia- enfermagem

1- Emergéncia

Indica o local de # CTIA ##
presentz(r:i\:x: nto do # Paciente proveniente da emergéncia por volta das
P ' 15:50h p6s trombélise por AVCi.

***Sentencas que el

indicam deslocamento
do paciente sem
informativo do
destino sdo
desconsideradas

# Interna na UTI apds procedimento.

# Fisioterapia terapia intensiva

# Enfermagem C1.
4-Unidade
Internacéo # Paciente deu entrada na Ul

Refere ao possivel # Sem indicacédo de trombolise ou trombectomia.
manejo clinico que o
paciente AVCi

recebeu.

0- Nao realizou ou
sem janela para

terapia # Sem janela para trombectomia

*A contraindicacao,
sem delta ou sem
janela também deve
ser considerada
como néo realizacéo
do procedimento

# Trombectomia mecanica —
1- Trombectomia
# Trombectomia mecanica as 12 horas

Refere ao possivel # Nao trombolisada - delta

man:i?eﬂggﬁc\)/qctie 0 0- Nao realizou ou # Contraindicacgao a trombdlise (hipodensidade
P recebeu sem janela para >1/3).
’ terapia

o # Sem janela tromboliti
*A contraindicacao, SN S

sem delta ou sem
janela também deve

ser considerada
como ndo realizagdo

do procedimento. # AVCi trombolisado

# Trombolise endovenosa

1- Tromboélise # ALTEPLASE
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3. Escalas de Avaliacéo e Eventos de Risco

CID10 - 161
Hemorragia
intracerebral.

# TC controle ontem sem sangramento

0- Hemorragia
ausente

# TCC sem alteracoes

# Sem indicios de sangramento

CID10 - 162 Outras
hemorragias
intracranianas nao-
traumaticas.

Registro de queda do
paciente durante
periodo de internag&o.

Escala de Braden é
um recurso utilizado
nas Unidades de
Terapia Intensiva para
medir o risco dos
pacientes criticos de
desenvolverem lesdes
por press&o.

Variavel com objetivo
de identificar o risco
de queda do paciente

de acordo com a
escala John Hopkins.
Atenta-se também a
descritivos da escala
que podem ser
ajustados de acordo
com o risco definido
por consenso dos
profissionais.

# Hemorragia cerebelar

# Hemorragia cerebral
1- Hemorragia com transformagao hemorragica
presente
# Hemorragia em fossa posterior préximo ao 1V

ventriculo.

# Paciente relata inseguranca de usar andador apds
queda

# Paciente perdeu o equilibrio e apresentou queda

di Sl U da propria altura.

# Caiu no quarto a noite
Baixo risco: escore >17

1- Risco baixo

2-Risco moderado Risco moderado: escore 16-13

3-Risco alto Risco alto: escore =<12
Baixo risco: escore de 0-5 pontos ou atentar para
medidas preventivas de queda.
1- Baixo risco Ex.
# Risco para Quedas (Escala John
Hopkins 02);

# Manter medidas de prevencdo de queda;
Risco moderado: escore de 6-13 pontos.

Ex.:
#Reforco orientagdes com a familiar sobre o risco
de quedas.

2- Moderado risco # risco de queda.

*Sentengas que apresentam apenas "risco de
queda", sem score ou contexto, podem ser
consideradas como risco moderado.

Alto risco: escore > 13 pontos. Implementacdo do
protocolo de risco de queda.

3-Alto risco Ex.:
i) Alto risco de queda (14).
ii) Protocolo de alto risco para queda;



Sentencas que indiquem
possivel infeccéo viral,
bacteriana ou fungica no
paciente.

Observar: sinais flogisticos
(Calor (febre), rubor ou
hiperemia (vermelhid&o),
edema (inchaco),
hiperestesia (dor ao toque),
perda de funcéo), uso de
antibidticos, exames de
investigacdo como
hemocultura, inicio de
secrecéo por infeccéo

**desconsiderar resultados
de exames sem indicativo
explicito de infeccdo
*** em anexo alguns
antimicrobianos comuns
na prética clinica

0- Indicativo
negativo de
infeccéo
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#Sem sinais flogisticos
#Afebril, sinais vitais estaveis
#Temp max 37,2°C

# Culturais HMCs 09/08: negativas ATQ 09/08:
negativo HMCs 12/08: negativas ATQ

1- Indicativo
alerta de
infeccdo

# Pneumonia base direita-< BACTRIN

# EQU 13/09: urocultura em andamento.

#NOVA ITU - MEROPENEN -> E.COLI
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4. Indicadores Clinicos Desfechos e Status do Paciente

Sentencgas que indiquem
nota de 6bito/falecimento.

Indicativos de ndo-6bito
podem ser marcados e sao
considerados: sinais vitais

estaveis, registros de
paciente presente no leito,
bem, respirando
espontaneamente, previsao
de alta do paciente.

Indica se o paciente
apresenta sinais clinicos de
dor.

**observar: escala EVA de
dor, escala PAINAD,
escala BPS e composi¢des
de palavras que justifiqguem
marcacao.

Indica se o paciente precisa
de sonda ou gastrostomia
para se alimentar.

# No leito, tranquilo, acompanhado.
# Condicdo Ventilatoria: ar ambiente, eupneica
0- Indicativos de

presenca e sinais
vitais

# Eupneica, ventilando espontaneo em ar
ambiente, sem esforco ventilatorio;

# Hemodinamicamente estavel

# SV estaveis

# Nota de falecimento

1- Nota de 6bito # Paciente faleceu hoje pela manha

# Paciente sem queixas

# Paciente bem, sem dor

0- Sem dor #Paciente ndo refere dor
# Sem queixas algicas

# Nega dor.

Escores (EVA/PAINAD/BPS) 1 a 6
Ex.:
#Dor indefinida
1- Dor
leve/moderada #Dor leve

#Queixa de dor.

Escores (EVA/PAINAD/BPS) 7 a 10
Ex.:
#Dor difusa
2- Dor intensa #Dor grave

#Dor intensa

#Paciente alimentando-se por via oral.

1- Alimentacédo
por via oral

#Dieta para semi pastosa

#Boa aceitacdo VO.

#Paciente alimentando-se por via alternativa
# Cuidados com SNE;
#Dieta em BI;

2- Uso de sondas
ou gastrostomia #Cuidados com gastrostomia
#GTT

#Dieta polimérica



Indica a capacidade de
superar ou opor-se a uma
resisténcia por meio da
atividade muscular,
conforme escala de grau de
forca, composicoes
descritivas ou nivel de
mobilidade associado.

Levar em conta apenas
membros superiores e
inferiores (facial ndo), no
caso de uma sentenca
apresentar varios graus de
forca, priorizar forca de
Membros Inferiores e
proximais e menor grau
apresentado.

*Verificar relagdo com
escala NIH

Movimento limitado ou
fraco, motilidade num
padréo abaixo do normal.
No que se refere a forga
muscular, precisdo do
movimento, amplitude do
movimento e a resisténcia
muscular localizada, ou
seja, refere-se aum
comprometimento parcial,
uma perda de forga.

*Levar em conta apenas
membros superiores e
inferiores (paresia facial
nao)

Escore de 0 a5

1- Registro de
paresia
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Apresentacéo da escala:

0 — Néo percebe contracédo. Plegia/paciente
plégico é marcado com forca O.

1 — Tracgo de contragdo sem producéo de
movimento. *Passivel de correlagdo com escala
NIH dominio Membros Superiores (5) e Membros
Inferiores (6) pontuacéo 4.

2 — Contragdo fraca, elimina gravidade.
*Passivel de correlagdo com escala NIH dominio
Membros Superiores (5) e Membros Inferiores (6)

pontuacéo 3.

3 — Realiza movimento contra a gravidade, porém
sem resisténcia adicional.
*Passivel de correlagdo com escala NIH dominio
Membros Superiores (5) e Membros Inferiores (6)
pontuacéo 2 ou 1.

4 — Realiza movimento contra a gravidade e
resisténcia externa.
*Passivel de correlagdo com escala NIH dominio
Membros Superiores (5) e Membros Inferiores (6)
pontuacéo 0.

5 - Supera maior quantidade de resisténcia. Sem
alteracdo em forga.

# Apresenta hemiparesia
# Paciente apresenta perda de forca em MIE
# Hemiparesia a E de predominio braquial

*** Em casos de for¢a grau 1 a 3 indicar
paresia.



Variavel indica se paciente
é capaz de andar com
autonomia.

Associada com escala de
nivel de mobilidade
utilizada pela instituicdo
(Callen, BL., et al. Medsurg
nursing, 2004) ou a
descrigdo dos seus niveis,
podendo ser adaptada
conforme necessario.

***Jsualmente associada
com grau de forca e escala
de nivel de mobilidade da
instituicdo (se aplicavel)
conforme orientacdes de
resposta.

0 - Incapaz de
andar
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Incapacidade de andar podem ser relacionados
aos niveis de 1 a 8 na escala de mobilidade, ou
descricoes como:

i) paciente dependente: equipe promove trocas de
decubito, posicionamento e ADM;

ii) paciente participa com a equipe das trocas de
decubito, posicionamento e ADM;

iii) paciente é independente no leito;
iv)transferido para a cadeira; v) auxilio mecanico
ou 3 pessoas para a cadeira /cadeira de rodas;
vi) transferéncia para a cadeira/de rodas com
auxilio de duas pessoas;
vii)auxilio de duas pessoas , ortostase e pivo para
a cadeira;

viii) auxilio de uma pessoa, ortostase e pivo para
a cadeira;

1 - Capaz de
andar sem
ajuda de outra
pessoa ou
dispositivo

Capaz de andar sem ajuda de outra pessoa ou
dispositivo pode ser relacionados aos niveis de
mobilidade de 12 a 15 na escala de mobilidade,

ou descrigdes como:
i) deambula com um auxiliar de prontid&o;

i) deambula independente somente no quarto;
iii) deambula fora do quarto, distdncia menor que
um corredor;

iv) deambula fora do quarto, distancia maior que
um corredor.

*** Quando mobilidade 1, marcar forca 5.

2 - Capaz de
andar com
ajuda de outra
pessoa ou
dispositivo

Capaz de andar com a ajuda de outra pessoa ou
dispositivo podem ser relacionados aos niveis de
9 a 11 na escala de mobilidade, ou descricoes
como:

i) uma pessoa ao lado de prontidao para transferir
para a cadeira;

ii) deambula com dois auxiliares;

iii) deambula com um auxiliar.

*** Quando mobilidade 2, marcar forca 4.
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1 - Paciente dependente

2- Paciente participa com a equipe das trocas de
decubito, posicionamento e ADM

3- Paciente ¢é independente no leito

4- Transferido para a cadeira

5-auxilio mecanico ou 3 pessoas para a cadeira
/cadeira de rodas
6- Transferéncia para a cadeira/de rodas com

Facultativo: variavel
dependente do uso, pela
instituicdo, de escalas de

rastreamento para niveis de

mobilidade do paciente. auxilio de duas pessoas
7-Auxilio de duas pessoas, ortostase e pivo para a
cadeira
Caso nao haja uma escala 8-Auxilio de uma pessoa, ortostase e pivd para a
padrio proposta, podem ser Escore dela 15 cadeira _ }
feitas de acordo com as 9-Uma pessoa ao lado de prontiddo para transferir
descrigdes indicadas. para a cadeira

10-Deambula com dois auxiliares

B el bilidads 11-Deambula com um auxiliar
utilizada pela instituicdo
(Callen, BL., et al. Medsurg . L

nursing, 2004) 12-Deambula com um auxiliar de prontidéo

13-Deambula independente somente no quarto
14-Demabula fora do quarto, distancia menor que
um corredor
15-Deambula fora do quarto, distancia maior que
um corredor
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Impossibilidade de efetuar comunicacéo verbal.
Afasia grave, toda a comunicagdo é feita através
de expressoes fragmentadas; necessidade de
interferéncia, a quantidade de informacéo que
0- Sem pode ser trocada € limitada.
comunicacéo
verbal

Ex.:
# Paciente comunica por gestos.

*Passivel de correlagdo com escala NIH dominio
Linguagem (9) e Disartria (10) pontuagdo 2 ou 3.

Comunicacéao sem dificuldades/assintomaticas.

EXx.:
# Paciente da bom dia;
# Fala ok;
Variavel indica se paciente - . .
tem problemas de 1- Cg(rennl]mlca # Recuperado dos sintomas de fala;
comunicacdo verbal. 4% i Afiesa, el
- x
Verificar relagdo com 4 Comunicativo
escala NIH.

*Passivel de correlagdo com escala NIH dominio
Linguagem (9) e Disartria (10) pontuacéo 0.

Comunicacdo verbal com dificuldade/
problemas.
Afasia leve a moderada; perda 6bvia de alguma
fluéncia, sem limitagdo significativa das ideias
expressas ou formas de expressao.

. Ex.:
2- Comunica . . ~
0UCo ou mal # Paciente com afasia de expressdo e agora
P disartria.
# Fala enrolada

*Passivel de correlagdo com escala NIH dominio
Linguagem (9) e Disartria (10) pontuagéo 1.



Variavel sobre 0
entendimento, situacédo de
lucidez e orientacéo do
paciente.

Deve-se sempre avaliar o
contexto da sentenca, pois
palavras como
"colaborativo", "bem",
"interagindo”, "atendem
comandos" quando sozinhas
ndo indicam entendimento
pleno, porém quando
agrupadas em contexto
podem traduzir algum
discernimento do paciente.

*Verificar relagdo com
escala NIH.

0- Néo estado
de clareza
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Paciente sem clareza ou em estado de sedagao.

Ex.:
# Paciente sedado, ndo responsivo,

# Paciente no leito, abertura ocular espontanea,
ndo interage, sem atender comandos.

*Passivel de correlagdo com escala NIH dominio
Nivel de Consciéncia (1,1a,1b) pontuagdo 2.

1- Ldcido,
orientado,
coerente

Situacdo de lucidez e orientacdo do paciente.

Ex.:
#LOC

# Escala glasgow 15

# Paciente lucido, responsivo, tranquilo, obedece
a comandos

*Passivel de correlagdo com escala NIH dominio
Nivel de Consciéncia (1,1a,1b) pontuagdo 0.

2- Confuso,
compreende mal

Paciente confuso, compreendendo mal, delirium.
Ex.:

# Paciente relata confusdo em pensamentos,
desorientado em espaco e tempo.

*Passivel de correlagdo com escala NIH dominio
Nivel de Consciéncia (1,1a,1b) pontuagdo 1.



Escala de avaliacéo
funcional pds-AVC.
Preenche a variavel
conforme indicagdo do
score na evolucédo do
paciente (de 0 a 6).

*** Quando rankin 4 ou 5,
marcar auto-cuidado = 0

Capacidade de autonomia
em atividades basicas como
vestir-se, ir sozinho ao
banheiro.

*A ndo autonomia também
é indicada, inclusive pela
relagdo com rankin 4 e 5.

**Considera-se também
relagdes descritivas de
dependéncia, como quando
restrito ao leito ou niveis de
mobilidade correspondente
alou?2.

A National Institute of
Health Stroke Scale
(NIHSS) é uma escala
padréo, validada, segura,
quantitativa da severidade e
magnitude do déficit
neurolégico ap6s o AVC.

Seu escore varia de 1 a 42,
porém n&o é incomum esta
escala aparecer de forma a
indicar o nivel de cada
dominio considerado,
quando isso acontece 0s
valores podem ser
traduzidas a outras variaveis
gue temos presente no
manual, conforme
instrugdes acima.

Escorede 0 a6

0- Dependente
para atividades
basicas/de higiene
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Apresentacéo da escala:

0 - Sem sintomas

1 - Nenhuma deficiéncia significativa, a
despeito de sintomas

2 - Leve deficiéncia - Incapaz conduzir todas as
atividades de antes, mas é capaz de cuidar dos
proprios interesses sem assisténcia

3 - Deficiéncia moderada -Requer alguma
ajuda, mas é capaz de caminhar sem assisténcia
(pode usar bengala ou andador)

*4 - Deficiéncia moderadamente grave -
Incapaz de caminhar sem assisténcia e incapaz
de atender as proprias necessidades fisioldgicas
sem assisténcia

*5 - Deficiéncia grave - Confinado a cama,
incontinente, requerendo cuidados e atencéo
constante de enfermagem

6 — Obito
# EliminacOes esponténeas, em fraldas
# Rankin 4

# Restrito ao leito no momento

# Precisa de auxilio para as atividades da vida
didria.

1- Independente
para atividades
basicas/de higiene

Escore de 1 a 42

# Tem vida de relagdo, conversa, caminha,
alimenta-se.

# Paciente faz uso banheiro/WC

# NIH 14 (sonolento 1, errou 1 pergunta,
paresia face 2, desvio do olhar 1, paresia MSE
3, MIE3, disartria 1, Heminegligencia 2)

# NIH: face: 1, 2, negligéncia 2, MSE 3, MIE 3
- Total: 11.

# NIHSS 5
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*** em anexo a escala
NIH

A variavel “status_chegada” é uma varidvel-suporte nos casos em que a sentenca diz
respeito a uma informagéo claramente no passado do paciente (por exemplo, situagéo do
paciente na chegada ao hospital), e ndo refere seu quadro atual; isso ndo desonera o fato da
marcacdo da variavel correspondente.




ANEXO B - Total de Termos dos Indicadores

Indicador Classe Termos Termos por Classe | Termos por Indicador
Alimentacio Via Oral pastosa’, 'via’, ‘alimentando’, ‘oral’, 'dieta’ 5 1
< Sondas Gastronomicas bi’, ‘poliméria’, "via’, 'gastronomia’, 'alimentando’, ‘gtt’, 'dieta’, 'sne’, "alternativa’ 9
Auto-cuidado Dependente para atividades basicas/de higiene auxilio’, 'eliminagdes’, restrito’, 'alternada’, funcionalidade’, ’leito’, 'fraldas’, "atividades’, "ajuda’, rankin’, 'diarias’ 11 16
Independente para atividades basicas/de higiene | conversa’, ‘paciente’, 'uso’, ‘caminha’, ‘banheiro’ 5
L Nao avc’, 'sem’ 2
AVC prévio Sim encefélico’, 'prévio’, 'vascular’, 'avci’, ‘acidente’, ‘cerebral’, 'avc’, "avch’, ‘prévia’ 9 10
Baixo Risco braden 1
Braden Risco Médio braden 1 1
Risco Alto braden 1
Nao estado de clareza ocular’, 'interage’, ‘comandos’, 'sem’, 'ndo’, 'sedado’, 'abertura’, "atender’, 'espontanea’ 9
Capacidade Cognitiva Licido, orientado, coerente colaborativo’, responsivo’, "loc’, 'orientado’, ‘glasgow’, ‘obedece’, "alerta’, ‘compreende’, ‘comandos’, "licido’ 10 20
Confuso, compreende mal desorientado’, ‘confuso’ 2
Sem comunicagao verbal ‘incompreensivel’, 'gestos’, 'comunica’, ‘comunica¢ao’} 4
Comunicagao Comunica bem ‘preservado’, fala’, 'paciente’, 'ok’, ‘comunicativo’, recuperado’, ‘compreensivel’, 'sintomas’, ‘coléquio’, 'verbaliza’, 'dia’, 'lbom’} 12 18
Comunica pouco ou mal ‘desorientado’, 'confuso’} 2
N Doenga ausente cancer’, ‘tumor’, 'prévio’, ‘ca’, ‘neoplasia’, ‘passado’ 6
Cancer 2 B e - 10
Doenca presente cancer’, 'tumor’, 'cx’, 'ca’, 'tto’, ‘metastase’, 'neoplasia’, ‘quimioterapico 8
Diabetes Doenga ausente dm’, 'diabetes’, 'nega’, 'desconhece’, 'ndo’, 'sem’, 'diabete’ 7 8
Doenca presente diabete’, 'diabetes’, 'dm2’, 'dm’ 4
s . Doenga ausente sem’, 'dIp’, 'nega’, 'dislipidemia’ 4
Dislipidemia Doenga presente dip’, 'dislipidémico’, 'dislipidemia’ 3 5
L. Doenca ausente dac’, iam’, 'sem’, 'ndo’, ‘ci’ 5
Doenga Coronéria - e — > A — - — 19
Doenca presente iamcsst, "prévio’, 'sca’, 'iamssst’, crm’, "angina’, ‘'estenose’, ‘coronaria’, ‘coronariana’, ‘'dac’, "actp’, ‘isquémica’, ‘cf’, 'iam’, ‘dcc’, "altersosclerose’, 'cardiopatia’ | 17
Sem Dor dor’, ‘paciente’, 'nega’, 'queixas’, 'sem’, 'nao’ 6
Dor Dor leve/moderada eva’, 'dor’ 2 10
Dor intensa grave’, 'difusa’, 'dor’, eva’, 'intensa’ 5
Nao Etilista nao’, ‘etilismo’, 'nega’, 'etilista’ 4
Etilismo Etilista alcodlatra’, "alcoolista’, 'alcoolismo’, 'abuso’, "etilismo’, "etilista’, alcool’ 7 14
Ex Etilista prévio’, 'ex-alcoolismo’, " ex-alcodlatra’, "alcoolismo’, 'ex-etilista’, 'ex-acoolista’ 6
Lo . Doenga ausente atrial’, 'fa’, 'desconhece’, "fibrilagao’, 'nao’, 'sem’ 6
Fibrilagéo Atrial S Py s B Tt 7
Doenga presente fa’, 'fibrilagdo’, 'acfa’, "atrial 4
escore 0 plégia’, 'plégico’, ‘contra¢ao’, 'paralisia’, 'ndo’ 5
escore 1 contragao’, 'sem’, ‘'movimento’ 3
Grau de Forca escore 2 comlragaoy, 'grawdzyadye, fraca, fellmlna 4 18
escore 3 gravidade’, ‘contra’, ‘'movimento 3
escore 4 contra’, 'sutil’, 'perda’, "leve’, 'movimento’, ‘'gravidade’, 'resisténcia’ 7
escore 5 maior’, forga’, 'supera’, resisténcia’ 4
K . Hemorragia ausente hemorragica’, 'transformagao’, 'alteragdes’, 'sem’, 'sgto’, 'sangramento’, 'tcc’, 'tc’ 8
Hemorragia Intracraniana - — — T L i — 12
Hemorragia presente cerebelar’, 'hemorragica’, 'transformacao’, 'intracraniana’, 'cerebral’, 'hemorragia 6
. =  eiesA Doenga ausente nao’, 'has’, ‘desconhece’, 'sem’, 'nega’, 'hipertensao’, hipertensa’ 7
Hipertenséo Arterial Sistémica Dbt s — —— 5 11
Doenga presente arterial’, ‘prévia’, ‘intracraniana’, *has’, 'hipertensdo’, 'nemorragia’, 'hipertensa 7
- - Indicativo negativo de infecgdo sem’, flogisticos’, 'sinais’, "afebril’ 4
Indicativo de Infecgdo — - ~ — T — S T s et — g 17
Indicativo alerta de infeccao temperatura’, 'e.coli’, 'urucultura’, ‘atb’, ‘'meropenen’, ‘pneumonia’, ‘febre’, "febril’, "leucocitose’, 'bactrin’, "antibiocoterapia’, 'sepse’, 'hemocultura’ 13
Emergéncia emergéncia’ 1
Localizagao Unidade de Internacao a3’ ’el’,’e3’,’'b2’, 'c4’,’c3’, 'c2’, 'ed’, 'd4’, 'e2’, 'unidade’, 'd2’, 'd3’, 'b1’, "a4’, 'internagdo’, 'b3’, 'a2’, 'd1’, 'b4’, ’c1’, a1’ 22 26
UTI/CTI fisioterapia’, 'intensiva’, terapia’ 3

06



Incapaz de andar

Depende do nivel de mobilidade

0
Mobilidade Capaz de andar sem ajuda de outra pessoa ou dispositivo | Depende do nivel de mobilidade 0|0
Capaz de andar com ajuda de outra pessoa ou dispositivo | Depende do nivel de mobilidade 0
NIH Escore de 1 a 42 NIH’, 'MEI’, 'NIHSS’, 'MSE’ 4 |4
Escore de 1 acamado’, ‘paciente’, restrito’, ‘'dependente’, ’leito’, 'mobilidade’ 6
Escore de 2 trocas’, ‘paciente’, ‘posicionamento’, ‘decubito’, ‘'mobilidade’, "adm’ 6
Escore de 3 paciente’, ’leito’, ‘'mobilidade’, 'independente’ 4
Escore de 4 cadeira’, 'transferido’, 'mobilidade’ 3
Escore de 5 mecanico’, ‘mobilidade’, "auxilio’ 3
Escore de 6 pessoas’, 'duas’, 'transferéncia’, ‘mobilidade’, ‘cadeira’, "auxilio’ 6
Escore de 7 pessoas’, 'duas’, 'transferéncia’, ‘mobilidade’, ‘cadeira’, "auxilio’ 6
Nivel de Mobilidade | Escore de 8 pessoas’, 'duas’, 'pivd’, ‘ortostase’, ‘mobilidade’, ‘cadeira’, "auxilio’ 7 |35
Escore de 9 pivo’, ‘ortostase’, ‘'mobilidade’, 'uma’, ‘cadeira’, 'pessoa’, 'auxilio’ 7
Escore de 10 prontidao’, 'mobilidade’, 'uma’, ‘cadeira’, 'transferir’, ‘pessoa’ 6
Escore de 11 dois’, "auxiliares’, ‘'mobilidade’, 'deambula’ 4
Escore de 12 um’, 'deambula’, 'mobilidade’, ‘auxiliar’ 4
Escore de 13 quarto’, '‘deambula’, 'mobilidade’, 'independente’ 4
Escore de 14 quarto’, fora’, ‘corredor’, 'deambula’, 'mobilidade’, ‘'menor’ 6
Escore de 15 quarto’, fora’, ‘corredor’, 'deambula’, 'mobilidade’, ‘'maior’ 6
. Doenga Ausente 0
Obesidade Doenga presente obesidade’, 'imc’, 'obesa’, 'obeso’ 4 4
Paresia Registro de paresia hemiparesia’, ‘mei’, ‘perda’, ‘parético’, ‘for¢a’, ’hemiparético’ 6 |6
Baixo Risco risco’, ‘baixo’, ‘caiu’, 'queda’, ’jhc’ 5
Risco de Queda Moderado Risco risco’, ‘baixo’, ‘caiu’, ‘queda’, ’jhc’ 5 16
Alto Risco risco’, ‘alto’ 'caiu’, ‘queda’, ’jhc’ 5
Queda Sim, queda caiu’, 'queda’ 2 |2
Rankin Escorede 0 a6 rankin’ 1 1
Nao Tabagista nega’, ‘tabagista’, ‘tabagismo’ 3
Tabagismo Tabagista tabagista’, 'fumante’, 'tabagismo’ 3 |7
Ex-Tabagista passado’, ‘ex-tabagista’, ‘tabagista’, ‘'ex-fumante’ 4
T . N&o realizou ou sem janela para terapia sem’, 'trombectomia’ 2
rombectomia . s ; 4
Trombectomia trombectomia’, ‘'mecénica’, 'trombec 3
T - N&o realizou ou sem janela para terapia delta’, janela’, 'nédo’, 'trombolisada’, reperfusdo’, ‘contraindicagdo’, 'sem’, 'indicagdo’, ‘trombodlise’, ‘trombolitico’, ‘contraindicado’ | 11
rombolise s S : — — — . — 14
Trombdlise delta’, 'trombolisada’, 'contraindicagéo’, 'sem’, 'alteplase’, ‘trombolitico’, reprefusdo’, trombdlise’, 'terapia 9
Obito Indicativos de presenga e sinais vitais paciente’, ‘estavel’, ‘estaveis’, ’leito’, 'sv’, 'Themddicamente’ 6 15
Nota de ébito auséncia’, 'faleceu’, ‘paciente’, 'falecimento’, 'sem’, ’sinal’, 'vital’, 'nota’, '6bito’, ‘constato’ 10
Total Termos 331

16
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ANEXO C - Total de Sentencas Anotadas para Cada Classificacao dos

Indicadores

Indicador Classe Total de Sentencgas
Sem mencgao 44971
Alimentacao Via Oral 695
Sondas Gastronomicas 881
Sem mencao 46065
Auto-cuidado Dependente para atividades basicas/de higiene | 410
Independente para atividades basicas/de higiene | 72
Sem mengao 46309
AVC prévio Nao 29
Sim 209
Sem mencgao 46287
Braden Bgixo Ri,SC.O 61
Risco Médio 59
Risco Alto 140
Sem mencgao 45788
Capacidade Cognitiva N,élo. estad.o de clareza 124
Lucido, orientado, coerente 385
Confuso, compreende mal 250
Sem mencao 45413
Comunicacao Sem cqmunicagéo verbal 175
Comunica bem 269
Comunica pouco ou mal 690
Sem mengao 46300
Céancer Doenca ausente 189
Doenca presente 58
Sem mencao 46193
Diabetes Doenca ausente 46
Doenca presente 308
Sem mencgao 46404
Dislipidemia Doenga ausente 8
Doenga presente 135
Sem mengao 46231
Doenca Coronaria Doencga ausente 24
Doencga presente 292
Sem mencgéo 45910
Dor Sem Dor 555
Dor leve/moderada 58
Dor intensa 23
Sem mencao 46438
Etilismo N;g Etilista 22
Etilista 63
Ex Etilista 24
Sem mencgao 46255
Fibrilagcao Atrial Doenca ausente 14
Doenga presente 278
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Sem mengéao 45857
escore 0 143
escore 1 19
Grau de Forca escore 2 32
escore 3 47
escore 4 252
escore 5 197
Sem mengéao 46331
Hemorragia Intracraniana Hemorragia ausente 87
Hemorragia presente 129
Sem mencgao 45958
Hipertensao Arterial Sistémica | Doenca ausente 32
Doenca presente 557
Sem mengéao 45573
Indicativo de Infeccao Indicativo negativo de infeccao 611
Indicativo alerta de infec¢ao 363
Sem mengao 45035
Localizagao Emergéncia - 109
Unidade de Internacao 1073
UTI/CTI 330
Sem mengéao 45702
- Incapaz de andar 503
Mobilidade Capaz de andar sem ajuda de outra pessoa ou dispositivo | 110
Capaz de andar com ajuda de outra pessoa ou dispositivo | 232
NIH Sem mengao 46227
Escore de 1 a 42 320
Sem mengéao 45783
Escore de 1 136
Escore de 2 24
Escore de 3 5
Escore de 4 157
Escore de 5 0
Escore de 6 0
. - Escore de 7 31
Nivel de Mobilidade Escore de 8 -3
Escore de 9 3
Escore de 10 61
Escore de 11 167
Escore de 12 59
Escore de 13 16
Escore de 14 12
Escore de 15 22
Sem mengéao 46460
Obesidade Doenca Ausente 58
Doenca presente 28
Paresia Sem mengao . 46037
Registro de paresia 510
Sem mencgao 46100
: Baixo Risco 116
Risco de Queda Moderado Risco 135
Alto Risco 196
Sem mengao 46525
Queda Sim, queda 22
Rankin Sem mengao 46358
Escorede 0 a6 189
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Sem mencao 46264
Tabagismo Nao Tgbagista 32
Tabagista 74
Ex-Tabagista 177
Sem mencao 46311
Trombectomia | Nao realizou ou sem janela para terapia | 25
Trombectomia 211
Sem mencgao 46048
TrombOlise N&o realizou ou sem janela para terapia | 107
Trombdlise 392
Sem mencao 44212
Obito Indicativos de presenca e sinais vitais 2326
Nota de 6bito 9
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ANEXO D - Exemplo 1 do processamento de sentencas pelo algoritmo

Sentenga de entrada: # EX-TABAGISTA (IT ~ €0 MACOS/ANO) # DPOC?

Sentenca apds primero tratamento, removendo "-" e "=": § EX TABAGISTA (IT ~ &0 MACOS/ANO)
# DPOC?

Vetor de tokens da sentencga:
['#', 'EX', 'TABAGISTA', '(IT', "~', '&0', 'MACOS/ANC)', '', "#', 'DPOC?']

Token sendo avaliado: #

0 token =20 & avaliado se possuir pelo menos 2 Caracteres.

Token sendo avaliado: EX

Token apds tratamento, removendo espagos em branco & caracteres especiais:
eX

Vetor de palavras similares aco token, obtitas com o modelo word-embeddings:

[{'@ex', 0.9564199447631836), ('wpwex', 0.9549883604049683), ('iex', 0.9411382079124451),
('apex', 0.%13145661354064%), ('eex', 0.901494383811%507), ('asx', 0.5000544543034€€3),
{'bvex', 0.859472713470459), ('Oex', 0.8882730603218079), ('bppex', 0.8795141577720642),
('f=3cex', 0.878062T7846717834)]

Termos em comum entre a lista de termos de tempo passado da ontologia, a lista de termos
zimilares e, o token sendo avaliado:
{'ex"}

Token sendo avaliado: TABAGISTA

Token apds tratamento, removendo espagos em branco e caracteres especiais:
takagista

Vetor de palavras similares ao token, obtitas com o modelo word-embeddings:
[{'tababagista', 0.9934599399%56665), ('estabagista', 0.9909840226173401), ('dcabagista',

0.9899802207946777), ('gdtabagista', 0.938%6560907363892), ('tabagagista',
0.987406€1942100525), ('frabagista', 0.9869678020477255), ('tabagista:’',
0.9842574000358582), ('tabagista ', 0.984209293% 5244), ('tabagistae’,
0.9339856624603271), ('babatabagista', 0.9837406873703003)]

Termos em comum entre a lista de termos da ontologia, a lista de termos similares e, o
token sendo avaliado:




{'tabagista'}
Token sendo avaliado: (IT

Token apds tratamento, removendo espagos em branco & caracteres especiais:
it

Wetor de palavras similares ao token, cobtitas com o modelo word-embeddings:

[('itha', 0.8529742%56161499), ("ita', 0.85258948802948), ("ityu', 0.8506131172180176),
(*icf', 0.8431515097618103), ("aiit', 0.833398€353874207), ('itd', 0.8228018879890442),
('wait', 0.8186017274856567), ('itun', 0.8115001916885376&), ('Onitc', 0.8069087266921997),
('itke', 0.B037105202674866)]

Token sendo avaliado: ~

‘0 token 35 & avaliado se possuir pelo menos 2 caracteres.

Token sendo avaliado: €0
'

Token sendo avaliado: MACOS/ANO)

Token apds tratamento, removendo esSpagos em branco £ caracteres especiais:
magosanc

Vetor de palavras similares ao token, obtitas com o modelo word-embeddings:

[('magosx', 0.64307262520217%), ('macosxanc', 0.6425497531890869), ('magos’,
0.,6346598%9274024%63), ('OOmagosxano', 0.6308329701423645), ('magoe', 0.63030177354812e2),
('magosdia’, 0.6297149062156677), ('macoc', 0.627691924571991), ('macoth’,
0.627581357955932€), ('magoeex’, 0.6260275840759277), ('Omagos', 0.624939€800994873)]

Token sendo avaliado:

‘0 token sd & avaliado se possuir pelo menos 2 caracteres.

'Token sendo avaliado: #

'
‘0 token =0 & avaliado se possuilr pelo menos 2 caracteres.
|

Token sendo avaliado: DPOC?
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Token apds tratamento, removendo eSpagos em branco e caracteres especiais:
dpoc

Vetor de palavras similares ac token, obtitas com o modelo word-embeddings:

[ ('dpocdpoc', 0.9967538118362427), ('dpoce', 0.9872171878814697), ('edpoc',
0.9853812456130981), ('Odpoc', 0.9778203964233398), ('dpocgold', 0.9755135842323303),
('dpocs', 0.9751116037368774), ('dpocmi', 0.9742422699928284), ('dpocc', 0.9719513654708862),
('eapxdpoc', 0.9708786010742188), ('dpoch', 0.9687447547912598) ]

Lista de sindnimos:
{'ex": 'ex', 'tabkagista': 'tabagista'l

Lista de termos sem correspondentes:

['#', 'it', "~', 'e0', 'magosanc', '', 'dpoc']

Lista das relagdes a serem adicionadas na ontologia:
[{'relation': 'ex', 'walue': 'tabagista', 'wvalorado': 0, 'positiom': 3}]

Classificagdes e relagles apds processo de inferZncia:

[file_sentence sample 1611768001.6380897.S5entenga,
file sentence_ sample 1611763001.6380897.tabagismoz2,
Regras 7.ex_p.some (Regras 7.tabagista)]




Sentencga de entrada: D # AVC isquémico previo - sem sequelas aparentes -mRankin previo: 3
# Deméncia de Alzheimer - Tem vida de relagio, corversa, caminha, alimenta-se.

Sentenga apds primeroc tratamento, removendo "-" e "=": D § AVC isguémico previo =2em
sequelas aparentes mRankin previo: 3 # Deméncia de Alzheimer Tem vida de relagéo,
corversa, caminha, alimenta se.

Vetor de tokens da sentenca:

['oc', "', '#', '"AVC', 'isquémico', 'previo', '', '', 'sem', 'seguelas', 'aparentes',K '', '',
'mRankin', 'previo:', '3', '', '#', 'Deméncia', 'de', 'Alzheimer', '', '', 'Tem', 'wvida',
'de', 'relagdo,"', 'corversa,', 'caminha,', 'alimenta', 'se.']

Token sendo avaliado: AVC

Token apds tratamento, removendo es3pagos em branco & caracteres especiais:
avc

Vetor de palavras similares ao token, obtidas com o modelo word-embeddings:
[{"avche', 0.9796327352523804), ('esavc', 0.9783550500869751), ('avcvid', O.
("rbeavc', 0.9763976335525513), ('avceny', 0.975973904132843), ('avcsd', 0.97
('uavec', 0.9720901846885681), ('avec', 0.9717864990234375), ('iavc', 0.969885
("avchp', 0.9698476195335388))

Termos em comum entre a lista de termos da ontologia, a lista de termos similares e, o token
sendo avaliado:

{ravc'}
Token sendo avaliado: isguémico

Token apds tratamento, removendo espagos em branco £ caracteres especiads:
isquémico

Vetor de palavras similares ao token, obtidas com o modelo word-embeddings:

[("isquémicoe', 0.9794929623603821), ('isguémicooe', 0.9748890995979309), ('isquémicoi®,
0.973367T7506446838), ('isquémicop', 0.9684271216392517), ('isquémicoc', 0.9657162427902222),
("izquémicoem', 0.9656476974437305), ('=quimico', 0.9651217460632324), ('"izquéimicoeesg',

0.9550307393074036), ('isquémicofos', 0.9543636441230774), ('isguémicoatbs',
0.9519003033638) ]

Token sendo avaliado: previo

Token apds tratamento, Iemovendo esSpacgos em branco € caracteres especiais:
previo

Vetor de palavras similares ao token, obtidas com o modelo word-embeddings:
[{'previoo', 0.9644258618354797), ('Oprevio', 0.9581046104431152), ('previoant', 0.9531316757202148), ('previop’,
0.9522475600242615), ('previoem’, 0.9495493769645691), ('previocaf’, 0.9479995369911154),
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("previos0', 0.943787693977356), ('previoc', 0.9415261745452881), ('previofaz',
0.9354027509689331), ('previodi', 0.9321310520172119)]

Token sendo avaliado: sem

Token apds tratamento, removendo esSpagos em branco £ caracteres especiais:
sem

Vetor de palavras similares ao token, obtidas com o modelo word-embeddings:

[('semsem', 0.9402598142623901), ('_sem', 0.9209915399551392), ('uhsem’', 0.9201294183731079),
('®sem', 0.9195883870124817), ('gsem', 0.9193295240402222), ('ksem', 0.91921114592156982),
{"®csem', 0.%1821008%206€%956), ('csem', 0.%1T71376824378%67), ('tzbsem', 0.5171339869453207),
("Ogsem', 0.9169884324073792)]

Termos em comum entre a lista de termos de negagdes da ontologia, a lista de token similares
e, o token sendo avaliado:
{"sem'}

Token sendo avaliado: seguelas

Token apds tratamento, removendo espacos em branco e caracteres especiais:
sequelas

Vetor de palavras similares ao token, obtidas com o modelo word-embeddings:

[("rsequelas', 0.98257136344590967), ('"hsdesequelas', 0.9758013486862183), ('sequelass',
0.974330484867096), ('aseqguelas', 0.96758247098%2273), ('seguelasp', 0.9663152654702148),
("sequelasmi', 0.9605541825294495), ('sequelasc', 0.9604564905166626), ('"sequelash',
0.9604523181915283), ('sequelasoa', 0.9550919532775879), ('sequelashad', 0.9547930359840393)]

Token sendo avaliado: aparentes

Token apds tratamento, removendo espacos em branco & caracteres especiais:
aparentes

Vetor de palavras similares ao token, obtidas com o modelo word-embeddings:

[{"aparentesav', 0.59485852786064148), ('aparenteshunt', 0.9465876289367676), ('aparentesrcp',
0.594632571935653€69), ('"aparentesa', 0.94519%62113380432), |("aparentesdisp',
0.5402044415473938), ('"aparentesi', 0.9369718432426453), ('aparentesfaces’',
0.593190127€1116028), ('aparentescr', 0.9279047250747€81), ('aparentestv', 0.91858950027046204),
("aparentescvec', 0.9%174056649208069)]

Token sendo avaliado: mRankin

Token apds tratamento, removendo eSpacos em branco & caracteres especiais:
mrankin

Vetor de palavras similares ao token, oktidas com o modelo word-embeddings:
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[('akin', 0.8826376795768738), ('mrankin0', 0.8731066584587097), ('skin', 0.8659863681793213),
'('hodgnkin', 0.8491312265396118), ('hodjkin', 0.8473354578018188), ('hogdkin',
0.2414438366889954), ('rankin', 0.8373583555221558), ('hosggkin', 0.8521370542049408),
‘{'hodgin', 0.820633053779602), ('hodkin', 0.3202835321426392)]

Termos em comum entre a lista de termos walorados da ontologia, a lista de termos similares e,
‘o token sendo avaliado:

{'rankin'}
Token sendo avaliado: previo:

Buscando por um valor numérico, token sendo avaliado: previo:

Foken sendo avaliado: 3

'‘Buscando por um valor numérico, token sendo avaliado: 3

yalor numérico detectado: 3.00

_Token zendo avaliado: Deméncia

Token apds tratamento, removendo espagos em branco e caracteres especiais:
‘deméncia

Vetor de palavras similares ao token, obtidas com o modelo word-embeddings:

'[{'edeméncia', 0.9893346428871155), ('thbdeméncia', 0.9826850891113281), ('demdnciaclga',
0.5709343510217285), ('deménciaadio', 0.9664850831031795), ('deménciaem', 0.59660176634788513),
'{*isgdem#ncia®, 0.961154341697692%), ('0O0deméncia', 0.95937401056289%967), ('dmhasdeméncia’,
0.9540921449661255), ('deménciahiv', 0.953492820262908%), ('deménciaataxia’,
.0.9530728459358215}]

Token sendo avaliado: de

Token apds tratamento, removendo espagos em branco e caracteres especiais:
de

Vetor de palavras similares ao token, obtidas com o modelo word-embeddings:

[({'dee', 0.7262868285179138), ('dew"', 0.7176570296287537), ('deh', 0.7134523338850076),
'(*des', 0.7095134854316711), ('de0', 0.7051140666007996), ('deom', 0.7026863098144531),
('dews", 0.6960441470146179), ('dersde', 0.6705716848373413), ('deem', 0.6678256988525391),
{'dejavu', 0.6601331830024719)]

Token sendo avaliado: Alzheimer

Token apds tratamento, removendo espagos em branco e caracteres especiads:
alzheimer
.

Vetor de palavras similares ao token, obtidas com o modelo word-embeddings:
[{'alzhheimer', 0.986768364906311), (‘alzheimera’, 0.9817374348640442), (‘alhzheimer’, 0.977109968662262), ('alzeheimer’,
0.9728602170944214), ('alzheimers', 0.9682837128639221),
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0.9524657130241394), ('alzheimerem', 0.9436348080635071), ('alzheimeruso’,
0.9414306282997131), ('alzheirmer’', 0.9379398822784424))

Token sendo avaliado: Tem

Token apds tratamento, removendo
tem

espagos em branco & caracteres especiais:

Vetor de palavras similares ao token, obtidas com o modelo word-embeddings:

[{'temem', 0.9201308488845825), (

‘vtem', 0.9177613854408264), ('dtem’, 0.9083892107009888),

{("item', 0.9053139300346375), ('vdtem', 0.29043123126023%962), ('ihtem', 0.3004751443562915),
("temb', 0.90020352602005), ('Odtem', 0.8977198004722595), ('omtem’', 0.5586024951934814),

("vdptem', 0.S8884862661361694)]
Token sendo avaliado: wvida

Token apds tratamento, removendo
vida

espagos em branco & caracteres especiais:

Vetor de palavras similares ao token, obtidas com o modelo word-embeddings:

[{*vidapn', 0.9396309852600098),

(*vidarn', 0.9343447089195251), ('avida',

0.9229457974433899), ('divida', 0.9196599%125862122), ('&vida', 0.9116578693153264),

(*vidamie', 0.9041496515274048),
(*benvida', 0.8782338500022888),

Token sendo avaliado: de

Token apds tratamento, removendo
de

0 token de j& foi avaliado = nido
precisa ser expandido novamente

Token sendo avaliado: relagio,

Token apds tratamento, removendo
relagio

(*vidad', 0.8952152729034424), ('vidal', 0.8886163003082275),
(*duvida', 0.872809886932373)]

espagos em branco & caracteres especlais:

foi encontrado nenhuma expansdoc ou correspondéncia e nédo

£5pagos em branco € caracteres especiais:

Vetor de palavras similares ao token, oktidas com o modelo word-embeddings:

[{'relacdom', 0.980007767677T3071)

, ("relacdop', 0.976003885269165), ('Orelacéo’,

0.974817156791687), ('relagip', 0.9743456840515137), ('relagd', 0.9737211465835571),

('relagdca', 0.9730480313301086),
0.9706792831420898), ('emrelacdo’

Token sendo avaliado: corversa,

Token apds tratamento, removendo
COXversa

('relagiomed', 0.972754716873169), ('erelagio',
, 0.969520092010498), ('relagldoc', 0.9606561472129822)]

£3pacos em branco € caracteres especiais:
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Vetor de palavras similares ao token, oktidas com o modelo word-embeddings:

[{'versa", 0.5933812260627747), ('anversa', 0.5929152369499207), ('disversa',
0.5883746147155762), ('coversarei', 0.5797482132511€82), ('tranversa', 0.576l317€107406&2),
{"trasversa', 0.5751370787620544), ('reversa', 0.5739848613735%014), ('corveloesqg',
0.5732448101043701), ('cordioversao', 0.5730204582214355), ('adversa', 0.5727380514144897)]

Token sendo awvaliado: caminha,

Token apds tratamento, removendo espagos em branco £ caracteres especiais:
caminha

Vetor de palavras similares ao token, obtidas com o modelo word-embeddings:

[('dcaminha', 0.9635627865791321), ('caminhaa', 0.9633505940437317), ('caminhava',
0.95343452659203186) , ('"caminharco', 0.93494790759246521), ('caminhaco', 0.9324288964271545),
("caminhaenmg', 0.9%252075%725265503), ('caminhdo', 0.%24825€087303162), ('caminhandoo',
0.9083819985385971), ('"caminhas', 0.90425%20470237732), ('camisinha', 0.9034737348556519)]

Termos em comum entre a lista de termos da ontologia, a lista de termos similares =, o token
sendo avaliado:

{'caminha'}
Token sendo avaliado: alimenta

Token apds tratamento, removendo espacgos em branco £ caracteres especiais:
alimenta

Vetor de palavras similares ao token, obtidas com o modelo word-embeddings:
[{'alimentamndn', 0.9646124243736267), ('alimentanndo', 0.9616190195083618), ('alimenta',
0.9€1251020431518¢6), ('alimentava', 0.960737832736%€%), ('alimentarp', 0.559047€1552810&7),
("alimentars', 0.9556906819343567), ('alimentandi’, 0.9505292773246765), ('alimentara’,
0.94876152276595928), ('alimentari', 0.9485595226287842), ('alimentaro', 0.9484350681304932)]

Token sendo avaliado: se.

Token apds tratamento, removendo &sSpagos em branco & caracteres especiais:
se

Vetor de palavras similares aoc token, obtidas com o modelo word-embeddings:

[{'vEse', 0.7693838477134705), ('mhse', 0.7664098143577576), ('jose', 0.7565931081771851),
(*fse', 0.7538988590240479), ('vse', 0.750080943107605), ('dse', 0.7478148937225342), ('sea',
0.7458064556121826), ('zuse', 0.742520809173584), ('bdse', 0.74183523654%3774), ('nse’,
0.739757776260376) ]

Lista de sindnimos:
{'avc': "ave!, 'sem”: 'sem’, "mrankin': 'rankin’, 'caminha'; 'caminha'}
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Lista de termos sem correspondentes:
['opr, ', '$', 'i=zguémico', 'previo', 's=seguelas', 'aparentes', '3', 'deméncia’', 'de’',
'alzheimer', 'tem', 'wida', 'relagdo', 'corversa', 'alimenta', 'se']

Lista das relacgdes a serem adicionadas na ontologia:

[{'relation': 'contain', 'values': 'avec', 'valorado': 0, 'position': 4}, {'relation':!@ 'rankin',
'value': '3.00', 'valorade': 1, 'position': 1€}, {'relation': 'sem p', 'value': 'caminha',
'valorado': 0, 'position': 29}]

Classificagdes e relagdes apds processo de inferéncia:

[file_sentence_sample 1611783632.5272691.5entenga,
file sentence sample 1611783632.5272691.ClasseRankin,
Regras 7.contain.some (Regras T.avc),

Regras T7.rankin.wvalue(3.0),

Regras 7.sem p.szome (Regras 7.caminha)]
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